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MAPY KOHONENA W KLASYFIKACJI
OBIEKTOW SYMBOLICZNYCH

Streszczenie: Celem artykulu bylo przedstawienie wiasnosci map Kohonena wykorzysty-
wanych do klasyfikacji i wizualizacji obiektow symbolicznych. W artykule zaprezentowano
podejscie realizowane wedhug algorytmu Stochastic Approximation, ktory jest uogélnieniem
klasycznej sieci Kohonena. Przedstawiono rowniez przyktad zastosowania algorytmu meto-
dy do klasyfikacji obiektow symbolicznych z rzeczywistego zbioru danych. Obliczenia zo-
staly wykonane za pomoca programu SODAS.

1. Wstep

Metody klasyfikacji danych symbolicznych rozwijaja si¢ bardzo dynamicznie od
konica lat 80. XX wieku (zob. [Bock, Diday 2000, s. 2]). W$rdd nich wymieni¢ moz-
na: hierarchiczne metody aglomeracyjne oparte na macierzy odleglosci migdzy
obiektami symbolicznymi, hierarchiczna metode aglomeracyjna stosowana bezpo-
srednio dla zbioru obiektow symbolicznych, metodg piramid, metode k-Srednich czy
samoorganizujaca si¢ sie¢ neuronowa Kohonena dla obiektéw symbolicznych. Czes¢
z tych metod dedykowana jest wylacznie obiektom symbolicznym, jednak wigksza
grupe stanowia metody bedace adaptacjami klasycznych metod klasyfikacji.

Celem artykutu jest przedstawienie wlasno$ci samoorganizujacej si¢ sieci neu-
ronowej Kohonena dla obiektow symbolicznych. W czesci empirycznej przedsta-
wiono przyktad zastosowania przedmiotowej metody w klasyfikacji, a takze wizu-
alizacji zbioru obiektow symbolicznych z przestrzeni wielowymiarowej na ptasz-
czyznie. Obliczenia wykonano za pomoca moduldéw SYKSOM (Kohonen Self-
-Organising), HIPYR (Hierarchical and Pyramidal Clustering) programu SODAS'.

2. Charakterystyka samoorganizujacej si¢
sieci neuronowej Kohonena dla obiektow symbolicznych

Artykul Hansa-Hermanna Bocka opublikowany w 1997 r. (zob. [Bock 1997])
mozna uznaé¢ za poczatek badan nad samoorganizujacymi si¢ sieciami neurono-
wymi Kohonena dla obiektow symbolicznych, zwanych sieciami lub mapami Ko-

" SODAS to darmowe oprogramowanie wykorzystywane w analizie danych symbolicznych.
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honena dla obiektow symbolicznych. Jest to sie¢ uczona bez nauczyciela. Ztozona
jest z dwoch warstw neurondow: wejsciowej i wyjsciowej. Warstwe wejSciowa sta-
nowia obiekty symboliczne charakteryzowane przez p zmiennych przedzialowych

0, = ([akl,bkl], s [akp,bkp]), k=1,...,n. Obiekty te w przestrzeni p-wymiarowej

sa hiperkostkmi Q, , ktdre rzutowane sa na dwuwymiarowa warstwg wyjsciowa
zwanga mapa Kohonena. Kazdy neuron mapy Kohonena reprezentuje pewne mini-
skupienie, ktore charakteryzowane jest przez tzw. prototypy.

Powstate prototypy, podobnie jak obiekty symboliczne, rowniez opisane sa
przez p zmiennych przedzialowych [Bock 2004, s. 6-10]. W przestrzeni
p-wymiarowej sa one hiperkostkami, ktore w dalszej czgsci artykulu oznaczone
zostaly jako G.

Rodzaj prototypu miniskupienia definiowany jest nastgpujaco [Bock 2008,
s. 220-221]:

a) hiperkostka G, ktora obejmuje wszystkie hiperkostki O, , k=1, ..., n:

G =[u,v], (1)
gdzie:

uz(ul,...,up), v=(v1,...,vp) oraz u; =kr31nna,g,, v, =](1111§§le , j=L .,m. (2)

,,,,,

Prototyp skonstruowany wedlug powyzszej formuty jest wrazliwy na obiekty
oddalone. W celu przezwycigzenia tego problemu proponuje si¢ wprowadzenie

prototypu G= [ﬁ, \3] , ktorego wspotrzedne okreslane sa nastepujaco:
b) 4=(0,5+7)u+(0,5-y)v oraz v=(0,5-7)u+(0,5+y)v, 3)

gdzie 0 <y < % .

Kolejna propozycja jest taki prototyp, ktory bedzie rozwiazaniem nastgpujace-
go problemu optymalizacyjnego:

c) ;d(Qk, G)— min. 4)

Zauwazy¢ nalezy, ze rozwigzanie powyzszego problemu zalezy od przyjetej
miary odleglosci d(-) (zob. [Bock 2005]).

Sie¢ Kohonena dla obiektow symbolicznych tworzona jest wedtug trzech algo-
rytmow: Stochastic Approximation oraz Mac Queen 1 i Mac Queen 2 [Bock 2004,
s. 9]. Algorytm Stochastic Approximation jest bezposrednim uogdlnieniem kla-
sycznej sieci Kohonena, natomiast algorytmy Mac Queen 1 i Mac Queen 2 sa
uogodlnieniami klasycznych algorytmow sekwencyjnych Mac Queena [Bock 2004,
s. 9]. W dalszej czg$¢ artykutu, w tym w czg$ci empirycznej, rozwazone zostanie
podejscie realizowane wedtug algorytmu Stochastic Approximation.
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3. Algorytm sieci Kohonena dla obiektow symbolicznych

Algorytm uczenia sieci Kohonena dla obiektow symbolicznych o,, ..., o0, realizo-
wany jest w ponizszych krokach [Bock 2004, s. 18-20]:
Krok 1.
W etapie ¢ =0 nastgpuje ustalenie wymiaru sieci (liczby neuronéw) m oraz m
pustych miniskupien CI(O) =@, ..., C,(no) =¢ charakteryzowanych przez prototypy
(0) ()

p ..., p, - Prototypy te stanowia albo m pierwszych, albo m losowo wybranych
obiektow symbolicznych.
Krok 2.

Zat6zmy, ze miniskupienia Cl(’) y e C,Sf) oznaczaja podziat obiektow symbo-
licznych {o,, ..., 0,} nakoniec etapu .

W etapach ¢t —>¢+1 prezentowane sa kolejno obiekty symboliczne ze zbioru
wejsciowego. Dla kazdego neuronu oblicza si¢ odlegtos¢ obiektu symbolicznego
od prototypu. Neuron, ktoéry znajduje si¢ najblizej obiektu wejsciowego, zostaje
ZWYycigzca:

d(otﬂ’pi(f)) :jzl’.i“l:lmd(otﬂ?py)) s (5)
gdziei =1, ..., m, natomiast d( -, - ) jest miara odleglosci pomiedzy obiektem

symbolicznym o,,, a prototypem p) (zob. [Bock 2008, s. 218-220]).

Krok 3.
— Obiekt o,,, wlaczony zostaje do miniskupienia charakteryzowanego przez

neuron zwycigski:
' =c Olo, ), =1, e m. (6)

1

— Struktury pozostaltych klas nie zmieniaja sig: Cl.(’”) = Cl.(’) dla i#i,
i=1, .., m. (7
— Zwycigzca pociaga za sobg swoich sasiadow z mapy, ktorzy dzigki bliskosci ze

zwycigzea uzyskuja przywilej zmiany swoich wspotrzednych. Zatem dla j #i"
aktualizowane sa wspétrzedne prototypow pﬁ.’”) = [uﬁ.’”),vﬁ.”l)} :

+1 +1
ug.t )= uﬁ.’) +a,, K. '(at+1 —u;) oraz vy )= vﬁ’) +a,, K. -(bHl —v;.), (8)
gdzie j=1,..,m,t=0,1, ...,
Ki*,- jest funkcja sasiedztwa, ktora decyduje o liczbie i intensywnosci ucze-

nia si¢ neurondow z sasiedztwa [Bock 2008, s. 224-225]:
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L dla <e
a) K., =K(5(}},P/))={o, dla §>¢’ v

gdzie ge{O, 1, 2, 3, 4} to promien sasiedztwa, czyli parametr wskazujacy, ile

neuronéw wokot neuronu zwycigskiego ma si¢ uczy¢ wraz z nim, natomiast O
okresla, jak daleko na mapie znajduja sig od siebie neurony wyrazone przez wspot-
rzgdne P.i P,

b) K. =K(5(13*,P_,.))=e"% dla §>0, (10)
0) K., =K(5(P.,P))=¢" dla 5>0, (11)

natomiast &, > 0 okresla wspotczynnik uczenia dla etapu ¢ definiowany nastgpu-
jaco [Bock 2008, s. 223]:

a) ¢, =%, dlar=1, 2, ... (12)

b) « =

,dla t=1, 2, ... (13)
t mod n

Krok 4. Procedura z krokow 2-3 powtarzana jest dla wszystkich obiektow ze zbioru.

Krok 5. Kroki 2-4 powtarzane s dla zadanej liczby iteracji uczacych lub do mo-
mentu osiagniecia kryterium stopu [Bock 2008, s.213]:

m 2
> el -p
A = il

. 2

I
2|
i=1

gdzie / to numer pelnego cyklu, natomiast  oznacza poziom precyzji ustalany

<y, (14)

przez uzytkownika.
W module SYSOKM programu SODAS wszystkie parametry sieci Kohonena
ustalane sg arbitralnie przez uzytkownika.

4. Przyklad empiryczny

Prezentowany przyklad stanowi ilustracj¢ dziatania omawianej metody. Wykorzy-
stano dane dotyczace modeli samochoddw klasy C o silnikach benzynowych®. Na
ich podstawie utworzono 34 obiekty symboliczne, scharakteryzowane przez

2 Dane zgromadzono na podstawie informacji o cenie i parametrach technicznych poszczegol-
nych modeli samochodow, ktore zamieszczone sa na stronach internetowych odpowiednich produ-
centow samochodow.
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6 zmiennych przedziatowych: cene samochodu® (z), pojemno$é silnika (cm?),
moc silnika (KM), predkos¢ maksymalna (kmA ), przyspieszenie 0—100 kmA (s)

oraz zuzycie paliwa w cyklu miejskim (/).

W przyktadzie analizowane byly sieci o wymiarach od 2x2 do 7x7 oraz 5x7.
Dla kazdej sieci definiowano ten sam zestaw parametrow, a mianowicie: funkcje
sasiedztwa (10), odlegto$§¢ Hausdorffa jako miare odlegto$ci pomigdzy obiektem
symbolicznym a prototypem [Bock, Diday 2000, s. 302], wspolczynnik uczenia
(12), rodzaj prototypu skupienia (1), 100 iteracji uczacych oraz promien sasiedztwa
rowny 2.

Kryterium wyboru rozmiaru sieci stanowil tzw. btad kwantyzacji. Wyznaczany
on byl na podstawie odleglosci Hausdorffa odpowiedniego prototypu od obiektow
wejsciowych. Warto$¢ bledu uczenia sieci to warto$¢ srednia liczona dla catego
zbioru uczacego. Dalszej analizie poddana zostata sie¢ o najmniejszym biedzie
kwantyzacji, tj. sie¢ o0 wymiarach 5x5.

Tabela 1. Wartosci bigdu kwantyzacji dla poszczegodlnych sieci

Rozmiar sieci 2x2 3x3 4x4 5x5 5x7 6x6 7x7
Btad kwantyzacji | 9040,02 | 5409,91 | 2268,32 | 876,90 | 2899,85 | 3228,82 | 2625,68

Zrodto: obliczenia wlasne.

W wyniku zastosowania modutu SYKSOM otrzymano nast¢pujaca mapg Ko-
honena:

1x4

1x1 . 1x2 . 13

] |
21 . 2x2 . 2x3

2x4 2%5

3x1 3x5

3x2 . 3x3 . 3x4

4x1 4x5

4x2 . 4x3 . 4x4

51 x5

5x2 . 5x3 . Sx4
|

Rys. 1. Mapa Kohonena o wymiarach 5x5 (25 neuronéw)

Zrédlo: opracowanie whasne w programie SODAS v. 2.0.

? Ceny samochodéw pochodza z okresu od sierpnia do grudnia 2008 r.
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Na rysunku 1 kola odzwierciedlaja liczebno$¢ poszczegodlnych miniskupien,
natomiast kwadraty objetos¢ hiperkostek w przestrzeni 6-wymiarowej. Rysunek 1
to rowniez wizualizacja zbioru obiektow symbolicznych z przestrzeni 6-wy-
miarowej na plaszczyznie. Na takiej mapie trudno jest wyr6zni¢ jednoznacznie
klasy obiektow. Poniewaz sie¢ nie ma wewngtrznego kryterium pozwalajacego
ustali¢ ostateczng liczbg skupien, proponuje si¢ utworzenie dla kazdego prototypu
wykresu dwuwymiarowego za pomoca techniki Zoom Star. Kazdej zmiennej od-
powiada o$ wartosci, ktora promieni$cie odchodzi od punktu centralnego. Na kaz-
dej osi zaznaczone sa warto$ci poszczegélnych zmiennych, ktére dla zmiennych
przedzialowych odpowiadaja dolnej i gérnej granicy przedziatu. Charakterystyke
prototypu wyznaczaja lamane laczace poszczegdlne wartosci z osi zmiennych
[Bock, Diday 2000, s. 125-138].

Rys. 2. Charakterystyki 10 z 25 prototypéw otrzymane technikq Zoom Star

Zrodto: opracowanie wiasne w programie SODAS v. 2.0.

Analizujac otrzymane ilustracje graficzne prototypow, wskaza¢ mozna mini-
skupienia, ktore maja te same lub podobne charakterystyki. Moga one zosta¢ pota-
czone i w ten sposob beda odzwierciedlaly podzial zbioru obiektéw symbolicznych
na jednorodne skupienia.

SODAS generuje rowniez plik tekstowy, ktory przedstawia przyporzadkowanie
poszczegdlnych obiektow wejsciowych do miniskupien oraz charakterystyki proto-
typow:

LIST OF SYMBOLIC OBJECTS IN EACH CLUSTER
Cluster 1 ( 1x1) Size 2

List of objects:

( 30) VWBeetle

( 34) VolvoC30
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CLUSTER DESCRIPTION: PROTOTYPE OF THE CLUSTERS
Prototype 1 ( 1x1l) Size 2

Variable Minimum Maximum VMAP.Min VMAP.max
cena 66870 78320 0.87 1.23
pojemnosc 1493 1991.5 0.42 1.60
moc 7.5 130 0.19 0.97
predmax 173 197.5 2.23 2.81
przyspiesz 10.15 13.2 1.74 3.16

spalanie m 9.3 11.05 1.93 2.70

Migdat-Najman [2007] pokazata, ze w przypadku analizy bardzo duzych zbio-
réow danych sie¢ Kohonena mozna zastosowac jako preprocesor dla innych metod
klasyfikacji. Duza liczba obiektow opisanych przez wiele zmiennych powoduje, ze
utrudniona jest analiza dendrogramow powstatych w wyniku zastosowania hierar-
chicznych metod aglomeracyjnych. Takie rozwigzanie pozwala rowniez na analizg
zbiorow z wystgpujacymi brakami danych. Sie¢ Kohonena identyfikuje takze wy-
stepujace w zbiorze danych warto$ci nietypowe i zazwyczaj przydziela je do osob-
nego miniskupienia. [Migdat-Najman 2007, s. 311-312]. Ponizej przedstawiono
adaptacj¢ powyzszego podej$cia w odniesieniu do zbioru obiektow symbolicznych.

W etapie pierwszym dokonano klasyfikacji obiektow symbolicznych metoda
najdalszego sasiedztwa. Do wyznaczenia odleglo$ci pomigdzy obiektami symbo-
licznymi zastosowano znormalizowana odleglo$¢ Ichino-Yaguchiego [Ichino,
Yaguchi 1994]. Jest to miara odleglosci stosowana dla obiektow symbolicznych.

W wyniku zastosowania modutu HIPYR otrzymano nastgpujacy dendrogram:

o, N 2
CRACR AN AC NN % 5, % e, %, B, T G, o, % B G, %, %, o, By
0 0, 94\%-'9 0, %, S 6 4»"»‘ B, O, % s ¥ B %y, % 4, "0 4,
%5, %}J‘%% % 7 % 5% %% T %,%, % %, o, %, oy %, g %, b o %
%%, %, ? % Y (N %" e h %
CORCY % i Y o > T, %
%%@ e 4 N

Rys. 3. Dendrogram dla zbioru obiektow symbolicznych

Zrédlo: opracowanie whasne w programie SODAS v. 2.0.
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W etapie drugim 25 prototypow skupien wyodrgbnionych za pomoca sieci Ko-
honena o wymiarach 5x5 wykorzystano jako zbiér danych wejsciowych. Na jego
podstawie dokonano klasyfikacji obiektéw symbolicznych analogicznie do etapu
pierwszego.

Rys. 4. Dendrogram dla prototypoéw skupien otrzymanych za pomoca sieci Kohonena

Zrodto: opracowanie wiasne w programie SODAS v. 2.0.

Analizujac przyporzadkowanie obiektow symbolicznych ze zbioru wejsciowego
do miniskupien, przekonujemy sig, ze struktury klas uzyskane w etapie drugim
nieznacznie roéznia si¢ od struktur uzyskanych w etapie pierwszym. Roznice te
dotycza 6 obiektow symbolicznych. Sie¢ Kohonena rozpoznata rowniez dwa niety-
powe obiekty symboliczne: BMW Serii 1 i Dodge Caliber SRT4, ktore przydzielita
do osobnych miniskupien N3/25 i N6/25 (por. rys. 4).

5. Podsumowanie

W artykule przedstawiono wiasno$ci oraz przykltad zastosowania sieci Kohonena
dla obiektow symbolicznych. Dostgpne oprogramowanie metod analizy danych
symbolicznych pozwala na wykorzystanie mapy Kohonena dla obiektow symbo-
licznych opisanych tylko przez zmienne przedziatowe.

Pokazano, ze sie¢ Kohonena moze by¢ stosowana nie tylko do klasyfikacji
obiektow symbolicznych, ale takze do wizualizacji wielowymiarowych obiektow
symbolicznych na pltaszczyznie. Moze by¢ réwniez wykorzystana w celu przygo-
towania danych do dalszej analizy. Wada sieci Kohonena stosowanej dla obiektow
symbolicznych jest jej wrazliwo$¢ na ustalane arbitralnie przez uzytkownika para-
metry sieci.
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KOHONEN MAPS IN CLASSIFICATION
OF SYMBOLIC OBJECTS

Summary: The aim of this article is to present the properties of the Kohonen maps which
are used to classify the symbolic objects. The properties of the Stochastic Approximation
method are presented. This method is the direct generalization of Kohonen’s classical self-
organizing map. We also give an example of the application of the Kohonen maps to the
classification of the symbolic objects. We use a real-world data set and SODAS software for
our illustration.
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