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Streszczenie: Zbiory Big Data oferuja dostep do niemal nieograniczonej liczby danych, dajac
nadziej¢ na szybszy, tanszy, bardziej precyzyjny i wszechstronny opis $wiata. Jednocze$nie
w takich zbiorach poza danymi o odpowiedniej jakosci (clear data) znaczny udziat maja dane
nieprawdziwe, nieaktualne, zaszumione, czgsto zwielokrotnione, niepetne lub btedne (dirty
data), a takze dane o nieznanej jakosci czy uzytecznosci (dark data). Znaczacy udziat dirty
i dark data ma szereg negatywnych konsekwencji w analizie zbioru Big Data. Celem prezen-
towanych badan jest przeglad i systemowe ujgcie procedur minimalizowania negatywnych
efektow dirty data w analizie Big Data. W konstrukcji systemu oczyszczania zbioru danych
uwzgledniono najwazniejsze procedury profilowania (profiling data), oczyszczania (clean-
sing data) 1 zapobiegania (defect prevention) powstawaniu dirty data w procesie budowy
i analizy zbioru Big Data.

Stowa kluczowe: big data, dirty data, profilowanie danych, oczyszczanie danych, zapobiega-
nie powstawaniu zanieczyszczen w danych.

Summary: There are almost unlimited sources of large streams of information now being
referred to as Big Data. Because of it we hope for a faster, cheaper, more precise and versatile
description in the world around us. At the same time, in such data sets, apart from data of
a proper quality (clear data), significant share is false, outdated, noisy data, often multiplied,
incomplete or incorrect (dirty data), as well as data of unknown quality or usefulness (dark
data). A significant share of dirty data and dark data causes a number of negative consequenc-
es in the analysis of Big Data sets. The aim of this article is to review and systemically capture
the procedures for minimizing the negative effects of dirty data in the analysis of Big Data.
The design of the data collection system includes the most important profiling procedures
(profiling data), cleansing data and defect prevention of dirty data in the process of building
and analyzing the Big Data sets.

Keywords: Big Data, dirty data, profiling data, data cleansing, defect prevention.
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1. Wstep

W roku 2017 mija réwno 20 lat od momentu, w ktéorym pracownicy NASA zglosi-
li swoim pracodawcom szczegdlny problem. Mimo dost¢gpu do superkomputerow,
ogromnej infrastruktury IT, poteznych §rodkoéw finansowych nie byli w stanie prze-
prowadzi¢ wizualizacji wynikow swoich badan [Cox, Ellsworth 1997]'. Na pytanie
przetozonych, co jest przyczyng ich problemow, padta odpowiedz, ze opracowywa-
ne dane nie mieszczg si¢ na dyskach lokalnych NASA, dyskach zdalnych, z ktérych
mogg korzystac, nie mieszczg si¢ takze w pamieci RAM komputerow. Majg problem
z duzg iloscig danych. Po raz pierwszy w literaturze pojawito si¢ pojecie Big Data
[Cox, Ellsworth 1997; Zomaya, Sakr (red.) 2017].

Wspotczesnie ze zjawiskiem tego typu mamy do czynienia w coraz wigkszej
liczbie organizacji. Rozwdj techniki teleinformacyjnej, Internetu i informatyki przy
jednoczesnym spadku jednostkowych kosztow gromadzenia i przechowywania da-
nych powoduje, ze mozliwe staje si¢ zbieranie praktycznie dowolnej ilosci? danych.
Pochodza one z wielu zrddet. Najwazniejsze, z biznesowego punktu widzenia, sg
obecnie dane bedace efektem interakcji miedzyludzkich (human interaction data).
Tworza je wszelkie formy komunikacji, takie jak wiadomosci e-mail, sms, wszel-
kie przesytane dokumenty tekstowe, zdjecia, filmy czy nagrania dzwigkowe [Mig-
dat-Najman, Najman 2017]. Stanowig one podstawe wielu modeli biznesowych
zwigzanych z promocja, reklamg, sprzedazg i dystrybucja niezliczonych produktow
i ustug. Aby te dziatania mogly by¢ skuteczne, adekwatne modele muszg opierac si¢
na danych o odpowiedniej jakosci. Niestety zbior Big Data jest zbiorem rozproszo-
nym, niestrukturyzowanym, powstajacym jednocze$nie w ogromnej liczbie miejsc,
w roznych systemach czy standardach. Powoduje to, ze obok danych wysokiej ja-
kosci (clear data) znajduja si¢ tu takze dane nieprawdziwe, nieaktualne, zaszumio-
ne, czesto wielokrotnie zduplikowane, niekompletne lub btedne (dirty data), a takze
dane, o ktorych jako$ci czy uzytecznos$ci nic nie wiadomo (dark data). Znaczacy
udziat dirty 1 dark data powoduje szereg negatywnych konsekwencji w analizie Big
Data [Migdat-Najman, Najman 2013].

Celem prezentowanych badan jest przeglad i systemowe ujecie procedur mini-
malizowania negatywnych efektow dirty data w analizie Big Data. W konstrukcji
systemu oczyszczania zbioru danych uwzgledniono najwazniejsze procedury profi-
lowania (profiling data), oczyszczania (cleansing data) 1 zapobiegania (defect pre-
vention) powstawaniu dirty data w procesie budowy i analizy zbioru Big Data.

I',We call this the problem of big data.”
2 Liczba gromadzonych danych jest tak wielka, ze rozwazane sg systemy o praktycznie nieskon-
czonym wolumenie danych. Zbior staje si¢ faktycznie niepoliczalny.
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2. Dirty data

Media spoleczno$ciowe, z portalem Facebook na pierwszym miejscu, sg najwick-
szym zrodlem danych o internautach. Jest to obecnie najczesciej wykorzystywane
w praktyce zrodto danych Big Data’. Wielu badaczy skupia si¢ na ,,tagach”, ,,hash-
tagach”, ,lajkach”, ,.komciach”, ,,szerach”, stowach czy emocjach, ktore charak-
teryzuja strony i wypowiedzi uzytkownikow. Wedtug analiz Networked Insights
[Luebbe 2015] ogromna czg$¢ takich danych jest bezwartosciowa, poniewaz wcale
nie pochodzi od realnych uzytkownikéw. Dane te sg generowane przez programy
komputerowe (boty) podszywajace si¢ pod realnych uzytkownikoéw (az 53%), oso-
by optacane przez konkurencyjne firmy (23%) lub sg efektem dzialania spamerow
czy celebrytow.

Nie wszystkie ,,brudne dane” powstaja jako celowy szum czy dezinformacja.
Dane istniejagce w domenie publicznej czesto sg po prostu nieaktualne, niezgodne
ze stanem faktycznym lub zapisane w wielu réznych standardach®. W USA nawet
20% obywateli zmienia co roku adres zamieszkania, 18% obywateli zmienia nu-
mer telefonu komorkowego (niektore z nich otrzymuja nowi abonenci), zmienia
si¢ 25-33% adreséw e-mail (stare przestajg by¢ uzywane, nie sg jednak kasowane).
W ciagu jednej godziny zmienia si¢ okoto 58 adresow istniejacych przedsigbiorstw,
11 firm zmienia swojg nazwe, powstaje 41 nowych firm [Bjornaas 2015]. Znaczna
cze$¢ tych informacji nie jest poprawiana na wszystkich stronach, na ktérych si¢ po-
jawity. Po kilku latach liczba btednych czy nieaktualnych informacji sigga miliondw
wpisow. Na jednych stronach WWW zapisane sa ,,stare” informacje, a na innych
»howe”. Jedne i drugie dotycza pojedynczej osoby czy firmy, wprowadzajac do au-
tomatycznych analiz ,,zanieczyszczenia” informacyjne.

Zanieczyszczenia te moga mie¢ rozny charakter. Mozna wyrdznic kilka podsta-
wowych zrodet dirty data: 1. Powtorzenia, 2. Niedoktadny zapis danych, 3. Btedny
zapis danych, 4. Dane niepetne lub nieckompletne, 5. Brak integracji informacji po-
chodzacych z réznych zrédet, 6. Informacje naruszajace elementarne zasady bizne-
sowe.

Wszystkie te elementy zanieczyszczaja zbior danych, tworzac dirty data. Kon-
sekwencje tego zanieczyszczenia sg rownie wielkie jak samo Big Data. Szacuje sie,
ze w samych Stanach Zjednoczonych problem jakosci danych, w tym dirty data,
generuje rocznie nawet 600 miliardow dolarow kosztow [ReachForce 2015]. Walka
z dirty data to ztozony proces obejmujacy analiz¢ profilowania danych (data pro-
filing), oczyszczania danych (data cleansing) i zapobiegania powstawaniu zanie-
czyszczen (defect prevention) (rys. 1).

3 Wraz z upowszechnieniem si¢ Internetu rzeczy (Internet of Things) proporcje te by¢ moze si¢
zmienia.

4 Typowym przyktadem jest zapisywanie imion i nazwisk. Dla automatycznych systemow anali-
tycznych duzym wyzwaniem jest ustalenie, czy pani Yoo Lee ma na imi¢ Yoo, czy Lee?
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Rys. 1. Proces przeksztalcania dirty data w clear data

Zrodto: opracowanie wiasne.

3. Profilowanie danych

Pierwszym etapem procesu przetwarzania dirty data w clear data jest profilowanie
danych (data profiling). Jest to statystyczny proces analizy pod katem ich popraw-
nosci, kompletno$ci, unikatowosci, spdjnosci, racjonalnosci i logiki. Aby mozliwa
byla jakakolwiek korekta czy uzupehienie danych, najpierw trzeba je zrozumiec.
Proces profilowania zawiera w sobie analiz¢ kompletnosci, unikatowosci, rozktadu,
zakresu, wzorcOw i powigzan (rys. 2) (szerszg, zorientowang na realizacj¢ informa-
tyczna klasyfikacj¢ zob. [Abedjan, Golab, Naumann 2015]).

profilowanie

danych
—
| | | 1 | 1
analiza analiza analiza analiza analiza analiza
kompletnosci unikalnosci rozkiadu zakresu wzorcow powiazan

Rys. 2. Elementy procesu profilowania danych

Zrodto: opracowanie wiasne.

Analiza kompletnoSci (completeness analysis) bada, jak czgsto i u ktorych jed-
nostek dana zmienna jest wypetniona, jak czesto jest pominicta lub jest zerowa.
Analiza ta pozwala stwierdzi¢, czy wypelnienie danego pola jest typowe dla uzyt-
kownika, czy nie. W dalszym etapie pozwala weryfikowa¢ problemy w zbiorze da-
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nych typu: brak warto$ci zmiennej, a powinna by¢, jest warto§¢ zmiennej, ktorej nie
powinno by¢.

Analiza unikatowoSci (uniqueness analysis) bada, ile réznych, unikatowych
wartosci przyjmuje dana zmienna w zbiorze danych. Analiza ta pozwala stwierdzié,
czy pojawiaja si¢ w zbiorze duplikaty warto$ci. Pozwala takze podja¢ decyzje, czy
duplikaty sa dopuszczalne, czy tez nie’. W dalszej analizie pozwala weryfikowac
problemy w zbiorze danych typu: dana warto$¢ jest powtdrzeniem innej, a nie po-
winna by¢. Pozwala takze identyfikowac te same jednostki przy tgczeniu danych
pochodzacych z réznych zrodet.

Analiza rozkladu wartoSci (values distribution analysis) bada, jaki jest roz-
ktad czestosci danej zmiennej. Jedng ze stosowanych technik jest analiza Benforda
(Benford’s Law) [Benford 1938]. W dalszej analizie pozwala stwierdzi¢, czy dana
warto$¢ pojawia si¢ zbyt rzadko, czesto czy odpowiednio czgsto w zbiorze danych®.

Analiza zakresu (range analysis) bada, jakie sg wartosci ekstremalne (a takze
typowe) danej zmiennej. W dalszej analizie pozwala identyfikowa¢ bledy przekro-
czenia mozliwych zakresow zmiennych’. Pozwala takze identyfikowaé zmienne,
dla ktorych wartosci typowe odbiegaja od znanych lub mozliwych do oszacowania
wielkosci. Pozwala to na wykrywanie wartosci skrajnych (outliers), ktore mieszcza
si¢ w zakresie teoretycznym, jednak w znaczacym stopniu wpltywaja na wartos$¢
parametréw rozktadu.

Analiza wzorcéw (pattern analysis) bada, czy dane odpowiadaja przyjetemu
formatowi lub wzorcowi kodowania. Identyfikuje bledy niezgodnosci typow takich
jak np. ciagly — skokowy (zapisana wartosc¢ jest liczba rzeczywista, a powinna by¢
liczbg naturalng), tekstowy — liczbowy (zapisana warto$¢ jest typu tekstowego, a po-
winna by¢ liczbg), liczbowy — data (zapisane liczby nie sa datg), liczbowy — kod
pocztowy (zapisane liczby nie tworzg kodu pocztowego). Dla niektérych typow da-
nych w dalszej analizie pozwala okresli¢ wlasciwy format danych i metody popra-
wiania blednych wpiséw. Typowym przyktadem jest zapis numerdéw telefondw, np.
(00) 123-456-789, (00) 12-34-56-789, (00) 123-45-67-89 czy 00123456789. Analiza
wzorcoOw pozwala rozpoznaé, czy kod jest kompletny, mozliwy do poprawienia czy
uzupelnienia.

Analiza powigzan (dependency analysis) bada zaleznosci wystepujacych dla
danej zmiennej lub migedzy wieloma zmiennymi w zbiorze danych. Zaleznosci te
moga by¢ wielorakiego rodzaju: 1. Logiczne — jezeli wiadomo, ze elementy typu

5 Typowym przyktadem sa réznego rodzaju identyfikatory, ktore z definicji powinny by¢ jedno-
znaczne, a wigc takze unikatowe, niepowtarzalne. O ile kilka os6b moze mie¢ to samo imi¢ i nazwisko,
o tyle PESEL powinien juz by¢ identyfikatorem unikatowym.

¢ Jezeli badamy populacjg, o ktorej wiemy, ze w przyblizeniu zawiera 50% kobiet i 50% mezczyzn,
to w analizie zmienna pte¢ powinna mie¢ takie wiasnie proporcje. Automatyczne rozpoznawanie ptci
na podstawie informacji z wielokulturowych i wielojgzycznych mediow jest zadaniem trudnym.

7 Nikt nie moze by¢ mtodszy niz zero lat, nie moze dojezdza¢ codziennie do pracy dtuzej niz 12
godzin, nie moze by¢ w pracy dluzej niz 24 godziny na dobg itp.
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A zawierajg si¢ w B, to wiadomo, ze wszystkie podtypy Al, A2, A3, ... takze zawie-
rajg si¢ w B. 2. Funkcyjne — warto$¢ jednej zmiennej moze by¢ funkcja wartosci
innej lub innych zmiennych, warto$ci jednych zmiennych moga by¢ kombinacjami
innych. Oznacza to, ze znajomo$¢ wartosci jednej zmiennej moze determinowac
wartosci wielu innych zmiennych. Analiza ta jest bardzo uzyteczna nie tylko w kon-
troli danych, lecz takze w imputacji brakow danych. 3. Czg$ciowe — zaleznosci,
ktore dotycza niemal wszystkich jednostek poza wyjatkami. Bada si¢ tu relacje typu:
jezeli — to, z wyjatkiem przypadkow {X}. 4. Warunkowe — zalezno$ci migdzy war-
tosciami jednej lub wielu zmiennymi zachodzg, o ile spelniony jest okreslony waru-
nek. Wystepuja tu relacje typu: jezeli — to: pod warunkiem X.

Proces profilowania danych jest niezbednym, pierwszym etapem przetwarzania
dirty data w clear data. Jednocze$nie nie jest procesem pelnym i wystarczajacym.
Proces profilowania danych nie moze zidentyfikowa¢ niedoktadnych danych, moze
jedynie wykry¢ naruszenia zasad czy znanych wzorcow. Pozwala wykrywaé ano-
malie, ktore badacz potrafi sobie wyobrazi¢. Wiedza uzyskana dzigki profilowaniu
danych moze by¢ wykorzystana do okreslenia, jak trudno bytoby wykorzysta¢ ist-
niejace dane do innych celow. Profilowanie moze by¢ takze wykorzystane do do-
starczania danych (lub metadanych) do oceny jakosci danych [Batini, Scannapieca
2006]. Moze pomdc w okresleniu, czy metadane doktadnie opisuja dane zrodlowe.
Proces profilowania danych moze by¢ bardzo trudny i kosztowny do praktycznego
przeprowadzenia. Wymaga ogromnej wiedzy analitykow, a takze dostepu do potez-
nych komputerow. Sama analiza powigzan, dla prostego zbioru danych, ztozonego
zaledwie ze 100 zmiennych, wymaga dokonania 2'°-1 porownan (czyli 1 267 650
600 228 229 401 496 703 205 376 kombinacji kolumn w macierzy danych).

4. Oczyszczenie danych

Drugim etapem procesu przetwarzania dirty data w clear data jest oczyszczanie
danych (data cleansing). Jest to proces wprowadzania zmian lub usuwania danych
w zbiorze danych, ktore sa nieprawidtowe, niekompletne, nieprawidtowo sforma-
towane lub duplikowane. W jego sktad wchodzi szereg podprocesow (rys. 3), ktore
w praktyce powinny by¢ realizowane w sposob ciagty.

Pierwszym etapem jest identyfikacja znaczenia zmiennych. Problem ten nie
istnieje, jezeli sami zaktadali$my zbior danych. Mamy zdefiniowane zmienne, usta-
lone skale pomiarowe, mamy $wiadomo$¢ co, dlaczego 1 w jaki sposob mierzy-
my. W analizach Big Data cz¢sto zdarza si¢, ze dane sa zbierane przez duza liczbe
roznych podmiotéw. Kazdy z nich zaktada struktur¢ danych, ktéra wydaje mu si¢
odpowiednia. Ostatecznie, taczac dane pochodzace z wielu zrodel, organizowane
przez rézne instytucje dla réznych celow, otrzymujemy zbior, ktorego konstrukcje
jest trudno zrozumie¢. W szczegodlnosci nadal bardzo rzadko zbiér danych jest od-
powiednio opisany metadanymi, co w konsekwencji prowadzi do sytuacji, w ktorej
analityk nie wie, co faktycznie analizuje. Obserwuje setki kolumn opisanych koda-
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mi, ktérych znaczenia moze nie zna¢. W procesie oczyszczania danych etap identy-
fikacji znaczenia zmiennych trwa bez przerwy.

Identyfikacja
znaczenia
\  zmiennych /

taczenie i \_/w/

danych z 3
“ réznych ! | Parsing :

' \

<’ ~/

Wykrywanie Wykrywanie
wartosci i eliminacja
“‘@l Q"t—érzeﬁ/
A -
Wykrywanie
Normalizacja \ i uzupetnianie

Lv“ - Qo'—vv/

Rys. 3. Elementy procesu oczyszczania danych

Zrodto: opracowanie wiasne.

Kolejnym etapem oczyszczania danych jest parsing. Jest to proces, w ktorym
dokonywana jest analiza poprawnosci zapisu danych z punktu widzenia popraw-
nosci sktadni, ortografii i zgodnosci z przyjetymi standardami. Wykorzystuje si¢
tu wszelkiego rodzaju stowniki, jak i systemy analizy sktadni. Zasadniczym pro-
blemem w procesie parsingu jest dostepnos¢ do odpowiednich stownikow i regut
gramatycznych. Poza podstawowymi jezykami europejskimi dostep do takich ma-
teriatdbw jest ograniczony lub niemozliwy. Jest to podstawowy problem w analizie
danych pochodzacych z Internetu, ktory jest siecig globalna, a tresci tworzg uzyt-
kownicy z dziesiatek krajow postugujacy si¢ setkami jezykow.

W dalszej kolejnosci na podstawie ustalen analizy unikatowosci dokonuje si¢
eliminacji duplikatow ze zbioru analizowanych przypadkoéw. Sam proces elimina-
cji wydaje si¢ dos¢ prosty, o ile wiadomo, w jaki sposéb mozna duplikaty wykry¢
— to jednak rola analizy unikatowosci.

Podobnie nastepuje proces imputacji brakow danych. W analizie kompletno$ci
zostaja ustalone zasady wykrywania brakéw danych, a takze wykrywania informacji
btednie nadmiarowych. Nastepnie jedng z wielu znanych metod [Migdat-Najman,
Najman 2013] przeprowadza si¢ imputacje. W podejsciu Big Data wykorzystuje si¢
jednak metody prostsze ze wzgledu na wolumen danych, a takze duze wymagania
w zakresie szybkos$ci analizy.
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Kolejnym etapem oczyszczania danych jest normalizacja. Nie chodzi tu o staty-
styczne metody normalizacji, takie jak np. standaryzacja. Celem tego etapu jest prze-
ksztalcenie istniejgcego zapisu danych do pozadanego formatu, zgodnego z przyjeta
norma. O ile w procesie parsingu sprawdzono poprawnos$¢ ortograficzng i sktadnio-
wa zapisow w zbiorze danych, o tyle w procesie normalizacji jest on przeksztatcany
z postaci surowej (raw data) do nowej, zgodnej z przyjetym wzorcem. Przyktadem
realizowanych tu zadan jest kontrola zapisu 0sob rejestrujacych si¢ na konferencje
naukowa. Identyfikacja osoby odbywa si¢ na podstawie trzech elementow: 1) imig
1 nazwisko, 2) tytul/stopien naukowy, 3) afiliacja. Przyktadowa osoba: prof. dr hab.
Jan Kowalski, Uniwersytet X moze by¢ zapisany w roznych bazach tworzonych na
potrzeby dziesigtek konferencji na bardzo wiele sposobow: 1. Jan Kowalski, Ko-
walski Jan, J. Kowalski, Kowalski J.; 2. Prof. dr hab., Prof. zw. dr hab., Prof. 3.
Uniwersytet X, UX, U-X.

Kazda kategoria taczy si¢ z kazda, co daje w sumie 4 x 3 x 3 kombinacji tylko
w tym prostym przykladzie — a jest to przeciez catly czas ta sama osoba. Proces
normalizacji porzadkuje sposob zapisu danych w poszczegdlnych rekordach. Za-
sadniczym problemem jest tu kompletnos¢ danych, a takze pewnos$¢ identyfikacji
danej jednostki. Ma to szczeg6lne znaczenie przy taczeniu danych pochodzacych
zr6znych zrodet. Brak pelnego imienia Iub afiliacji uniemozliwia doktadng identyfi-
kacje osoby, a proces integracji zbioro6w moze sta¢ si¢ problematyczny. Zbudowanie
systemu automatycznych powiadomien uczestnikow konferencji bedzie znacznie
utrudniony.

Kolejnym etapem jest wykrywanie i ewentualna eliminacja (lub oznaczenie)
warto$ci nietypowych. Wiedza o tym, co jest typowe, a co nie w analizowanym
zbiorze pochodzi z analizy rozktadu i analizy zakresu. Jezeli wartosci nietypowe
zostang wykryte, nalezy podjac¢ decyzj¢ o tym, jakie dziatanie nalezy przedsigwziac:
wyeliminowac¢ je lub oprze¢ dalsza analize¢ na statystykach odpornych. Warto tu
zwrdci¢ uwage, ze w analizie Big Data pojgcie wartosci nietypowej jest szczegol-
ne. Jezeli tylko 1:100 000 jednostek jest nietypowa, to w zbiorze setek milionow
przypadkow sa ich tysigce. Moze si¢ okazaé, ze te nietypowe jednostki tworzg we-
wngtrze spojny segment rynku i jest pozadang nisza, dla ktorej jesteSmy w stanie
stworzy¢ produkt lub ustuge.

Koncowym etapem oczyszczania danych jest ich integracja. W wielu przy-
padkach analizy Big Data koncowy zbidr danych jest w rzeczywistosci ,,zbiorem
zbioréw”. Informacje o danym podmiocie czy osobie sg rozproszone. Cze$¢ pocho-
dzi z medidw spolecznosciowych, czes$¢ z rejestrow (np. sprzedazy) wewnetrznych
przedsiebiorstwa, czes¢ (ktorag mozna kupi¢) ze zbioréw innych podmiotow. Dane
te majg jednak r6zne formaty, rozng strukture, w rézny sposob identyfikuja dana
jednostke. W szczegolnosci mozemy wiedzie¢, ze kilka zbiorow opisuje te same
jednostki, a jednoczes$nie moze nie istnie¢ jeden wspdlny identyfikator obiektow, po-
zwalajacy na ich tatwa integracje. Te dwa problemy: zroznicowanie struktur i iden-
tyfikacja jednostek sa w tym etapie kluczowe.
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Oczyszczanie danych jest procesem wymagajacym doglebnej wiedzy o anali-
zowanej populacji, branych pod uwage zmiennych, wymaga duzego naktadu pracy,
zaangazowania wielu specjalistow. Proces ten jest trudny do zautomatyzowania, co
w konsekwencji powoduje, ze jest on organizacyjnie ztozony, czasochtonny i kosz-
towny. W wielu przypadkach oczyszczanie wszystkich danych moze nie by¢ uzasad-
nione finansowo. Koszty takiej pracy moga by¢ wyzsze niz zysk z decyzji podejmo-
wanych na podstawie danych oczyszczonych.

5. Zapobieganie powstawaniu zanieczyszczen

Trzecim filarem zapewniajacym odpowiednig jako$¢ danym w zbiorze Big Data jest
zapobieganie powstawaniu btedow (defect prevention). Na podstawie poprzednich
etapoéw identyfikuje si¢ przyczyny, zrdédta, warunki i miejsca powstawania bledow.
Planuje i wdraza si¢ nastgpnie mechanizmy zapobiegajace ich powstawaniu. Cecha
szczegolng analizy Big Data jest jednak to, ze dane powstaja w sposob rozproszony,
w wielu miejscach jednoczesnie, w wielu czesto niezgodnych standardach, bardzo
czesto bez jakiejkolwiek kontroli formalnej (Facebook). Zaden administrator czy
moderator nie moze narzuci¢ tu zadnego standardu, norm czy ograniczen.

Ograniczajac powyzsze rozwazania do systemow korporacyjnych, mozna wska-
za¢ kilka gtéwnych zrodet zanieczyszczania danych:

1. Btedy w procesie definiowania procesu zbierania, gromadzenia, przechowy-
wania danych — w otwartym $srodowisku, jakim jest Internet, jedna nieprzemy$lana
decyzja na etapie projektowania zbioru danych moze by¢ trudna do usunigcia, gdy
zbior rosnie o miliony rekordow dziennie.

2. Brak reakcji na wykryte wczesniej problemy — identyfikacja problemu nie
jest czynnikiem wystarczajacym do podjecia krokow naprawczych, ktére moga by¢
trudne technicznie i bardzo kosztowne. W dalszym jednak horyzoncie jeden problem
generuje kolejne, a ich usuwanie jest coraz bardziej kosztowne.

3. Nierozumienie znaczenia roznych elementéw danych — w otwartym $rodowi-
sku mediow spotecznosciowych, gdy rejestrowana jest kazda aktywnos$¢ internauty,
liczba zmiennych opisujaca jednego uzytkownika moze si¢gaé tysiecy. Trudno opa-
nowac logike wszystkich tych zmiennych i ich wzajemnych powigzan, co prowadzi
do automatyzacji dziatan bez ich zrozumienia.

4. Brak wspdlnych metadanych. Problem metadanych jest jednym z istotniej-
szych. ,,Dane o danych” sg kluczowe do zrozumienia informacji w nich zawartych.
Kto?, kiedy?, w jaki sposob?, jak dtugo?, do kogo?, z kim?, w jakim standardzie?,
gdzie?, jakim urzadzeniem wprowadzit okreslone dane?, ..., pozwala to zrozumie¢,
co si¢ wilasciwie stato. Dane te sa podstawa procesu integracji danych. Zbieranie
metadanych to jednak dodatkowe zadanie, wymagajace dodatkowych naktadow fi-
nansowych i czasowych. Zwigksza takze dodatkowo wolumen zbioru danych.

5. Brak definicji domen — zakreséw, dopuszczalnych przedzialow zmiennosci
powoduje kosztowne dziatania na etapie profilowania i oczyszczania danych.
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6. Brak lub istotne btedy w procesie weryfikacji danych. Zaniechania te stoja
w sprzecznosci z jednym z filarow Big Data, ktorym jest weryfikacja danych (vera-
city). Jak wskazuja badania Craiga Stedmana [2017], jako$¢ danych nie jest nadal
w centrum uwagi bardzo wielu firm.

7. Stabe szkolenie pracownikow w zakresie wprowadzania danych jest kolejnym
zrodlem problemoéw. Wydaje sig, ze zrodto to moze by¢ tatwo opanowane, jednak
szkolenia to takze znaczne koszty. Efekt w postaci poprawy jakosci danych nie jest
spektakularny i trudno si¢ nim pochwali¢ np. przed inwestorami.

8. Zaskakujaca przyczyna powstawania dirty data jest brak motywacji do wpro-
wadzania danych o pozadanej jakosci. Brakuje mechanizmow pozwalajacych bez-
posrednio przedstawi¢ zalezno$¢ miedzy zwigkszaniem jakosci danych a poprawa
efektywnosci podejmowanych decyzji. Decydentom wydaje sie, ze wystarczy po
prostu dalej zbiera¢ coraz wiecej danych. W efekcie koncowym stabo szkoleni pra-
cownicy, bez motywacji do podnoszenia jakosci gromadzonych danych, powigk-
szaja jedynie wolumen danych. Najczesciej nie sa Swiadomi, ze generujg dirty data
i daja prace analitykom specjalizujacym si¢ w oczyszczaniu danych. Koszty sa prze-
rzucone do innych dziatow, ktorych prace tatwiej uzasadnic.

6. Zakonczenie

Analiza Big Data ma wymagania tego samego rodzaju, co kazda inna analiza da-
nych. Nadal obowigzuje zasada GIGO (garbage in, garbage out): ,,$§mieci na wej-
$ciu, to $émieci na wyjéciu”. Zadna analiza nie moze byé warto$ciowa, jezeli dane,
na ktérych si¢ opiera, sa niedoktadne, czeSciowo bledne, niepotwierdzone, zawie-
raja liczne duplikaty i braki danych, sa niezintegrowane lub nie spetniaja wyma-
gan dotyczacych standardu zapisu czy kodowania. Znaczny udzial dirty i dark data
w zbiorach Big Data niweluje korzyse¢, jakg mozna dzigki masowemu zbieraniu
1 przetwarzaniu danych uzyskac. Profilowanie, oczyszczanie danych i zapobieganie
zanieczyszczaniu danych niwelujg czg$¢ tych problemow. Dzialania te muszg by¢
jednak odpowiednio zorganizowane, zsynchronizowane i uporzadkowane w postaci
catego systemu ztozonego z wielu szczegdtowych procedur. Nalezy pamietaé, ze
s to dziatania czasochtonne, wymagaja szczegolnych i r6znorodnych kompetencji
od analitykow, wymagaja specjalnego oprogramowania i znacznych naktadow fi-
nansowych. Przy rosngcym wolumenie danych, szybkos$ci ich naptywu i rosnacych
oczekiwaniach co do szybko$ci uzyskiwania wynikow analiz, procedury te sa w wy-
sokim stopniu nieefektywne. Coraz czesciej przedsigbiorstwa zarabiajace dzicki Big
Data przyjmuja tu postawe pasywna. Zakladaja, ze wystarczy zwigksza¢ wolumen
danych i odsiewac¢ z nich clear data, aby osiggac¢ sukces rynkowy. Jezeli Internet do-
ciera juz do kilku miliardow potencjalnych klientow i nawet jezeli wigkszo$¢ danych
to ,,Smieci”, to to, co zostanie (clear data), to nadal dziesiatki milionow klientow,
ktorzy sa w stanie wygenerowac satysfakcjonujacy zysk.
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