
Wydawnictwo Uniwersytetu Ekonomicznego we Wrocławiu
Wrocław 2016

PRACE NAUKOWE 
Uniwersytetu Ekonomicznego we Wrocławiu 

RESEARCH PAPERS 
of Wrocław University of Economics

Nr 427

Taksonomia 27
Klasyfikacja i analiza danych –  
teoria i zastosowania



  

Redaktor Wydawnictwa: Agnieszka Flasińska 
Redaktor techniczny: Barbara Łopusiewicz 
Korektor: Barbara Cibis 
Łamanie: Beata Mazur 
Projekt okładki: Beata Dębska 

 
Tytuł dofinansowany ze środków Narodowego Banku Polskiego 
oraz ze środków Sekcji Klasyfikacji i Analizy Danych PTS 

 
Informacje o naborze artykułów i zasadach recenzowania  
znajdują się na stronach internetowych  
www.pracenaukowe.ue.wroc.pl  
www.wydawnictwo.ue.wroc.pl 
 

Publikacja udostępniona na licencji  Creative Commons   
Uznanie autorstwa-Użycie niekomercyjne-Bez utworów zależnych 3.0 Polska  
 (CC BY-NC-ND 3.0 PL)  
       

 

©  Copyright  by Uniwersytet Ekonomiczny we Wrocławiu  
 Wrocław 2016 

ISSN 1899-3192  (Prace Naukowe Uniwersytetu Ekonomicznego we Wrocławiu) 
e-ISSN 2392-0041 

ISSN 1505-9332  (Taksonomia) 
 

Wersja pierwotna: publikacja drukowana 
 

Zamówienia na opublikowane prace należy składać na adres: 
Wydawnictwo Uniwersytetu Ekonomicznego we Wrocławiu 
ul. Komandorska 118/120, 53-345 Wrocław 
tel./fax 71 36 80 602; e-mail:econbook@ue.wroc.pl 
www.ksiegarnia.ue.wroc.pl  

 
Druk i oprawa: TOTEM  
 



  

Spis treści 

Wstęp ...............................................................................................................  9 

Beata Bal-Domańska: Propozycja procedury oceny zrównoważonego roz- 
woju w układzie presja – stan – reakcja w ujęciu przestrzennym / 
Proposal of the assessment of poviats sustainable development in the 
pressure – state – response system in spatial terms ....................................  11 

Tomasz Bartłomowicz: Pomiar preferencji konsumentów z wykorzysta-
niem metody Analytic Hierarchy Process / Analytic Hierarchy Process 
as a method of measurement of consumers’ preferences ...........................  20 

Maciej Beręsewicz, Marcin Szymkowiak: Analiza skupień wybranych 
lokalnych rynków nieruchomości w Polsce z wykorzystaniem interne-
towych źródeł danych / Cluster analysis of selected local real estate 
markets in Poland based on Internet data sources ......................................  30 

Beata Bieszk-Stolorz: Wybrane modele przeciętnego efektu oddziaływania 
w analizie procesu wychodzenia z bezrobocia / Chosen average trea-
tment effect models in the analysis of unemployment exit process ...........  40 

Justyna Brzezińska: Modele IRT i modele Rascha w badaniach testowych / 
IRT and Rasch models in test measurement...............................................  49 

Mariola Chrzanowska, Nina Drejerska: Geograficznie ważona regresja 
jako narzędzie analizy poziomu rozwoju społeczno-gospodarczego na 
przykładzie regionów Unii Europejskiej / Geographically weighted 
regression as a tool of analysis of socio-economic development level of 
regions in the European Union ...................................................................  58 

Sabina Denkowska: Zastosowanie analizy wrażliwości do oceny wpływu 
nieobserwowanej zmiennej w Propensity Score Matching / The appli-
cation of sensitivity analysis in assessing the impact of an unobserved 
confounder in Propensity Score Matching .................................................  66 

Adam Depta: Zastosowanie analizy czynnikowej do wyodrębnienia 
aspektów zdrowia wpływających na jakość życia osób jąkających się / 
The application of factor analysis to the identification of the health 
aspects affecting the quality of life of stuttering people .............................  76 

Mariusz Doszyń, Sebastian Gnat: Taksonomiczno-ekonometryczna pro-
cedura wyceny nieruchomości dla różnych miar porządkowania / 
Taxonomic and econometric method of real estate valuation for various 
classification measures ...............................................................................  84 



6 Spis treści 

Marta Dziechciarz-Duda, Anna Król: Segmentacja konsumentów smart-
fonów na podstawie preferencji wyrażonych / Segmentation of smart-
phones’ consumers on the basis of stated preferences ...............................  94 

Ewa Genge: Zmienne towarzyszące w ukrytym modelu Markowa – analiza 
oszczędności polskich gospodarstw domowych / Latent Markov model 
with covariates – Polish households’ saving behaviour .............................  103 

Joanna Górna, Karolina Górna: Modelowanie wzrostu gospodarczego  
z wykorzystaniem narzędzi ekonometrii przestrzennej / Economic growth 
modelling with the application of spatial econometrics tools ....................  112 

Alicja Grześkowiak: Wielowymiarowa analiza kompetencji zawodowych 
według grup wieku ludności / Multivariate analysis of professional com-
petencies with respect to the age groups of the population ........................  122 

Agnieszka Kozera, Feliks Wysocki: Problem ustalania współrzędnych 
obiektów modelowych w metodach porządkowania liniowego obiektów / 
The problem of determining the coordinates of model objects in object 
linear ordering methods ..............................................................................  131 

Mariusz Kubus: Lokalna ocena mocy dyskryminacyjnej zmiennych / Local 
evaluation of a discrimination power of the variables ................................  143 

Paweł Lula, Katarzyna Wójcik, Janusz Tuchowski: Analiza wydźwięku 
polskojęzycznych opinii konsumenckich ukierunkowanych na cechy 
produktu / Feature-based sentiment analysis of opinions in Polish............  153 

Aleksandra Łuczak, Agnieszka Kozera, Feliks Wysocki: Ocena sytuacji 
finansowej jednostek samorządu terytorialnego z wykorzystaniem roz-
mytych metod klasyfikacji i programu R / Assessment of financial 
condition of local government units with the use of fuzzy classification 
methods and program R .............................................................................  165 

Dorota Rozmus: Badanie stabilności taksonomicznej czynnikowej metody 
odległości probabilistycznej / Stability of the factor probability distance 
clustering method .......................................................................................  176 

Adam Sagan, Aneta Rybicka, Justyna Brzezińska: Conjoint analysis 
oparta na modelach IRT w zagadnieniu optymalizacji produktów 
bankowych / An IRT-approach for conjoint analysis for banking 
products preferences ...................................................................................  184 

Michał Stachura: O szacowaniu centrum populacji określonego obszaru na 
przykładzie Polski / On estimating centre of population of a given 
territory. Poland’s case ...............................................................................  195 

Michał Stachura, Barbara Wodecka: Wybrane aspekty i zastosowania 
modeli zdarzeń ekstremalnych / Selected facets and application of mo-
dels of extremal events ...............................................................................  205 

Iwona Staniec, Jan Żółtowski: Wykorzystanie analizy log-liniowej do 
wyboru czynników determinujących współpracę w przedsiębiorczości 



Spis treści 7 

technologicznej / Use of log-linear analysis for the selection determi-
nants of cooperation in technological entrepreneurship .............................  215 

Marcin Szymkowiak, Wojciech Roszka: Potencjał gospodarczy gmin 
aglomeracji poznańskiej w ujęciu taksonomicznym / The economic 
potential of municipalities of the Poznań agglomeration in the light of 
taxonomy analysis ......................................................................................  224 

Lucyna Wojcieska: Zastosowanie modeli klas ukrytych w badaniu opinii 
respondentów na temat roli państwa w gospodarce / Implementation of 
latent class models in the respondents’ survey on the role of the country 
in economy .................................................................................................  234 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Wstęp 

 
W dniach 14–16 września 2015 r. w Hotelu Novotel Gdańsk Marina w Gdańsku 
odbyła się XXIV Konferencja Naukowa Sekcji Klasyfikacji i Analizy Danych PTS 
(XXIX Konferencja Taksonomiczna) „Klasyfikacja i analiza danych – teoria i za-
stosowania”, zorganizowana przez Sekcję Klasyfikacji i Analizy Danych Polskiego 
Towarzystwa Statystycznego oraz Katedrę Statystyki Wydziału Zarządzania Uni-
wersytetu Gdańskiego. 

W trakcie dwóch sesji plenarnych oraz 13 sesji równoległych wygłoszono  
58 referatów poświęconych aspektom teoretycznym i aplikacyjnym zagadnienia 
klasyfikacji i analizy danych. Odbyła się również sesja plakatowa, na której zapre-
zentowano 14 plakatów. 

Teksty 24 recenzowanych artykułów naukowych stanowią zawartość prezen-
towanej publikacji z serii Taksonomia nr 27. Teksty 25 recenzowanych artykułów 
naukowych znajdują się w Taksonomii nr 26. 
 

Krzysztof Jajuga, Marek Walesiak 
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 LOKALNA OCENA  
MOCY DYSKRYMINACYJNEJ ZMIENNYCH 

 LOCAL EVALUATION  
OF A DISCRIMINATION POWER OF THE VARIABLES 
DOI: 10.15611/pn.2016.427.15 

Streszczenie: Metoda k najbliższych sąsiadów pomimo swej prostoty daje w niektórych za-
stosowaniach zaskakująco dobre rezultaty. Jednym z jej atutów jest w naturalny sposób 
rozwiązany problem dyskryminacji wielu klas. Poważną wadą natomiast jest wrażliwość na 
zmienne nieistotne. Zmienne takie powodują tu gwałtowny spadek dokładności klasyfikacji. 
K. Kira i L.A. Rendell oraz I. Kononenko zaproponowali kryterium doboru zmiennych de-
dykowane metodzie k najbliższych sąsiadów. Praktycznym problemem stosowania ich algo-
rytmu jest wybór parametrów: liczby iteracji, liczby najbliższych sąsiadów, wartości progo-
wej ważności zmiennych. W artykule podjęto dyskusję nad tym problemem. Algorytm pod-
dany będzie empirycznej weryfikacji, gdzie wykorzystane będą zbiory rzeczywiste z dołą-
czonymi zmiennymi bez mocy dyskryminacyjnej. 

Słowa kluczowe: metoda k najbliższych sąsiadów, dobór zmiennych, lokalna ocena ważno-
ści zmiennych. 

Summary: The drawback of the kNN method is its sensitivities on irrelevant variables.  
K. Kira and L.A. Rendell and I. Kononenko have proposed a filter which evaluates variable 
importance using local information. A practical problem of the use of their algorithm is the 
choice of parameters (the number of iterations, the number of nearest neighbors and the 
threshold). In this paper we empirically verify the algorithm using real data and artificially 
generated variables without discrimination power. 

Keywords: k nearest neighbors, filters, local evaluation of variable importance. 

1. Wstęp 

Jednym z najprostszych ideowo klasyfikatorów jest metoda k najbliższych sąsia-
dów (w skrócie kNN od k nearest neighbors). W niektórych zastosowaniach daje 
zaskakująco dobre rezultaty, np. w rozpoznawaniu obrazów [King, Feng, Suther-
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land 1995]. Jednym z atutów tej metody jest w naturalny sposób rozwiązany pro-
blem dyskryminacji wielu klas. Poważną wadą natomiast, wrażliwość na zmienne 
nieistotne, to jest takie, które nie mają wpływu na zmienną objaśnianą. Zmienne 
takie mogą powodować gwałtowny spadek dokładności klasyfikacji. Z tego powo-
du ważnym etapem stosowania metody kNN jest dobór zmiennych. Wydaje się, że 
odpowiednim dla tego klasyfikatora kryterium jakościującym zmienne są wagi 
wyliczane przez algorytm Relief, zaproponowany przez K. Kirę i L.A. Rendella 
[1992], a następnie modyfikowany przez I. Kononenkę [1994]. Autorzy inspirowa-
ni metodą kNN opracowali sposób oceny ważności zmiennych na podstawie in-
formacji lokalnej, jaka tkwi w odległościach między obiektami. Algorytm repre-
zentuje podejście wielowymiarowe. Jest w stanie rozpoznać pewne interakcje mię-
dzy zmiennymi (zob. [Kubus 2015a]), które nie są rozpoznawalne przez kryteria 
ani jednowymiarowe, ani wielowymiarowe, takie jak pojemność informacji Hell-
wiga [1969] czy korelacja grupowa [Hall 2000].  

Warunkiem skuteczności algorytmu Relief jest wybór właściwych wartości je-
go parametrów: liczby iteracji, liczby najbliższych sąsiadów oraz progowej wagi, 
dzielącej zmienne na ważne i nieważne. Celem artykułu jest empiryczna weryfika-
cja tego algorytmu. Dyskutowany będzie problem optymalnego wyboru jego para-
metrów. W badaniach wykorzystane będą zbiory rzeczywiste oraz sztucznie gene-
rowane zmienne bez mocy dyskryminacyjnej. 

2. Metoda kNN a zmienne nieistotne 

Metoda k najbliższych sąsiadów jest metodą nieparametryczną, która dokonuje 
klasyfikacji na podstawie odległości między obiektami. Została zaproponowana już 
w 1951 r. przez E. Fixa i J. Hodgesa [1951], a jej ideę odzwierciedla przysłowie 
,,Z jakim przestajesz, takim się stajesz”. Etap uczenia (estymacji parametrów mo-
delu) jest pominięty, a klasyfikacji dokonuje się na podstawie klas najbliższych 
obiektów. Tak więc dla obserwacji x poddawanej klasyfikacji wyznacza się k naj-
mniej od niej oddalonych obiektów ze zbioru uczącego. W najprostszym przypad-
ku obiekt x przypisany jest do klasy najczęściej występującej wśród k najbliższych 
sąsiadów (tzw. głosowanie majoryzacyjne). Inny sposób głosowania polega na 
wprowadzeniu wag, które są funkcjami odległości obiektu rozpoznawanego x od 
najbliższych sąsiadów. Funkcja ta powinna być malejąca, przyjmować wartości 
nieujemne oraz osiągać maksimum dla odległości równej 0. Wagi są w odpowied-
nich klasach sumowane, a obserwacja x przypisana do tej z maksymalną sumą. 
Modyfikacja ta nazywana jest metodą ważonych k najbliższych sąsiadów [Hechen-
bichler, Schliep 2004].  

Ważnymi aspektami w stosowaniu metody kNN są: wybór parametru k, wybór 
funkcji odległości oraz formuły normalizacyjnej, wybór sposobu ważenia odległo-
ści. Osobny problem stanowią duży wymiar przestrzeni cech oraz zmienne nie- 
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istotne. Zilustruje to następujący przykład. Do wybranych zbiorów z tab. 2 dołą-
czano w kolejnych dziesięciu iteracjach zmienne o jednakowych rozkładach  
w klasach, zatem nie mające mocy dyskryminacyjnej. Na rysunku 1 pokazano, jak 
rośnie błąd klasyfikacji z liczbą wprowadzanych zmiennych nieistotnych. W zbio-
rze ionosphere są dwie klasy, a w segmentation siedem. Błąd klasyfikacji rozumia-
ny jest w artykule jako frakcja niepoprawnie sklasyfikowanych obiektów.  

 

 

 
 
Rys. 1. Błędy klasyfikacji estymowane 10-częściowym sprawdzaniem krzyżowym 

Źródło: opracowanie własne. 

W przypadku analizy zbiorów, gdzie dane były gromadzone bez dostatecznej 
wiedzy merytorycznej o wpływie predyktorów na badane zjawisko, selekcja 
zmiennych jest szczególnie zalecana. Pozwala uzyskać dokładniejsze klasyfikatory 
oraz wydobywa wiedzę na temat ważności czynników wpływających na zmienną 
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objaśnianą. Wśród trzech podejść do selekcji zmiennych [Guyon i in. 2006] dużą 
popularność mają metody doboru zmiennych na podstawie kryterium oceny, której 
dokonuje się przed konstrukcją klasyfikatora (filters). 

3. Algorytm Relief i jego modyfikacje 

Najczęściej stosowane kryteria doboru zmiennych mają charakter jednowymiaro-
wy (statystyki testowe, miary bazujące na entropii), to znaczy oceniają indywidu-
alny wpływ predyktora na zmienną objaśnianą. Są one łatwe w implementacji i 
szybkie w działaniu. Z drugiej strony, mogą nie wykryć łącznego wpływu predyk-
torów na zmienną objaśnianą oraz nie eliminują zmiennych powielających infor-
macje (zmiennych redundantnych). Kryteria wielowymiarowe oceniają zdolność 
dyskryminacyjną podzbioru zmiennych. Są one przeważnie skonstruowane tak, by 
maksymalizować siłę związku predyktorów ze zmienną objaśnianą i jednocześnie 
minimalizować zależność między predyktorami [Hellwig 1969; Hall 2000]. 
Wspólną cechą tych kryteriów jest ich charakter globalny, to znaczy ich wartości 
wyliczane są z użyciem obiektów z całej dziedziny badanego zjawiska. 

K. Kira i L.A. Rendell [1992] opracowali algorytm Relief, który nadaje wagi 
zmiennym na podstawie informacji lokalnej. Jego inspiracją była metoda k najbliż-
szych sąsiadów. Algorytm (tab. 1) w sposób iteracyjny modyfikuje wagi zmien-
nych w oparciu o odległości między losowo wybranym obiektem a jego najbliż-
szym sąsiadem z tej samej klasy (nearest hit) oraz najbliższym sąsiadem z klasy 
przeciwnej (nearest miss). Algorytm można stosować dla zmiennych binarnych lub 
ilościowych, przy czym te drugie są normalizowane tak, by przyjmowały wartości 
z przedziału [0; 1]. Stosowanym przez autorów czynnikiem normalizacyjnym jest 
zakres zmiennej. Formuła aktualizacyjna (krok 4 algorytmu) jest tak skonstruowa-
na, że waga j-tej zmiennej rośnie, gdy jej wartości dużo różnią się w przypadku 
obiektów (najbliższych sąsiadów) z różnych klas i odwrotnie, mało się różnią w 
przypadku obiektów (najbliższych sąsiadów) z tych samych klas. 

Tabela 1. Algorytm Relief 

1. Ustal wartości początkowe:  
wektor wag zmiennych W = (W1, …, Wp) = 0, 
liczbę iteracji M. 

2. Wylosuj obiekt xi = (x1, …, xp) ze zbioru uczącego. 
3. Znajdź dla niego najbliższy obiekt tej samej klasy x(h) oraz najbliższy obiekt klasy przeciwnej 

x(m). 
4. Dla każdej zmiennej X1, …, Xp aktualizuj jej wagę wg formuły: 

Wj ← Wj – (xj – x(h)j)2 + (xj – x(m)j)2. 
5. Kroki 2–4 powtarzaj M razy. 
6. Ostatecznie: W ← W/M. 

Źródło: opracowanie własne na podstawie [Kira, Rendell 1992]. 
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Podobnie jak w innych metodach doboru zmiennych algorytm Relief ustala 
ranking zmiennych. Należy zatem użyć wartości progowej w celu podjęcia decyzji, 
które zmienne usunąć. Zastosowane normalizacje zapewniają, że wagi są z prze-
działu [–1; 1]. Zmienne, którym przyporządkowano wagi mniejsze od zera, uwa- 
żane są za nieistotne. Można też przyjąć bardziej radykalną wartość progową τ.  
K. Kira i L.A. Rendell [1992], traktując wagi jako zmienne losowe, wykazują na 
podstawie nierówności Czebyszewa, że przyjmując: 

 1τ / αM= , (1) 

prawdopodobieństwo popełnienia błędu pierwszego rodzaju jest mniejsze od przy-
jętego poziomu istotności α. W przypadku, gdy liczba iteracji M jest równa liczbie 
obserwacji w zbiorze uczącym, mamy wariant deterministyczny algorytmu. 

Algorytm Relief doczekał się kilku modyfikacji i rozszerzeń. I. Kononenko 
[1994] proponuje brać k najbliższych sąsiadów tej samej klasy i k najbliższych 
sąsiadów klasy przeciwnej. W formule aktualizacyjnej (krok 4 algorytmu) różnice 
wartości j-tej zmiennej ważone prawdopodobieństwami a priori są wówczas 
uśredniane dla wszystkich najbliższych sąsiadów. Takie podejście zapewnia więk-
szą odporność na szum zawarty w danych. We wspomnianym artykule rozwiązano 
też problem brakujących danych oraz problem dyskryminacji wielu klas. W ten 
sposób zmodyfikowana przez I. Kononenkę [1994] wersja algorytmu nazywana 
jest w literaturze ReliefF. 

Kluczowe znaczenie dla skutecznego stosowania algorytmu ReliefF ma ustale-
nie jego parametrów. Można tego dokonać w sposób całkowicie zautomatyzowany, 
stosując sprawdzanie krzyżowe (tuning). Takie podejście ma jednak swoje słabe 
strony. Dla dużych zbiorów danych i dużej liczby parametrów znacząco wzrasta 
czas obliczeń. Z kolei w przypadku małych zbiorów wyniki mogą być mało stabil-
ne. Algorytm ReliefF wymaga ustalenia trzech parametrów: liczby najbliższych 
sąsiadów, liczby iteracji oraz wartości progowej ważności zmiennych. Cenne mogą 
być zatem wszelkie wyniki empiryczne, które dawałyby sugestie co do ich wyboru. 

4. Badania empiryczne 

W przeprowadzonym badaniu przedyskutowano problemy ustalenia parametrów 
algorytmu ReliefF. Następnie porównano jakość klasyfikacji z selekcją oraz bez 
selekcji zmiennych. Jako klasyfikatora użyto metodę ważonych k najbliższych 
sąsiadów. Metoda ta może być stosowana z różnymi funkcjami odległości, funk-
cjami ważącymi odległości, czy też liczbami najbliższych sąsiadów. Parametry te 
mogą być ustalane automatycznie przez procedurę sprawdzania krzyżowego. Gdy-
by jednak dołączyć listę parametrów algorytmu ReliefF, przestrzeń przeszukiwań 
ich optymalnego zestawu znacząco zwiększyłaby wymiar. Wobec tego w badaniu 
zdecydowano się przyjąć (chyba najczęściej stosowaną) odległość euklidesową 



148 Mariusz Kubus 

oraz ważącą odległości funkcję Epanechnikova, która znalazła skuteczne zastoso-
wanie na przykład w zadaniu scoringu marketingowego [Kubus 2015b]. Ma ona 
postać: 

 ( )23( ) 1
4

K d d= − , (2) 

gdzie d jest odległością między obiektem rozpoznawanym a obiektem ze zbioru 
najbliższych sąsiadów. Do ustalenia liczby sąsiadów wykorzystano wynik teore-
tyczny, jaki uzyskali G.G. Enas i S.C. Choi [1986], to znaczy przyjęto k ≈ N2/8, 
gdzie N jest liczbą obiektów w zbiorze uczącym. W badaniu wykorzystano zbiory 
powszechnie używane do porównań metod statystycznego uczenia [Frank, Asun-
cion 2010] (tab. 2). 

Tabela 2. Zbiory danych wykorzystane w badaniu 

Zbiory Liczba obiektów Liczba zmiennych Liczba klas 
biodeg 1055 41 2 
cardiotocographic 2126 21 3 
ecoli   336   7 8 
glass   214   9 6 
ionosphere   351 33 2 
segmentation 2310 19 7 
sonar   208 60 2 

Źródło: repozytorium Uniwersytetu Kalifornijskiego, http://archive.ics.uci.edu/ml/. 

Do ustalenia liczby sąsiadów w algorytmie ReliefF zaadaptowano wspomnianą 
sugestię G.G. Enasa i S.C. Choi [1986] dotyczącą liczby sąsiadów w klasyfikatorze 
kNN. Kwestia liczby iteracji łatwo może być rozstrzygnięta przez przyjęcie wa-
riantu deterministycznego. Jednak dla dużych N oznacza to wysoki koszt obliczeń. 
Z kolei zbyt mała liczba iteracji może wiązać się z utratą stabilności wyników lub z 
pominięciem ważnej informacji tkwiącej w danych. Rysunek 2 przedstawia wagi 
zmiennych oszacowane przez ReliefF (w 10-częściowym sprawdzaniu krzyżo-
wym) dla różnych liczb iteracji. Do ilustracji wykorzystano zbiór ionosphere, do 
którego dołączono 20 zmiennych o jednakowych rozkładach warunkowych (był to 
rozkład normalny lub zero-jedynkowy). Zmienne te, bez mocy dyskryminacyjnej, 
oznaczono literą I.  

Ustalenie zbyt małej liczby iteracji (tutaj 10)1 powoduje, że wagi mają większe 
wariancje i nie wszystkie zmienne nieistotne są rozpoznawane (to znaczy ich śred-
nie wagi są większe od zera). Z kolei wagi zmiennych w przypadku N iteracji oraz 
N/2 iteracji są podobne, a zmienne nieistotne stosunkowo dobrze rozpoznawane.  

 
                      

1 Liczba iteracji równa 10 jest rekomendowana w pracy I. Kononenki [1994]. 
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Rys. 2. Wagi predyktorów oszacowane algorytmem ReliefF dla zbioru ionosphere z wprowadzonymi 
zmiennymi nieistotnymi (I). Linie poziome reprezentują wybrane wartości progowe 

Źródło: obliczenia własne. 

Linie poziome na rys. 2 reprezentują wybrane wartości progowe τ dla wag. 
Wagi mniejsze wskazują na to, że zmienne są nieistotne. Próg równy zero (linia 
ciągła) dosyć dobrze oddziela sztucznie wprowadzone zmienne od oryginalnych, 
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choć nie zapewnia ich idealnego rozpoznawania. Dla M = 10 algorytm wprowadzał 
w sprawdzaniu krzyżowym średnio 6 zmiennych nieistotnych, a dla M = N/2 i wa-
riantu deterministycznego – jedną. Wydaje się, że korzystniejsze byłoby ustalenie 
nieco większej wartości progowej τ. Z kolei próg wyliczony według formuły (1), 
zaznaczony na rys. 2 linią przerywaną, jest zdecydowanie zbyt radykalny. W przy-
padku, gdy M=10 uzyskano τ = 1,41, co skutkowało odrzuceniem wszystkich 
zmiennych. Podobne wyniki uzyskano w zbiorach biodeg oraz sonar z identycznie 
wprowadzanymi zmiennymi nieistotnymi. W sonar algorytm wprowadzał średnio 
od 3 do 6 zmiennych nieistotnych dla rozważanych liczb iteracji M. 

W związku z trudnościami w ustaleniu wartości progowej τ, w artykule propo-
nuje się następującą procedurę. Metodą sprawdzania krzyżowego szacowany bę-
dzie błąd klasyfikacji dla klasyfikatorów z jedną, najlepszą w rankingu zmienną, z 
dwoma zmiennymi itd. Przyjmiemy, że błąd minimalny wskazuje optymalny pod-
zbiór zmiennych. Do celów porównawczych przeprowadzono badanie, wykorzy-
stując zbiory z pracy [Kubus 2015c], to jest biodeg, ionosphere oraz sonar z dołą-
czonymi zmiennymi nieistotnymi. Wyniki prezentuje tab. 3. Symbole (10b) oraz 
(10n) przy nazwach zbiorów oznaczają, że wprowadzano do nich odpowiednio 10 
zmiennych nieistotnych binarnych lub z rozkładu normalnego. Proponowana pro-
cedura jedynie w zbiorze sonar nie rozpoznała bezbłędnie wszystkich zmiennych 
nieistotnych. Średnia liczba takich wprowadzeń była jednak niewielka, mniejsza od 
jeden. 

Tabela 3. Średnie liczby zmiennych nieistotnych wprowadzanych do klasyfikatorów kNN  
przy 50-krotnym podziale zbiorów na część uczącą i testową 

Zbiór ze zmiennymi 
nieistotnymi 

biodeg 
(10b) 

biodeg 
(10n) 

ionosphere 
(10b) 

ionosphere 
(10n) 

sonar 
(10b) 

sonar 
(10n) 

Średnia liczba zmien-
nych nieistotnych 0 0 0 0 0,96 0,20 

Źródło: obliczenia własne. 

Tabela 4. Średnie błędy klasyfikacji z błędami standardowymi (w %)  
estymowane 50 razy na zbiorach testowych (1/3 oryginalnego zbioru danych)  
oraz wartości p jednostronnego testu sumy rang 

Zbiory kNN – bez selekcji 
zmiennych ReliefF i kNN Wartości p 

biodeg 14,2 (0,2) 15,1 (0,3) 0,99355 
cardiotocographic 9,0 (0,1) 8,4 (0,2) 0,00075 
ecoli 17,4 (0,4) 17,9 (0,4) 0,71677 
glass 31,9 (0,8) 26,2 (0,7) 0,00001 
ionosphere 13,4 (0,5) 12,1 (0,4) 0,05528 
segmentation 4,2 (0,1) 3,8 (0,1) 0,00627 
sonar 15,2 (0,6) 15,9 (0,5) 0,74402 

Źródło: obliczenia własne. 
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Uzyskane dotychczas wyniki zweryfikowano na danych rzeczywistych. Zasto-
sowano dwukrotnie klasyfikator kNN z funkcją Epanechnikova (2) ważącą odleg- 
łości. W pierwszym przypadku bez selekcji zmiennych, w drugim stosując algo-
rytm ReliefF. Liczbę sąsiadów – zarówno w klasyfikatorze, jak i w algorytmie 
selekcji zmiennych – ustalano według sugestii G.G. Enasa i S.C. Choi [1986]. 
Liczbę iteracji w ReliefF przyjęto N/2, natomiast wartość progową ustalano za 
pomocą zaproponowanej wcześniej procedury. Rezultaty podsumowuje tab. 4. 
Jedynie w zbiorze biodeg algorytm ReliefF nie poprawił dokładności klasyfikacji. 
W przypadku zbiorów cardiotocographic, glass, segmentation poprawa była zna-
cząca. Zauważmy, że są to zbiory z liczbą klas większą od 2. 

5. Podsumowanie 

Algorytm Relief w odróżnieniu od większości popularnych kryteriów doboru 
zmiennych dokonuje oceny ważności zmiennych na podstawie informacji lokalnej. 
Podobnie jak w wielu metodach data mining, praktycznym problemem jego stoso-
wania jest ustalenie optymalnych wartości jego parametrów. W artykule sugeruje 
się, by liczbę sąsiadów przyjąć taką jaką G.G. Enas i S.C. Choi [1986] przyjęli dla 
klasyfikatora kNN. Zaproponowano też procedurę wyboru liczby zmiennych roz-
wiązującą problem ustalenia wartości progowej dla wag. Pokazano empirycznie, że 
sugerowana w literaturze liczba iteracji 10 [Kononenko 1994] nie gwarantuje po-
prawnego rozpoznawania zmiennych nieistotnych oraz że wariant deterministycz-
ny można przybliżyć wykonując połowę iteracji. Zaproponowane ustawienia dały 
obiecujące rezultaty na zbiorach danych rzeczywistych. 
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