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Wstep

Monografia ta jest rezultatem wieloletnich badari w zakresie opracowania ob-
razéw rastrowych — zaréwno zdjeé lotniczych, jak i obrazéw satelitarnych — przy
uzyciu szerokiego spektrum metod przetwarzania obrazow, a takze statystycznych
metod klasyfikacji. W szczegolnosci do klasyfikacji szeroko wykorzystano sztuczne
sieci neuronowe, ktorych podstawowe zalety to:

e zdolno$é¢ przetwarzania danych w sytuacjach, gdy brak jest poprawnie skon-
struowanego modelu albo w ogole dobrze zdefiniowanej wiedzy o problemie,
lub jakiejkolwiek informacji heurystycznej,

e zdolno$¢ uczenia si¢ algorytmoéw przetwarzania danych bez programowania,
na podstawie serii przyktadow,

e zdolno$¢ uogolniania,
e odpornosé na bledy i zakldcenia.

W ostatniej dekadzie systemy informacji przestrzennej w Polsce ulegly znacz-
nym zmianom, polegajacym na tym, ze zaczeto masowo wykorzystywaé zdjecia
lotnicze i satelitarne. Jednym z czynnikdéw motywujacych te zmiany bylo przyjecie
Polski do Unii Europejskiej i wdrazanie systemu IACS, ktore wymaga pokrycia
calego kraju wysoko rozdzielczymi zdjeciami lotniczymi i czeSciowo satelitarnymi.
Oproécz wykorzystania do celow kontroli bezposrednich doptat do rolnictwa zna-
lazty one szereg innych zastosowan, w tym do budowy krajowej infrastruktury
danych przestrzennych: bazy danych topograficznych TBD o szczegotowosci od-
powiadajacej skali 1:10,000 oraz wektorowej mapy poziomu drugiego VMAP L2
o szczegotowosci odpowiadajacej skali 1:50,000.

Poczatkowa przestanka badan prowadzonych w ramach projektu* byto opraco-
wanie technologii wykorzystania sztucznych sieci neuronowych do zasilania i we-
ryfikacji baz danych referencyjnych na podstawie zdje¢ lotniczych i satelitarnych.
W szeregu wstepnych eksperymentéw zostala zastosowana metoda analizy obra-
zO6w za pomoca maski (otoczenia analizowanego piksela), stanowiacej dane wej-
sciowe dla klasyfikatora — sieci neuronowej, sekcje 1.2 i 1.3. Poniewaz nie wszyst-
kie wyniki otrzymywane za pomoca automatycznie uczonych sieci neuronowych
byly zadowalajace, dla poréwnania zastosowano kilka podstawowych metod staty-
stycznych, jak metody analizy skupienn (sekcja 1.4) oraz klasyfikator bayesowski,
tzw. naiwny (sekcja 1.5).

W prowadzonych badaniach bardzo szybko pojawila sie potrzeba zastosowania
obiektywnych metod oceny jakosci wynikéw otrzymywanych w kolejnych ekspe-
rymentach. Najbardziej przydatne — z punktu widzenia klasyfikacji obszaréw —
byloby posiadanie obiektywnej i calosciowej miary jakosci klasyfikacji obrazow

*Niniejsze opracowanie powstalo w ramach projektu badawczego KBN nr 5T12E02924.



przy zastosowaniu danej metody. Dlatego dokonano analizy znanych miar jako-
Sci tego typu i w sekcji 1.6 zawarto ich przeglad oraz omdwienie. Okazalo sie, ze
zadna pojedyncza metoda oceny nie daje wymiernej oraz bezwzglednej miary ja-
kosci klasyfikacji, dlatego w dalszej cze$ci pracy przedstawiony jest caly zestaw
tych ocen.

W dalszych pracach podjeto klasyczne zadanie klasyfikacji obrazow satelitar-
nych. W tym zakresie wykonano szereg eksperymentéw z danymi z NOAA, Land-
sata i satelity SPOT. Rozszerzono zakres przetwarzanej informacji na dodatkowe
cechy statystyczne obrazu, pozwalajace wnioskowaé — oprocz odbicia spektralnego
— o teksturze analizowanego obszaru. W tym celu zastosowano szereg metod eks-
tracji cech statystycznych obrazu, takich jak: momenty chromatyczne, pola losowe
Markowa i Gibbsa, wariogramy oraz metode macierzy GLCM. Podstawy teore-
tyczne tych metod, jak réwniez doktadne opisy eksperymentéw przeprowadzonych
z ich zastosowaniem, opisano w rozdziatach 2 i 3. Wyniki osiagniete w tych ba-
daniach bytly zréznicowane, na przykilad segmentacja obrazu z wykorzystaniem
momentéw chromatycznych przyniosta czesciowy sukces, natomiast proba zasto-
sowania pol losowych Markowa nie powiodla sie. Inne wyniki klasyfikacji z uzyciem
tekstur byly bardzo zadowalajace, z btedami wzglednymi na poziomie kilku pro-
cent.

Kolejny etap badan dotyczyl przetwarzania zdje¢ lotniczych (rozdziat 4). Zwia-
zane byto to z intensyfikacja prac nad opracowaniem baz danych referencyjnych,
dla ktorych zrodtem pozyskania danych sg zdjecia lotnicze. Celem prac nad zdje-
ciami lotniczymi nie byla automatyzacja procesu pozyskania danych, a jedynie au-
tomatyzacja procesu rozpoznawania wybranych obiektéw, ktéra moze wspomagaé
proces kontroli prac zwiazanych z budowa bazy danych przez firmy kartograficzne.
Ponadto podjeto proby wyznaczenia obszaréw zabudowanych dla TBD i VMAP
poziomu 2. Poniewaz wyniki osiagniete za pomoca sieci neuronowej tylko na pod-
stawie odbicia spektralnego byty niewystarczajace, dla ich poprawy konieczne byty
dodatkowe przetwarzanie i zaawansowane analizy przestrzenne. W tym wypadku
zastosowano opracowane wczesniej techniki wykorzystania tekstur, gléwnie me-
tode macierzy GLCM. To bardzo poprawilo osiaggane wyniki klasyfikacji, aczkol-
wiek bezwzgledna poprawnosé tej klasyfikacji zalezala od typu rozpoznawanych
obiektow, od doskonatych wynikéw dla klas takich jak wody i lasy do nieco gor-
szych rezultatéw dla budynkéw i drog. W wiekszosci przypadkéw uwzglednienie
parametrow GLCM pozwalalo na osiagniecie wynikéw podobnych lub lepszych,
niz byto to mozliwe za pomoca masek, przy jednoczesnym mniejszym nakltadzie
obliczen.

W prowadzonych w calym projekcie pracach wykorzystano wytacznie opro-
gramowanie niekomercyjne. Dotyczy to zaréwno kompletnych, gotowych pakietow
oprogramowania uzytkowego, takich jak doskonaly symulator sieci neuronowych
SNNS oraz biblioteki procedur przetwarzania grafiki OpenCV i Image Magick, jak
roéwniez podstawowego oprogramowania narzedziowego, takiego jak: kompilatory
C i C++, edytory i debuggery, za pomoca ktérych opracowano szereg wtasnych,
autorskich programéw wymienionych i opisanych w tym opracowaniu.



1. Klasyfikacja obszaréow
na obrazach satelitarnych
i zdjeciach lotniczych

Tradycyjnie, najczesciej stosowana metoda klasyfikacji obiektow na obrazach
satelitarnych i zdjeciach lotniczych jest interpretacja wizualna (Kozubek, 2000).
Metoda ta tatwo pokonuje takie trudnosci, jak wyréznienie obiektéw o duzym
zroznicowaniu odbicia spektralnego oraz odréznienie obiektéw o identycznej bar-
wie, lecz innych teksturach powierzchni (Biatach, 2000).

Probabilistyczne metody klasyfikacji obrazow satelitarnych najczesciej opieraja
sie na zalozeniu, ze rozklad prawdopodobieristwa odpowiedzi spektralnej obrazu
jest znany, przy czym najczesciej przyjmuje sie w tym celu rozklad Gaussa. W przy-
padku wielu obiektéow rozpoznawanych na obrazach satelitarnych to zalozenie nie
jest jednak stuszne, a rzeczywisty rozktad prawdopodobienstwa ich odbicia spek-
tralnego nie jest znany. Obszary zabudowane dostarczaja wielu przyktadow takich
obiektow, poniewaz stanowiag polaczenie asfaltu, betonu, roslinnosci i innych ro-
dzajow pokrycia (Jakomulska, 1998). W procesie rozpoznawania takich obiektow
przydatne okazuje sie¢ uwzglednienie informacji o strukturze i teksturze wystepu-
jacych tam obiektéw.

W analizie zdje¢ lotniczych i wielospektralnych obrazéw satelitarnych czesto
wyrdznia sie dwa nastepujace po sobie etapy obrébki danych: klasyfikacja per
pizel, gdzie dochodzi do klasyfikacji pojedynczych pikseli ze wzgledu na rodzaj
powierzchni, oraz klasyfikacja per parcel, gdzie dochodzi do klasyfikacji wiekszych
obszarow ze wzgledu na charakter uzytkowania. Jednak dwuetapowe przetwarza-
nie nie zawsze jest regula. Zdarza sie, ze segmentacja zdjecia na obszary rézniace
sie pod wzgledem sposobu uzytkowania odbywa sie jednoetapowo. Nieposlednia
wtedy role odgrywaja wiedza i umiejetnosci operatora dokonujacego tej klasyfika-
cji.

Niniejsza monografia opisuje eksperymenty zainspirowane miedzy innymi na-
stepujacymi pytaniami:

e Czy mozna wykorzysta¢ wyniki klasyfikacji jednoetapowej do automatycznej
klasyfikacji obszaréw pod wzgledem uzytkowania?

e Jakim odbiciem spektralnym charakteryzuja sie wyréznione na jednym eta-
pie klasy?

o Czy mozna zastapi¢ klasyfikacje jednoetapowa — dwuetapowa?



1.1. Klasyfikacja per pizel i per parcel
Klasyfikacja per pizel polega na:

e wyrdznieniu pewnych kategorii (klas) pikseli odpowiadajacych réznym ty-
pom pokrycia powierzchni;

o zaklasyfikowaniu kazdego z punktow analizowanego zdjecia do wlasciwej mu
klasy.

Decydujaca role w procesie wyrézniania kategorii odgrywa indywidualny cha-
rakter odbicia spektralnego poszczegbdlnych powierzchni. Wiadomym jest, ze
w okreslonym zakresie czestotliwosci fal niektore powierzchnie odpowiadaja moc-
niej, w innych za$ stabiej. Wlasnie te réznice pozwalaja ocenié, z jakim konkretnym
typem powierzchni ma sie¢ do czynienia.

Zakres widm, w jakich wykonuje sie zdjecia, zaprojektowano tak, aby wykry-
wanie klas pokrycia powierzchni jak najbardziej utatwié. Istnieja jednak klasy,
ktore mimo tego zabiegu trudno jest odseparowaé. Co wiecej, na wyniki klasy-
fikacji wplyna¢ moga rowniez warunki, w jakich wykonano zdjecia (pora dnia,
zachmurzenie itp.).

Zazwyczaj wyrdznianie kategorii odbywa sie na podstawie zgromadzonej juz
wiedzy. Przeprowadzone doswiadczenia pozwalaja z gory przewidzieé¢, jakim od-
biciem charakteryzowaé sie beda konkretne typy powierzchni w poszczegélnych
pasmach spektralnych. Zatem klasyfikacja manualna ma charakter dalece arbi-
tralny.

Innym sposobem wyréznienia kategorii jest ich automatyczna selekcja. W tym
przypadku kategorie sa wyrdzniane metodami analizy skupien. Okreslenie liczby
wszystkich klas powierzone moze by¢ czltowiekowi — (klasyfikacja z nauczycielem
— supervised classification). Liczba klas moze tez by¢ wyznaczona automatycznie
(klasyfikacja bez nauczyciela — unsupervised classification).

Obydwa sposoby prowadza do wyréznienia kategorii definiujacych klasy rozpo-
znawalnych na zdjeciu typow powierzchni. Klasyfikacja kazdego z pikseli na zdjeciu
do wyré6znionych kategorii prowadzi do otrzymania obrazu przedstawiajacego skla-
syfikowana juz powierzchnie analizowanego obszaru.

Sposob, w jaki dokonywana jest klasyfikacja pikseli, zalezy od definicji kate-
gorii. W najprostszym przypadku kategorie interpretowane sa jako centra skupien
(punkty w kostce n-wymiarowej), miara za$ przynaleznosci pikseli do tej samej
klasy jest euklidesowa odlegtosé od odpowiedniego centrum.

Klasyfikacja per parcel jest krokiem, ktory prowadzi od obrazu przedstawia-
jacego typy powierzchni do obrazu przedstawiajacego sposob zagospodarowania.
Klasyfikacja per parcel polega na przeprowadzeniu lokalnej klasyfikacji (na arbi-
tralnie zdefiniowanych obszarach) i zagregowaniu otrzymanych wynikow w jeden
wynik konicowy.

Przyktadem recznej klasyfikacji per parcel jest usrednianie do dzialtki, polega-
jace na nalozeniu maski z dziatkami katastralnymi i wiekszosciowe ujednolicanie
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catych dzialtek (co jest poprawne, o ile jedna dzialka rolna jest réwnowazna jednej
dzialce katastralnej).

Jedna z najprostszych realizacji automatycznej klasyfikacji per parcel jest filtra-
cja medianowa, ktéra najczesciej dokonuje sie dla maski o wymiarze 3x3 lub 5x5
pikseli. W bardziej skomplikowanych rozwiazaniach obliczane sa lokalne statystyki
dla okreslonego systemu sasiedztwa, dokonuje sie réwniez filtracji czestotliwoscio-
wej itp.

Istnieja rozne metody przeprowadzania bardziej zaawansowanej klasyfikacji per
parcel. Biorac pod uwage sposob generowania cech podlegajacych klasyfikacji, wy-
rézni¢ mozna metody:

e operujace na obrazach rastrowych, generujace cechy jako wynik lokalnej ana-
lizy; do tej grupy zaliczyé mozna metody analizy tekstur, jak np.: metoda
GLCM (Carr, 1996; Tuceryan and Anil, 1998; Berberoglu et al., 2000), me-
toda pol losowych Gibbsa i Markowa (Keuchel et al., 2003), metody fraktalne
(Cheng, 1999), wariogram (Chica-Olmo and Abarca-Hernandez, 2000); oraz
metody przeksztalcen morfologicznych, jak np. algorytm region growth (Lira
and Maletti, 2002);

e transformujace obraz rastrowy do reprezentacji obiektowej, dla ktorej prze-
prowadzana jest analiza kontekstowa; do tej grupy naleza np. systemy eks-
pertowe lub metody klasyfikacji kontekstowej (Barr and Barnsley, 1999);

e laczace podejscie rastrowe i obiektowe, jak metody wiazace wektory z ra-
strami (Aplin and Atkinson, 2001).

Idea rozpoznawanie tekstur na obrazach rastrowych pojawita sie do$é wczesnie
(Haralick, 1979), owocujac dojrzalymi rozwigzaniami w dziedzinie obrobki obrazow
(Haralick and Shapiro, 1992). Doswiadczenia pokazaly, ze wzbogacenie klasyfikacji
per pizel o cechy teksturowe wydatnie polepsza wyniki klasyfikacji (Barr and Barn-
sley, 1999; Berberoglu et al., 2000; Carr, 1996; Clausi and Zhao, 2002; Haralick
and Shapiro, 1992; Ryherd and Woodcock, 1996; Zhang, 1999).

Biorac pod uwage sposoéb budowy klasyfikatora, wyr6zni¢ mozna metody nad-
zorowane 1 nienadzorowane, wykorzystujace: sztuczne sieci neuronowe (Miller
et al., 1995; Liu et al., 2002; Ruiz-del Solar, 1998), klasyfikatory k-means, klasy-
fikatory maksymalnej wiarygodnosci, metody analizy dyskryminacyjnej, metody
zbioréw rozmytych, (Abkar et al., 2000; Foody, 2000; Hubert-Moy et al., 2001; Liu
et al., 2002; Ju et al., 2003; Keuchel et al., 2003; Pal and Mather, 2003; Stuckens
et al., 2000; Venkatesh and Raja, 2003), oraz metoda wektorow nosnych (Support
Vector Machines) (Bellman and Shortis, 2004).

1.2. Obrazy Landsat TM

Obrazy satelitarne, wykorzystane w eksperymentach opisanych w tym roz-
dziale, pochodza ze skanera TM (Thematic Mapper) satelity Landsat. Skaner TM
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rejestruje energie odbita od obiektow (oraz emitowana przez nie samoistnie) w za-
kresie od pasma widzialnego do podczerwieni. Rozdzielczo$é przestrzenna tych
obrazow wynosi 30x30 dla wszystkich pasm poza pasmem podczerwieni, ktére ma
rozdzielczo$¢ przestrzenng 120x120 m. Dokladniej wlasnosci obrazéw pochodza-
cych z tego urzadzenia przedstawia ponizsza tabelka:

pasmo dlugosé fali (um) rozdzielczosé (m)

niebieski 1 0.45-0.52 30
zielony 2 0.52-0.60 30
czerwony 3 0.63-0.69 30
bliska podczerwien 4 0.76-0.90 30
$rednio bliska podczerwien 5 1.55-1.75 30
podczerwien termiczna 6 10.40-12.50 120/60
srednia podczerwien 7 2.08-2.35 30
panchromatyczny 0.5-0.9 15

Przyktadowe obrazy Landsat TM, przedstawiajace fragment miasta Warszawy
i okolic, znajduja sie na rysunku 1.1.
pasmo 2

pasmo 6 pasmo 7

Rys. 1.1. Przyktadowe obrazy Landsat TM okolic Warszawy: pasma 2, 6 1 7.
Rozdzielczosé pasm 2 i 7 wynosi 30x30 m, natomiast pasma 6 — 120x120 m
[Landsat Inc., IGIK].
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1.3. Projekt CORINE

Implementacja procesoéw klasyfikacji per pizel stawia okreslone wymagania wo-
bec danych. Konieczne jest precyzyjne okreslenie klas obiektéw, ktore maja byé
rozpoznane na zdjeciach, oraz zidentyfikowanie cech na obrazach spektralnych,
ktore moga pomdc w rozpoznaniu tych obiektow.

W opisanych tu eksperymentach wykorzystano opracowanie programu CO-
RINE (Coordination of Information on the Environment) zainicjowanego przez
Komisje Europejska w celu gromadzenia informacji o stanie srodowiska w calej
Europie. Baza danych tego projektu zawiera 44 klasy uzytkowania terenu obejmu-
jace 5 glownych kategorii (pierwszego poziomu): powierzchnie sztuczne, obszary
rolnicze, lasy, naturalne i pélmaturalne murawy, torfowiska i obszary wodne (Ba-
ranowski and Ciolkosz, 1997) (rys. 1.2).

Rys. 1.2. Mapa klas uzytkowania terenu CORINE w skali 1:100,000
[Image&Corine Land Cover 2000, GIOS)].

W trakcie prac prowadzonych z danymi CORINE okazalo sie, ze ta struktura
zawiera klasy obiektéw zdefiniowane sztucznie i zalicza do réznych klas obiekty
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o identycznym obrazie spektralnym, jak np. lasy liciaste i parki w miastach. Z dru-
giej strony, wymaga zaklasyfikowania jako jednej klasy grupy obiektéw o komplet-
nie odmiennej charakterystyce spektralnej. Ponadto, opracowania CORINE, ory-
ginalnie opracowane przez IGiK, zawieraly szereg bltedow i przeoczen*. Dlatego dla
potrzeb tej pracy dokonano recznej korekty fragmentu opracowania CORINE oko-
lic Warszawy. Otrzymany poprawiony obraz, zawierajacy 11 klas o zroéznicowanej
charakterystyce spektralnej, pozwolil uzyskaé¢ wiarygodne wyniki eksperymentow
klasyfikacji automatycznej (rys. 1.2).

1.4. Metody analizy skupien

Obiektem badan w naszych eksperymentach byly obrazy przedstawiajace lewa
strone miasta Warszawy (rys. 1.3):

e trzy obrazy Landsat TM: pasmo 3 (99 kolorow, 33 rozne), pasmo 4 (148
kolorow, 48 réznych) i pasmo 5 (181 koloréow, 55 réznych);

e jeden obraz z dwunastoma klasami odpowiadajacymi réznym sposobom
uzytkowania (klasyfikacje przeprowadzono manualnie, jak opisano powyzej).

asmo 4

pasmo 3 pasmo 5

klasyfikacja
Pt

Rys. 1.3. Obrazy satelitarne po wyréwnaniu histograméw (pasmo 3, 4 1 5) oraz obraz
z klasyfikacjg, obszaréw ze wzgledu na sposob uzytkowania.

Wszystkie rastry maja rozmiar 500x 100 pikseli i przedstawiaja dokladnie ten
sam obszar. Poniewaz kontrast obrazéw satelitarnych byt niewielki, przed wyko-
naniem wlasciwych eksperymentéw poddano je obrébce wstepnej, polegajacej na
wyrdéwnaniu histograméow.

*W trakcie przeprowadzania poczatkowych eksperymentow autorzy borykali sie z duzymi ble-
dami wynikéw obliczen opartych na opracowaniach CORINE. Szczegdtowe porownanie CORINE
z innymi opracowaniami (w tym mapami topograficznymi) pozwolilo zidentyfikowaé CORINE
jako zrodlo tych btedow.
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1.4.1. Opracowanie danych

Przed rozpoczeciem wtasciwych eksperymentéw wykonano wstepne opracowa-
nie danych, polegajace na utworzeniu i analizie histograméw odzwierciedlajacych
rozklad poziomow szarosci pikseli zakwalifikowanych do tej samej klasy w jedno-
etapowym procesie klasyfikacji w kolejnych pasmach. Analizie poddano obrazy
oryginalne. Wynik eksperymentu mial pokazac, jaka jest charakterystyka odbicia
spektralnego pikseli nalezacych do tej samej klasy.

1.4.1.1. Budowa histogramow

Do stworzenia histograméw uzyto programu histogramy, ktérego argumen-
tami byly obrazy satelitarne (obrazy szare o 256 poziomach szaro$ci) oraz obraz
z naniesionymi klasami (obraz kolorowy). Program ten wypisuje:

e liczbe zaobserwowanych klas w pliku kolorowym (co doktadnie odpowiada
liczbie koloréw na obrazie) wraz z opisem formatu danych;

e liste klas z przypisanymi kolorami; w naszym przykladzie wystapily naste-
pujace przypisania kolorow:

Klasa | 1 2 3 4 5 6 7 8 9 10 11 | 12
5 R | 241 | 252 | 250 | 86 0 | 255 | 8 | 194 | O | 255 | 160 | O
E G | 197 | 245 | 87 | 169 | 100 | 165 | 207 | O 0 |255| 8 | O

B | 121 | 171 | 87 | 92 0 0 48 0 | 255|255 | 44 | O

e informacje o zawartosci obrazéw szarych w postaci dwoch kolumn: pierwsza
— to poziom szaro$ci, druga — to liczba pikseli w klasie, ktére miaty wlasnie
taki poziom szarosci.

1.4.1.2. Wizualizacja histogramoéw

Do skonstruowania wykresow histogramoéow uzyto programu gnuplot. Program
ten ogranicza liczbe rozroznialnych linii do 8, totez liczba histograméw umiesz-
czonych na jednym rysunku w naszym przypadku nie przekraczala tej wartosci.
Wyprodukowane przez gnuplot wykresy zawieraly (rys. 1.4 1 1.5):

e wszystkie klasy, osobno dla kazdego pasma (z podzialem na zbiory klas 1-6
i 7-12 wynikajacym z ograniczenia na liczbe rozréznialnych linii);

e kazda klase osobno w 3 pasmach.
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Rys. 1.4. Histogramy 12 klas CORINE w poszczegdlnych pasmach.
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1.4.1.3. Wstepne wnioski

Juz pobiezna analiza skonstruowanych histograméw badanych klas wskazuje,
ze jakkolwiek we wszystkich analizowanych pasmach histogramy te maja rézna
postaé, to jednak trudno na ich podstawie utworzyé prosta regule klasyfikacji.
Trudnosé wynika z faktu, iz w wiekszosci przypadkoéw histogramy pokrywaja sie
ze soba.

1.4.2. Proéby klasyfikacji per pixel

Eksperyment polegal na przeprowadzeniu automatycznej klasyfikacji per pizel
na analizowanych obrazach i ocenie jakosci tej klasyfikacji. Postuzono sie narze-
dziami programowymi wchodzacymi w sktad pakietu fc-0.3.7. Narzedzia stano-
wia implementacje algorytmow analizy skupien opisanych w (Hoppuner et al., 1999).
Szczegotowy opis pakietu £fc-0.3.7 znajduje sie w jego dokumentacji (Héppner,
2000).

1.4.2.1. Przygotowanie danych

Narzedzia pakietu £c-0.3.7 pracuja na strumieniach danych w postaci teksto-
wej, dlatego samo przygotowanie danych zrealizowano w dwoch krokach. Na po-
czatku tworzono plik tekstowy za pomocy programu obrazki2wektory, a nastep-
nie programem ddlimport zmieniano jego format na posta¢ akceptowalng przez
inne narzedzia pakietu £c-0.3.7.

1.4.2.2. Automatyczna klasyfikacja

W pakiecie £c-0.3.7 zaimplementowanych jest kilka algorytmow klasyfikacji
dzialajacych na zasadzie analizy skupien (ang. cluster analysis), czyli poszukiwania
zgrupowan wektoréw danych* lezacych blisko siebie i jednoczesnie oddalonych od
innych punktéw, nalezacych do innych skupienn. Sa to algorytmy:

o Algorytm fuzzy c-means, zaimplementowany w programie fcm, znajdujacy
sferyczne chmury danych.

7 zaltozenia, skupienia powinny by¢ podobnego rozmiaru. W kazdym skupie-
niu wyréznia sie punkt centralny (punkt centralny — punkt w przestrzeni
danych charakteryzujacy dane skupienie). Przy ocenie przynaleznosci danego
wektora do danej klasy brana jest pod uwage odleglosé¢ euklidesowa tego wek-
tora od punktu centralnego. Potozenia pikseli centralnych wyliczane sa jako
§rednie sumy wazone wektorow danych (gdzie wagami sa stopnie przynalez-
nosci wektoréw do skupieri).

*W tej prezentacji pojecie wektora danych, czyli uporzadkowanej n-ki jakich§ wartosci, bedzie
uzywane zamiennie z pojeciem punktu albo piksela obrazu, ktore réwniez okreslone sa n para-
metrami, takimi jak wartosci spektralne.

18



o Algorytm Gustafsona-Kessela, zaimplementowany w programie gk, znajdu-
jacy elipsoidalne chmury danych.

Tak jak poprzednio, zaktada sie w tym algorytmie podobny rozmiar kazdego
ze skupien. Przy ocenie przynaleznosci danego wektora do danej klasy zmie-
niono miare odlegtosci od centrum. Tym razem jest to metryka okreslona
pozytywnie zdefiniowang macierza (liczy sie tzw. odleglo§¢ Mahalanobisa).

o Gath-Geva algorithm, zaimplementowany w programie gg, zakladajacy, ze
wektory danych stanowig zbiorowisko ¢ normalnych dystrybucji Gaussa. Do-
starczane a-priori prawdopodobienistwo cech nalezacych do normalnej dys-
trybucji moze by¢ interpretowane jako dodatkowy parametr méwiacy o roz-
miarze skupienia. Miarg odleglo$ci w tym przypadku jest kombinacja arbi-
tralnej funkcji z odlegloscia Mahalanobisa.

o Quick clustering algorithm, zaimplementowany w programie qc, stuzacy do
inicjalizacji danych. Ten algorytm jest podobny do algorytmu zaimplemento-
wanego w cini. Dzieli on zbior danych na réwne podzbiory (pod wzgledem
licznosci) i stara sie znalez¢ takie polozenie punktow centralnych, aby odle-
gloé¢ pomiedzy nimi byta jak najwieksza. Wynik dzialania algorytmu zalezy
od kolejnosci dostarczonych danych, czyli zwykle od przypadku.

Wszystkie wymienione wyzej algorytmy wyznaczaja punkty centralne dla zada-
nej z gory liczby skupien. Co wiecej, algorytmy te musza startowaé¢ z wprowadzo-
nymi juz punktami centralnymi. Dlatego tez w celu znalezienia optymalnej liczby
skupien dla analizowanych danych nalezy:

e uruchomié jeden z powyzszych algorytmoéw przy réznych liczbach zainicjali-
zowanych punktéow centralnych;

e sposrod wygenerowanych wynikéw wybraé takie, ktore najlepiej spelniaja
postawione warunki (sa najlepsze wedlug operatora).

Inicjalizacji skupien mozna dokonaé¢ narzedziem cini. Narzedzie to pozwala
wprowadzi¢ jeden lub caly szereg zestawoéw skupieri. Na przykiad polecenie
cini -rN generuje N centréow skupien, za$ polecenie cini -rN:M generuje szereg
N, N+1, ..., M centréw skupien.

Jesli inicjalizacja skupienn odbyla sie z opcja -rN:M, to nic nie stoi na prze-
szkodzie, aby dokonaé¢ analizy skupieri za pomoca programu fcm. Program ten
wyliczy potozenia centréw skupienn dla kazdego zestawu osobno. Wybor optymal-
nego rozwigzania mozna powierzy¢ narzedziu pick (dokladniejszy opis znajduje
sie w dokumentacji pakietu £c-0.3.7).

1.4.3. Wizualizacja

Wynikiem klasyfikacji za pomoca narzedzia £c-0.3.7 sg pliki tekstowe w spe-
cjalnym formacie. Zawieraja one wartosci, ktore okreslaja stopieni przynaleznosci
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kolejnych punktow do kolejnych skupieii. Stopien ten wyraza sie liczba z przedziatu
(0, 1).

Do celow wizualizacji w pakiecie £c-0.3.7 udostepniono dodatkowe narzedzia
gsv oraz xsv. Umozliwiaja one wys$wietlenie skupien w dwu- lub tréjwymiarowym
uktadzie wspoélrzednych. Aby zobaczy¢ efekt klasyfikacji w postaci obrazu (tj. zo-
baczy¢ na zdjeciu obszary nalezace do tej samej klasy), nalezy dokonaé kolejnej
zmiany formatu danych. Do zmiany formatu danych stuzy program wektory2bdt.
Po zmianie formatu dane mozna juz przegladaé¢ przy uzyciu programu do wizuali-
zacjl testqt02.

Program testqt02 etykietuje kazdy punkt kolorem odpowiadajacym klasie,
do jakiej zostal on przypisany. Ze wzgledu na to, ze jeden punkt moze przynale-
ze¢ jednoczesnie do wiecej niz jednej klasy (co wyraza sie niezerowym stopniem
przynalezno$ci), w programie przyjeto strategie mieszania kolorow. Jesli wartosé
okreslajaca przynaleznosé danego punktu do jakiejs klasy przekracza zadany prog
(warto$¢ progu jest parametrem, ktory mozna ustawi¢ w programie), to kolor tej
klasy sumuje sie z kolorami innych klas, dla ktérych prég ten réwniez zostat prze-
kroczony. Usredniony wynik tej sumy definiuje ostateczny kolor danego punktu,
z jakim pojawi sie on na ekranie.

1.4.4. Wyniki

Do analizy za pomoca narzedzi fc-0.3.7 przygotowane zostaly nastepujace
zestawy danych:

e wektory_ch_1_2_3.dd1l — zawierajacy wektory danych dla pasm 3, 4, 5;

e wektory_ch_2_3.dd1l — zawierajacy wektory danych dla pasm 4, 5;

e wektory_ch_1_3.dd1l — zawierajacy wektory danych dla pasm 3, 5.
Wyniki analizy skupien uzyskano po wykonaniu polecen:

e cini -r12 < wektory_ch_1_2_3.ddl | fcm -o | save -q

e cini -r12 < wektory_ch_2_3.ddl | fcm -o | save -q

e cini -r8:22 < wektory_ch_1_3.ddl | fcm | pick | fcm -o | save
-q
po ktéorym nastapila zamiana formatu danych i ich wizualizacja. Odpowiednie
obrazy znalezé mozna na rysunku 1.6. Jak latwo zauwazy¢, wygenerowane roz-

wigzania dalekie sg od oczekiwari. Obszary wod i lasow poddawaly sie klasyfikacji
stosunkowo dobrze, natomiast pozostate klasy pokrycia terenu — Zle.
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wektory_ch_1_2_3 wektory_ch_2_3

Rys. 1.6. Wyniki klasyfikacji programem fcm dla danych wektory_ch_1_2_3,
wektory_ch_2_3, wektory_ch_1_3 z wartoscia progu mieszania koloréw réwna 0.5.

1.5. Naiwny klasyfikator bayesowski

1.5.1. Teoria Bayesa

Teoria Bayesa pozwala obliczyé prawdopodobienistwo a posteriori, P(H|X).
Prawdopodobienistwo to wyraza sie rownaniem:

P(X|H)P(H)

PUHIX) = =5 (1.1)

gdzie:

H — hipoteza (ze X nalezy do klasy C);

X — przypadek (zestaw danych, fakty, obserwacje), ktore moga wplynaé¢ na
ocene prawdopodobienistwa hipotezy;

P(H) — prawdopodobienistwo a priori, ze spelniona jest hipoteza H bez
uwzgledniania jakichkolwiek danych, np. P(H) moze by¢ prawdopodobienstwem,
ze dowolny, losowo wybrany owoc (opisany wektorem danych) jest jabtkiem — nie
zwazajac na jego kolor i ksztalt. Prawdopodobieristwo P(H) nie zalezy od X.

P(H|X) — prawdopodobienstwo a posteriori, ze hipoteza H jest prawdziwa dla
zaobserwowanego przypadku X, np. prawdopodobieristwo, ze owoc jest jablkiem
(H), jesli znany jest warunek, ze owoc ten jest okragly i czerwony (X).
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P(X|H) — wiarygodno$¢ hipotezy H ze wzgledu na X, np. mogloby to by¢
prawdopodobienstwo, ze przypadkowo wybrany owoc X jest czerwony i okragty,
gdy wiadomo, ze prawdziwa jest hipoteza, to jest, ze X jest jablkiem.

P(X) jest prawdopodobienstwem wystapienia danych X, np. mogloby to by¢
prawdopodobieristwo, ze dany przypadek (zestaw danych) zarejestrowany wsrod
zbioru owocéw jest czerwony i okragly, ang. evidence.

Jesli X jest ciaggla zmienna losowa, ktorej dystrybucja zalezy od H; i jest wy-
razona przez warunkows funkcje gestosci rozkltadu prawdopodobienstwa p(X|H;),
regule Bayesa mozna réwniez przedstawi¢ w postaci:

p(X|H;)P(H;)
p(X)

gdzie p(-) to odpowiednie funkcje gestosci prawdopodobieristwa.
Dla dwoch hipotez dotyczacych tego samego stanu rzeczy:

P(H;|X) = (1.2)

p(x) = p(X, H;)P(H,) (1.3)

i=1

Jesli dana jest obserwacja X oraz P(H;|X) jest wieksze od P(H3|X), to mozna
byloby wnioskowaé, ze prawdziwa hipoteza jest H;. Prawdopodobienistwo popel-
nienia btedu wyraza sie wtedy przez:

(H1|X) jesli zdecydowano, ze prawdziwe jest Ho

(H2|X) jesli zdecydowano, ze prawdziwe jest Hj. (1.4)

P(error|x) = { g

Mozna dowieéé, ze reguta wyboru hipotezy:
Wybierz Hy, jesli P(H,|X) > P(H2|X); w przeciwnym razie wybierz Hy (1.5)

minimalizuje $rednie prawdopodobienstwo popelnienia bledu P(error):

o0 (o]
P(error) :/ P(error, X)dX :/ P(error| X)p(X)dX (1.6)
— 0 —o0

Mianownik w rownaniu 1.2, jak mozna zauwazy¢, jest wspotczynnikiem skaluja-
cym, zapewniajacym P(H;|X )+ P(H2|X) = 1. Mozna wiec stosowaé alternatywna
postaé¢ reguly decyzyjnej, w ktorej ten wspoltezynnik juz nie wystepuje:

Wybierz Hy, jesli p(X|H;y) > P(X|Hy); w przeciwnym razie wybierz Hs (1.7)

1.5.2. Wielowymiarowa, ciaglta przestrzen cech

Nastepnie wprowadzimy oszacowanie ryzyka zwiazanego z podejmowaniem de-
cyzji w przypadku losowym. Niech wy,...,w; odpowiadaja k stanom natury (hi-
potezom) oraz ai,...,a, bedzie zbiorem mozliwych akcji. W takim przypadku

funkcja straty:
)\(ai\wj) (18)
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opisuje strate, jaka wywola podjecie akcji o, gdy stan natury jest w;.
Reguta Bayesa dla przypadku wielowymiarowej, ciaglej przestrzeni cech i dla
wielu stanéw natury wyraza si¢ wzorem:

p(x[w;) P(w;)

(%) (1.9)

Plwylx) =
gdzie

k
p(x) = 3" p(xcly) P(w;)- (1.10)
j=1

Oczekiwana strata (ryzyko warunkowe), zwiazana z podjeciem akcji «y, jest
dana przez:

k
R(a;|x) = Z)\ a;|lw;) P(wj]x). (1.11)
Jj=1

Oczekiwana strata zwigzana z regula decyzyjna wyraza sie réwnaniem:

R= /R(a(x)\x)p(x)dx (1.12)

gdzie a(x) jest funkcja decyzyjna, ktora dla kazdego x zaktada jedna z a wartosci
Ay yQq.

Regula decyzyjna w takim przypadku polega na minimalizacji ryzyka caloscio-
wego, tj. na obliczeniu ryzyka warunkowego:

k
R(w|x) = Z Mg |w;) P(wj|x). (1.13)
j=1
dlai=1,...,aiwybraniu akcji o;, dla ktorej R(c;|x) osiaga minimum. Minimum

takie nosi nazwe ryzyka Bayesa. Oznacza sie je przez R* i jest to najlepszy wynik,
jaki mozna osiagnaé.

1.5.3. Naiwny klasyfikator Bayesa

Naiwny klasyfikator Bayesa jest metoda klasyfikacji powstala na bazie teo-
rii Bayesa. Zalicza si¢ ja do grupy metod uczenia maszynowego. Okreslenie ,na-
iwny” odnosi sie do faktu, iz w zastosowanym modelu prawdopodobienistwa przy-
jeto pelna niezaleznosé zmiennych losowych, a to w rzeczywistosci czesto mija sie
z prawda.

W mysl tej teorii prawdopodobienistwo, ze zaobserwowany przypadek (o ce-
chach Xi,...,X,,) nalezy do klasy C, wyraza sie wzorem:

P(C)P(Xy,...,X,|C)

PCIX, o Xa) = o pE (1.14)
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Mianownik w powyzszym réwnaniu nie zalezy od C, a ponadto dane sa wartosci
cech X, totez przyjmuje sie, ze mianownik ten jest wartoscig stala. Licznik zas
przedstawi¢ mozna jako:

P(C,X1,...,X,) = P(C)P(Xy,...,X,|C)

P(C)P(X,|C)P(Xs, ..., XnlC, X1)
P(C)P(X1|C)P(X,|C, X1)P(Xs3,...,X,|C, X1, X>)

7 .naiwnego” zalozenia, ze nie istnieje warunkowa zalezno$¢ pomiedzy X; oraz
X; (i # j), mamy:

P(X;|C, X;) = P(X;|C) (1.15)

L P(C,X1,...,X,) = P(C)P(X,|C)P(X3|C)P(X5|C)... (1.16)
Stad

P(C|X;...,X,) = ZxP(C HPX|C (1.17)

gdzie Z — wspolczynnik skali zalezny tylko od Xi,..., X, (stala, jezeli wartosci
cech s znane).

Naiwny klasyfikator Bayesa laczy przedstawiony model prawdopodobieristwa
z regula decyzyjna. Zazwyczaj regula ta jest wybor najbardziej prawdopodobnej
hipotezy. Regule te nazywa sie reguta MAP (mazimum a posteriori). Odpowiada-
jacy jej klasyfikator jest funkcja classify zdefiniowang jak nizej:

cassify(zy, ..., x,) = argmaz., P(C = ci) HP(XZ- =z;|C = cp) (1.18)

i=1

gdzie ¢,k = 1,..., K to jedna z klas. W uczeniu z nauczycielem parametry mo-
delu sg estymowane. Z zalozenia o niezaleznosci cech wystarczy estymowaé warto-
$ci prawdopodobienistw (class prior conditional feature model), uzywajac metody
mazximum likelihood, Bayesian inference lub innych.

1.5.4. Klasyfikacja bayesowska per pizel

Problem polega tu na stwierdzeniu, do jakiej klasy nalezy punkt obrazu, gdy
znane sa odpowiadajgce mu poziomy szarosci w kilku pasmach. Aby przeprowa-
dzi¢ klasyfikacje naiwnym klasyfikatorem Bayesa, nalezy najpierw ten klasyfikator
zbudowaé. Klasyfikator buduje sie na bazie zalozen:

e dany jest obraz wzorcowy z naniesionymi K klasami oraz obrazy odpowia-
dajace wzorcowi w n pasmach z 256 poziomami szarosci (obrazy uczace);
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e szukany jest sposob klasyfikacji punktow innego obszaru, gdy znane sg od-
powiadajgce mu obrazy spektralne (obrazy testowe).

Po zbudowaniu klasyfikatora Bayesa na podstawie wzorcéw mozna go zastosowaé
do klasyfikacji punktéw na obrazach testowych.

Budowe klasyfikatora (na bazie obrazéw uczacych) rozpoczyna obliczenie praw-
dopodobieristwa P(C' = ¢). Aproksymowane jest ono licznoscig klasy k (liczba
punktow zaklasyfikowanych do tej klasy na wzorcu, wyrazona przez Ny ), podzie-
long przez liczbe wszystkich punktéw obrazu.

22:1 Np
Nastepnie rozkladami normalnymi aproksymowane sa prawdopodobieristwa

warunkowe (prawdopodobienstwo, ze poziom szarosci punktu w kanale ¢ wynosi
x;, gdy wiadomo, ze punkt nalezy do klasy cg):

P(C = c) (1.19)

P(X; = 2;|C = ¢x) = f(2k,0) (1.20)

Rozklady normalne zdefiniowane sg funkcja:

1 —(2g,— 1k, i)2
Thi) = ———e ki 1.21
o) = - (121)
gdzie xj, ; — poziom szarosci punktu, k = 1,..., K — indeks odpowiadajacy klasie,
i =1,...,n — indeks odpowiadajacy pasmu.

Odchylenie standardowe przypadku (bedace aproksymacja o ;) wynosi:

N

1
SNp—1, = N —1 Z(l’k,i,j = Zpi)? (1.22)

j=1

gdzie: zy, ; ; — poziom szarosci j-tego punktu z pasma i nalezacego (zgodnie z wzor-
cem) do klasy k.
Wartosé srednia (bedaca aproksymacja py ;) dana jest przez:

i 1 &
xk,i = F Zxk7i’j (123)
k J=1

Powyzsze wzory definiujg ostatecznie posta¢ budowanego naiwnego klasyfika-
tora Bayesa.

1.5.5. Eksperymenty i wyniki

Do klasyfikacji per pizel obrazéw satelitarnych naiwnym klasyfikatorem Bayesa
stuzyly dwa opracowane programy: histogramyBayes oraz testBayes. Pierwszy
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program z tej pary ma za zadanie zbudowaé klasyfikator na podstawie obrazow
uczacych oraz przeprowadzi¢ klasyfikacje zbudowanym klasyfikatorem. Aby tego
dokonaé, program histogramyBayes wyswietla wartosci parametréw, na bazie kto-
rych zbudowany zostal klasyfikator:

e liczbe zaobserwowanych klas na obrazie wzorcowym, co doktadnie odpowiada
liczbie koloréw na obrazie,

e liste klas wraz z przypisanymi im kolorami,

e odchylenia standardowe i wartosci srednie dla kolejnych klas w kolejnych
pasmach, oraz licznosci poszczegdlnych klas.

Program nastepnie tworzy kolorowy obraz przedstawiajacy wyniki klasyfika-
¢ji. Dla zestawu obrazéw lewa, pasmo 3, pasmo 4, pasmo 5 (rys. 1.3) program
histogramyBayes wys$wietla nastepujace wartosci:

klaj kolor wartos¢ srednia odchyl. standardowe | licznosé
-sal T g b pas3 | pas4 | pasb | pas3 | pas4 | pasb

1] 241 | 197 | 121 | 36.67 | 62.00 | 83.06 | 8.64 | 17.01 | 20.26 | 145411
2| 252 | 245 | 171 | 26.82 | 71.64 | 68.35 | 3.10 | 14.37 | 9.97 60984
31250 | 87 | 87| 31.69 | 55.47 | 61.84 | 6.22 | 13.36 | 14.06 | 103769
41 86| 169 | 92| 20.00 | 55.87 | 43.44 | 1.53 | 8.42 | bH.77 41102
5 0 | 100 0| 19.68 | 42.33 | 35.31 | 1.05 | 5.25 | 4.25 48334
6] 255 | 165 0| 32.76 | 82.68 | 69.91 | 3.52 | 12.61 | 8.81 40911
7| 86| 207 | 48 | 21.11 | 66.89 | 51.49 | 1.53 | 7.01 | 5.03 26597
8] 194 0 0| 34.11 | 42.45 | 52.53 | 245 | 5.11 | 5.88 11269
9 0 0| 255 | 21.70 | 25.46 | 18.11 | 1.28 | 7.27 | 5.96 10905
10| 255 | 255 | 255 | 49.62 | 63.49 | 93.10 | 1.08 | 1.77 | 3.01 548
11} 160 | 81 | 44 | 35.80 | 54.16 | 67.49 | 2.37 | 4.06 | b5.17 10158
12 0 0 0 | 24.00 | 52.00 | 44.00 | 0.00 | 0.03 | 0.01 10

Program testBayes mozna wykorzysta¢ do klasyfikacji per pizel obszarow te-
stowych. Aby tego dokonaé, nalezy program zasili¢ danymi koniecznymi do zbu-
dowania klasyfikatora (wyprodukowanymi przez program histogramyBayes) oraz
obrazami, ktére maja by¢ klasyfikowane.

Wyniki zastosowania klasyfikatora bayesowskiego zbudowanego na podstawie
analizy zdje¢ lewej potowy Warszawy przedstawia rysunek 1.7. Klasyfikacji pod-
dawane byly obrazy przedstawiajace prawa polowe Warszawy.
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imageOutl-full
o A

imgOutl-zdegenerowany

g

imgOut2-zdegenerowany

=

Rys. 1.7. Wyniki klasyfikacji ,naiwnym” klasyfikatorem Bayesa. lewa to wzorzec, ktory
zostal uzyty (razem z obrazami w 3 pasmach spektralnych) do stworzenia klasyfikatora.
Dla danych uczacych otrzymano wyniki widoczne na imageQutl-full oraz
imageOutl-zdegenerowany. prawa to wzorzec dostarczony dla poréwnania (nie byl
uzyty do zbudowania klasyfikatora). Obrazy imageOut2-full oraz
imageOut2-zdegenerowany przedstawiaja wyniki klasyfikacji dla obrazu testowego (w 3
pasmach). Przyrostek full oznacza, ze klasyfikator zostal zaimplementowany zgodnie
z regula 1.18 a zdegenerowany oznacza, ze w klasyfikatorze przyjeto P(C = c,) =1 dla
wszystkich klas.
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1.6. Ocena wynikéw klasyfikacji

1.6.1. Pierwiastek bledu sredniokwadratowego (RMSE)
Pierwiastek bledu sredniokwadratowego (RMSE) (Ju et al., 2003):

L
RMSEk = Z (Nkl — Nkl)Q X % (124)
=1

gdzie Nkl i Ny to, odpowiednio, licznosé punktéw przypisanych do klasy k wg kla-
syfikatora oraz licznosé¢ punktéow przypisanych do klasy k wg wzorca, przy czym
klasyfikacja dotyczy obszaru [ (obszar | moze by¢ zwarta powierzchnig na obrazie
lub tez zbiorem punktéow wybranych losowo); m; jest rozmiarem obszaru | wyra-
zajacym sie liczba zawartych w obszarze punktéw; M jest calkowitym rozmiarem
danych, M = Zle my (gdzie L — liczba wyr6znionych obszarow).

Uwaga: miare powyzszg mozna uzy¢ do oceny wynikow klasyfikacji dla jed-
nego obrazu (wtedy wybiera sie w nim obszary do wyliczenia RMSFE) lub tez do
oceny wynikow klasyfikacji dla wielu obrazéow (wtedy kazdy z nich jest osobnym
obszarem).

1.6.2. Progowany bledem procent poprawnej klasyfikacji
(TCFE)

Progowany bledem procent poprawnej klasyfikacji (T’CE) (Ju et al., 2003):

K L
my

1
TCE =4 kz_l 3 X 3 (1.25)

gdzie K to liczba klas, za$ dla danego bledu e:

g = { 1 jesli [N — Nu| <e (1.26)

0 w przypadku przeciwnym

1.6.3. Wspoblczynniki obliczane
na podstawie macierzy niezgodno$ci

Niech A bedzie macierza zawierajaca wyniki klasyfikacji:

gdzie a;; jest liczba punktéow nalezacych do klasy j, ktore zostaty zaklasyfikowane
jako punkty nalezace do klasy i. W przypadku oceny wynikéw klasyfikacji dla
jednej tylko klasy (punkty nie nalezace do klasy ,tworza’ druga klase) tabela ta
moze mieé¢ postac:
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wg wzorca nalezy do klasy
tak nie
wg klasyfikatora tak a1 a2
nalezy do klasy nie as o9

W przypadku wielu klas tabela ta moze mieé postaé:

wg wzorca nalezy do klasy
1 2 ... K
1 ail ai12 PPN a1 K
wg klasyfikatora 2 as1 ao9 o as i
nalezy do klasy
K K1 a2 N AOK K

Na podstawie macierzy A oblicza¢ mozna nastepujace szereg kolejnych wspot-

czynnikow (Hubert-Moy et al., 2001; Cohen, 1960) opisanych ponizej.

Dokladnosé uzytkownika klasy i

Ui = Qg / Qri,
gdzie a;; = ) a;; (suma elementow w wierszu i);
Dokladnosé producenta klasy i

Pi = Qi /A,
gdzie ac; =D ; aji (suma elementow w kolumnie 4);
Calkowita doktadno$é klasyfikacji d

d=>ai/a,
i

gdzie a; = Y, ac; = Y, ar; (liczba wszystkich punktow);

Prosty wspoélczynnik Kappa

Po - Pe . i Wit ritci
-, gdzie P, = Zlia oraz P, = E arit
1-P, ag at

/%:

Wazony wspolczynnik Kappa

~ Po w) T Pe w .
R = 1(_)#()() , gdzie Py = ZZw”aw

oraz  Pery) = 2 E E Wi i Qe

(1.28)

(1.29)

(1.30)

(1.31)

(1.32)

29



Wagi w;; spelnia¢ powinny warunek: 0 <= w;; < 1. Zazwycza] przyjmuje sie,
ze wy; = 1 (czyli najwazniejsza jest zgodnosé dotyczaca tych samych klas), nato-
miast dla ¢ # j przyjmuje si¢ w;; = wj; = 1 — % Taka postaé¢ wspotczynnikow
wagowych jest stuszna jedynie wtedy, gdy klasy uporzadkowane sa w tabeli pod
wzgledem waznosci. Wazno$¢é danej klasy mozna ocenié na podstawie jej licznosci.

Poniewaz wartos¢ wazonego wspoltczynnika Kappa zalezy od doboru wag, nie
ma prostej interpretacji otrzymywanych wartosci. Zgodnie z jedna z propozycji,
(Fleiss, 1981):

Kk > 0.75 mocna zgodnosé
0.4 <k <0.75 dobra zgodnosé
k<04 staba zgodnos¢

Zgodnie z inng propozycja (Landis and Koch, 1977):

081<xk<1 prawie doskonata
0.61 <k <0.80 istotna
0.41 <k <0.60 umiarkowana
0.21 <k <0.40 rozsadna
0.00 < 5k <0.20 delikatna

k < 0.0 staba

(Nie)dokladnosé DA
a1z + a1

ay

DA = (1.33)

Miara ta wyraza stosunek sumy zle zaklasyfikowanych punktow dla kazdej
z klas do catkowitej ich liczby. 0 < uDA < 1. Mozna zauwazy¢, ze DA to ,przeci-
wienistwo” d dla macierzy o rozmiarze 2x2. Dla wiekszej macierzy mozna obliczy¢
uogdlniong (nie)doktadnosé uD A:

upa = 2=il@ri =) _ (1.34)
a

(Nie)dokladnosé DW

errl = a11a41-2am gdy a11 + a2 >0
0 w przypadku przeciwnym

err2 = a21aj-1a22 gdy az1 + a2 >0 (1.35)
0 w przypadku przeciwnym

__ errlderr2
DW = erriierr2

Mozna zauwazyé, ze DW to ,przeciwienistwo” u; dla macierzy o rozmiarze 2x2.
Dla wigkszej macierzy mozna obliczy¢ uogdlniong (nie)doktadnosé uDW:
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(e 7] . 3
erry; = o> gdy ari >0 orazi .#j
0 w przypadku przeciwnym

1—-%i =1—u; gdya,>0 (1.36)
J— . L= Ari
erry =3 errij { 0 w przypadku przeciwnym

uDW = % 3% err;



2. Segmentacja obszaréw
metoda momenté/w chromatycznych

Klasyfikacja obszar6w metoda momentéw chromatycznych pierwotnie stuzyta
do segmentacji kolorowych zdje¢ dostarczonych w formacie RGB. W metodzie tej
dla zadanego obszaru obliczane byly momenty chromatyczne, ktére nastepnie in-
terpretowane byly jako wektor cech analizowanych w procesie klasyfikacji. Metoda
ta zostata przystosowana do segmentacji obrazéow satelitarnych.

Obrazy satelitarne rozpatrywane w opisywanym eksperymencie zawieraly ob-
szary o roznym typie pokrycia powierzchni. Chociaz obrazy niosty informacje
w czterech réznych kanatach spektralnych, w opisywanym eksperymencie skorzy-
stano z danych pochodzacych tylko z trzech pierwszych kanaléw. Kanaly te zin-
terpretowano jako kolejne sktadowe RGB obrazu kolorowego.

2.1. Podstawy matematyczne

2.1.1. Konwersja RGB do CIE XYZ

Istnieje kilka definicji przestrzeni koloréw CIE XYZ. W opisywanych tu ekspe-
rymentach przyjeto, ze konwersji przestrzeni kolorow RGB do CIE XYZ dokonuje
sie wedlug wzoru:

X 0.607 0.174 0.200 R
Y | = 0299 0587 0.114 G (2.1)
Z 0.000 0.066 1.111 B

2.1.2. Chromatyczno$é

Chromatycznosé, pomijajac fizyczna interpretacje, definiuja nastepujace wzory:

X Y Lz
X v+ x VT x4 v+2 " T X+v+2Z

(2.2)

Majac x, y, mozna obliczyé¢ z jako uzupelnienie do 1: z = 1 —x —y. Tak wiec z jest
warto$cia nadmiarowa. Co wiecej, wszystkie wspolrzedne mieszcza si¢ w przedziale
od 0 do 1: z,y,z € [0,1].

2.1.3. Dystrybucja chromatyczno$ci oraz jej slad

Niech I(i,j) oznacza punkt (piksel) obrazu I o wspotrzednych 4, j, przy czym
0<i<L,—1loraz 0<j <L, —1, gdzie L,, L, — szeroko$¢ i wysokos¢ obrazu.
Dystrybucje chromatycznosci definiuje ponizszy wzor:

D(CL‘, y) = Kwyy (23)
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gdzie K, to liczba pikseli, ktorym odpowiada chromatycznosé (x,y). Inaczej za-
pisujac:
D(x,y) = card{(i,j) | 1(i,j) — (z,y)} (2.4)

Slad dystrybucji jest rzutem D(z,y) na plaszczyzne x,y. Wyraza si¢ on przez:

1, jesli istnieje piksel, ktéremu odpowiada chromatycznosé(z,y)
T(z,y) = -
0, w przeciwnym wypadku.
(2.5)
Inaczej zapisujac:

L 360g) 165) — (o)
T(”C’y)‘{ 0, =3(i.4): 1(i.d) — (x.1) (2:6)

Obliczanie momentéw chromatycznych (patrz podrozdzial 2.1.4) wymaga zmiany
skali i dyskretyzacji. Niech X, Y, € X beda wspoélczynnikami skalujacymi. Niech
xs = Int(Xsx), ys = Int(Ysy), gdzie x4, ys € N oraz Int jest funkcja zwracajaca
czesé catkowitg swojego argumentu. Przeskalowana (dyskretna) dystrybucja i jej
$lad maja teraz postaé:

D) = card{(G )1 J) = (o)} (2.1
Lo 365) : 1Gg) = (%a,4s)
Toeobe) 2 0, <3000+ 1) = (epe) 2

2.1.4. Momenty chromatyczne

Przy danej dystrybucji chromatycznosci i danym $ladzie dystrybucji mozna
obliczy¢ momenty chromatyczne Mp (momenty dystrybucji) i M (momenty $ladu
dystrybucji). Momenty te definiuja wzory:

Mp(k,l) = ZZx’;yiTs(ms,ys) (2.9)

Ts Ys

My (k1) = szlgyiDs(msays) (2.10)

Ts Ys

2.2. Metoda segmentacji

Segmentacja obrazu, tj. klasyfikowanie punktéw obrazow do wtasciwych klas,
odbywala si¢ na podstawie wartosci momentéw chromatycznych obliczonych
dla lokalnych otoczen tych punktéow. Do tego celu opracowany zostal program
mrf_texture. W programie tym lokalne otoczenie danego punktu definiowato po-
tozenie kwadratowej maski o zadanym rozmiarze, zaczepionej centralnie w tym
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punkcie. Dla obszaru pokrytego maska wyliczane byly momenty chromatyczne.
Ich wartosci byly parametrami, na podstawie ktorych odbywata sie klasyfikacja.

Klasyfikatorem wykorzystanym do tych eksperymentéow mogltby byé dowolny
klasyfikator, ktory na podstawie wektora danych (w tym wypadku wartosci mo-
mentow chromatycznych) dokonuje poprawnej klasyfikacji obszaru. W badaniach,
ktorych wyniki sa tu przedstawione, postuzono sie klasyfikatorem najblizszego
sasiedztwa. Aby zbudowaé taki klasyfikator, opracowany program wyposazono
w mozliwo$¢ wezytywania obrazéw referencyjnych. Na ich podstawie obliczano
momenty chromatyczne, ktére mozna byto zapisa¢ do pliku. Wartosci tych momen-
tow stuzyly do zbudowania klasyfikatora, ktory mogl byé uzyty podczas kolejnego
uruchomienia programu — w celu przeprowadzenia klasyfikacji. W tym przypadku
obrazy referencyjne nie odgrywaly juz zadnej roli. Cata informacja, jaka one niosty,
zostala zapisana w wartosciach momentéw chromatycznych obliczonych podczas
poprzedniego uruchomienia programu (co przelozylo sie na parametry zbudowa-
nego klasyfikatora).

Ostatecznym wynikiem klasyfikacji byt obraz, na ktéorym kolor punktéw obra-
zowal obliczona przynaleznosé do klas. Z przemiataniem™® obrazow satelitarnych
masksa wiaze sie problem punktéow brzegowych obrazéw. W naszym przypadku
obraz wynikowy byl mniejszy od obrazéw wejsciowych. Dzialo sie tak, gdyz punkty,
dla ktérych maska wychodzita poza brzeg obrazéw wejsciowych, nie byly uwzgled-
niane w obrazie wyj$ciowym. Szerokosé¢ nieuwzglednianego marginesu réwnata sie
polowie rozmiaru maski.

Oproécz obrazéw referencyjnych i parametréw klasyfikatora parametrami pro-
gramu mrf_texture byly: rozmiar kwadratowej maski (size), w ktorej dokony-
wane sa obliczenia (domyslnie 20); krok (step), z jakim maska przesuwa si¢ po
obrazie (domyslnie 1); nazwa obrazu testowego (domyslnie testImage.tif); sto-
pient kwantyzacji histogramu chromatycznosci i jego sladu (domyslnie 100); mak-
symalny wyktadnik (limitl) przy wspoélrzednych w momentach chromatycznosci
(domyslnie 3); oraz nazwa obrazu wynikowego.

2.3. Eksperymenty i wyniki

Przeprowadzone eksperymenty sprowadzaly sie do wykonania nastepujacych
czynnosci:

e przygotowania obrazéw referencyjnych;

e przygotowania pliku z nazwami obrazéw referencyjnych i parametrami kla-
syfikatora najblizszego sasiedztwa (na tym etapie wartosci parametrow bytly
dowolne, musiala jednak zgadzaé sie ich liczba);

e wygenerowania zestawu uczacego i estymat parametréw klasyfikatora naj-
blizszego sasiedztwa;

*Pojecie przemiatania zostalo wprowadzone w tym opracowaniu dla okreslenia catego procesu
nakladania maski na poszczegolne punkty obrazu i powtarzania tej czynnosci. Idea tego procesu
jest dokladniej wyjasniona w rozdziale 4.
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e wytrenowania sieci neuronowej (jesli segmentacja miala odbywac sie za jej
pomocy) lub przygotowania pliku z nazwami obrazow referencyjnych i para-
metrami klasyfikatora najblizszego sasiedztwa (na tym etapie wartosci para-
metrow musialy by¢ rowne wyliczonym estymatom);

e przeprowadzenia klasyfikacji tekstur (czyli uruchomienia programu z odpo-
wiednia opcja).

2.3.1. Przygotowanie zestawu uczacego
i estymacja parametrow

Obrazy referencyjne mogly by¢ wygenerowane sztucznie lub tez przedstawiaé
rzeczywiste fragmenty obrazow. W opisywanych tu eksperymentach wykorzystano
rzeczywiste fragmenty obrazu wycinane recznie z istniejacych obrazéw (mozna to
zrobié¢ dowolnym programem obrobki obrazow rastrowych, np. gimp).

W zalezno$ci od liczby klas oraz przyjetego modelu zestaw uczacy mogt mieé
rozne rozmiary wektoroéw wejsciowych i wyjsciowych. Na biezacym etapie imple-
mentacji rozmiar wektora wejéciowego jest rowny 18 = 2 x 32 (dla 1=3 mamy
32 mozliwych moment6éw, osobno dla histogramu chromatycznosci i jego $ladu).
Rozmiar wektora wyjsciowego jest rowny liczbie wyrdéznionych klas tekstur (i tym
samym liczbie obrazow referencyjnych).

Generacja zestawu uczacego odbywala sie w nastepujacy sposob. Obraz refe-
rencyjny przemiatany byl kwadratowa maska o rozmiarze size x size. Wzgledne
przemieszczenia maski okre§lal parametr step. W kazdym potozeniu maski uru-
chamiano algorytm obliczajacy momenty chromatyczne. Wartosci momentéw de-
finiowaly wektor wej$¢ w zestawie uczacym sieci neuronowej. n wymiarowy wektor
wyjs¢ (w przypadku n obrazow referencyjnych) tworzono, wstawiajac wartosé¢ 1 na
wspoblrzednej odpowiadajacej klasie, ktorg dany obraz referencyjny reprezentowat,
oraz warto$¢ (0 na pozostatych wspoélrzednych.

Ostatecznie, liczba par uczacych dla jednej tekstury zalezala od wartosci pa-
rametrow step, size oraz wysokosci i szerokosci przedstawiajacego ja obrazu refe-
rencyjnego.

Obliczanie momentéw chromatycznych nie ma zbytniego sensu dla matych ma-
sek, totez size powinno by¢ nie mniejsze niz 10. Jednak im wiekszy rozmiar maski,
tym dluzej trwaja obliczenia. Co wiecej, wartosci wyliczanych momentow staja sie
coraz wieksze. Na biezacym etapie implementacji momenty chromatyczne byty
skalowane wartosciami wynikajacymi z ich rzedéw (tj. dzielone przez limitl, pod-
niesione do potegi rownej rzedowi momentu). By¢ moze stuszniejsza bylaby tu
normalizacja lub wykorzystanie momentéw centralnych itp.
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2.3.2. Wyniki segmentacji obrazu

Segmentacja tekstur polegata na uruchomieniu programu mrf_texture z odpo-
wiednimi parametrami. Wynik segmentacji zdjecia lotniczego, dokonanej na bazie
dostarczonych obrazéw referencyjnych, przedstawia rysunek 2.2, gdzie obrazy re-
ferencyjne przedstawia rysunek 2.1.

laka lasl las2 pole
ph—

Rys. 2.1. Zdjecie lotnicze: obrazy referencyjne.

Rys. 2.2. Zdjecie lotnicze: obraz pierwotny (1) i wynik segmentacji (p) [GUGIK].
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Wynik segmentacji obrazu satelitarnego, dokonanej na bazie dostarczonych ob-
razéw referencyjnych, przedstawia rysunek 2.4, natomiast obrazy referencyjne —
rysunek 2.3.

domy dzialkil pole

fabrykal rzeka las2

Rys. 2.3. Obrazy satelitarne: referencyjne.

Rys. 2.4. Obraz satelitarny: obraz pierwotny (1) i wynik segmentacji (p).
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3. Eksperymenty z klasyfikacja tekstur
metoda losowych p6l Markowa

Klasyfikacja tekstur metodg losowych pol Markowa (MRF — Markov Random
Fields) bazuje na modelu parametrycznym, w ktorym wystepuja parametryzowane
funkcje losowe (Li, 1995), jakkolwiek prowadzone sg badania nad nieparametrycz-
nym modelem (Paget, 1999). Klasyfikacja tekstur polega tu na wyznaczeniu pa-
rametrow modelu zbudowanego zgodnie z ta metoda i dokonaniu klasyfikacji przy
jego uzyciu.

3.1. Podstawy matematyczne

3.1.1. Definicje podstawowe

Niech pole widzenia S bedzie prostokatnym obszarem o rozmiarze Ni X No
zdefiniowanym jak nizej:

S={(i,j): 1 <i < N;,1<j< Ny} (3.1)

Elementy s € S nazwiemy pikselami.
Niech paleta £ bedzie skonczonym zbiorem, ktérego elementami sa kolory.
W ogoélnosci dla n koloréw mozna zapisac:

L£=1{1,...,n} (3.2)

Funkcja = : S — X jest nazywana obrazem. Wartos$¢ tej funkcji dla s € S ozna-
czymy przez s (pojedynczy indeks s jest uogdlnieniem podwojnego indeksowania

(i,4))-
Definicja 1. System sgsiedztwa dla S zdefiniowany jest jako:
o={os | Vse S} (3.3)

gdzie o4 jest zbiorem pikseli sgsiadujgcych z pikselem s, zas samo sgsiedztwo cha-
rakteryzuje sie nastepujgcymi wlasnosciamai:

(1) piksel s nie sqsiaduje ze sobg samym: s & o

(2) relacja sgsiedztwa jest wzajemna: s € oy < s’ € 0.
Piksele s’ € o5 nazywane sq sasiadami piksela s.

Dla regularnej kraty S zbior sasiadéw piksela s zdefiniowany jest jako zbior
pikseli w promieniu r:

os=1{s'€S | [dist(s,s)]> <r s #s} (3.4)
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Rys. 3.1. Otoczenia n-tego rzedu: pola oznaczone cyfra 1 to otoczenie pierwszego rzedu,
cyfra 112 — otoczenie drugiego rzedu; 1,2 1 3 — otoczenie trzeciego rzedu itd.

gdzie dist(s', s) oznacza odleglosé euklidesows pomiedzy pikselami s’ i s. W przy-
padku dyskretnym (obrazow 2D) wyr6znia sie otoczenia pierwszego, drugiego, trze-
ciego, ... n-tego rzedu (rys. 3.1).

Para (S, 0) tworzy graf, w ktorym weztami sa elementy S, za$ polaczenia zde-
finiowane sa przez sasiedztwo o.

Definicja 2. Klika ¢ dla (S,0) jest podzbiorem zbioru S. Klika zawieraé moze
jeden piksel ¢ = {s} albo pare sgsiadujgcych pikseli ¢ = {s,s'}, albo tréjke sqsia-
dujgcych pikseli ¢ = {s,s’, 8"} itd. Kolekcja klik zawierajgcych pojedyncze piksele,
pary oraz trojki oznaczona bedzie, odpowiednio, przez:

C; = {s | seS} (3.5)
Co = {{s,s'} | s €0s,5€5} (3.6)
Cz = {{s,8,8"} | s,8,5" €S wszystkie sq sqsiadami} (3.7)

Kolekcja wszystkich klik oznaczana jest przez:

c=a|JcJCs (3.8)

Na rysunku 3.2 przedstawiono typy klik odpowiadajacych otoczeniu drugiego
rzedu dla regularnej kraty.

3.1.2. Pola losowe Markowa i1 Gibbsa

Niech X = {Xy,..., X} (w przypadku obrazu m = N; x N») bedzie rodzing
zmiennych losowych zdefiniowanych na zbiorze S, w ktorej kazda zmienna X
przyjmuje warto$¢ xs € L. Rodzina X nazywana jest polem losowym.

Niech zajscie zdarzenia takiego, ze X przyjeto warto$é¢ x4, oznaczone bedzie
przez X, = xz,. Niech zajscie lacznego zdarzenia oznaczone bedzie przez (X; =
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Rys. 3.2. Kliki dla otoczenia drugiego rzedu; z klikami nalezacymi do C» zwiazano
parametry B, k = 1,2,3,4.

Z1y..., Xm = Ty,). Dla uproszczenia zdarzenie taczne oznacza¢ mozna przez X =
x, gdzie x = {x1,..., 2z} jest konfiguracja X odpowiadajaca realizacji pola.

W przypadku dyskretnego zbioru X (ograniczona liczba koloréw) prawdopo-
dobienstwo, ze X, przybierze wartosé z,, oznaczone bedzie przez P(X; = xs)
lub, w skrocie, przez P(zs). Laczne prawdopodobieristwo P(X = x) oznaczone
bedzie przez P(X1 = z1,..., Xm = ) lub, w skrocie, przez P(x) (w przypadku
ciagtym p(Xs; = z) oraz p(X = z) oznaczalyby odpowiednie funkcje gestosci
prawdopodobieristwa).

7 punktu widzenia obrébki obrazéw bedziemy przyjmowaé nastepujace zaloze-
nie:

Kazdy obraz jest realizacja jakiego$ pola losowego. Kazdy piksel
z osobna jest realizacja zmiennej losowej, ktora przyjmuje wartosci
z przedziatu zdefiniowanego paleta kolorow. P(zs) to prawdopodobieri-
stwo wystapienia piksela o kolorze x; na pozycji s w obrazie.

Definicja 3. X nazywane jest losowym polem Markowa na S wzgledem systemu
sgsiedztwa o wtedy i tylko wtedy, gdy zachodzqg dwa warunki:

P(z) >0,V € X (positivity) (3.9)

P(xs|zs_(sy) = P(xs | 2o,) (markovianity) (3.10)

gdzie S — {s} jest to roznica zbioréw (wszystkie piksele poza pikselem s), x5_{s}
to wartosci (kolory) wszystkich pikseli poza pikselem s, oraz

T,, ={zs | 8 €05} (3.11)

jest zbiorem zawierajgcym wartosci (kolory) pikseli sqsiadujgeych z pikselem s.

40



Markovianity pokazuje lokalng charakterystyke pola X. Z wtasnodci tej wynika,
ze o kolorze danego piksela decyduje kolor jego sasiadoéw. Z polem Markowa wiaza
sie jeszcze wlasnosci: homogeniczno$ci i izotropicznosci.

Definicja 4. Zbior zmiennych losowych X nazywany jest polem losowym Gibbsa
(GRF — Gibbs Random Field) na S wzgledem o wtedy i tylko wtedy, gdy jego
tgczna dystrybucja ma postacé:

1 .
P(z) = e TV, (3.12)

gdzie
Z=>Y erl@ (3.13)
zeX
jest czynnikiem normalizujgcym, zapewniajgcym Zzex p(z) = 1, natomiast T jest
stalg nazywang temperatura (mozna przyjeé¢ T = 1). Z kolei:

U) =) Velw) (3.14)

ceC

jest funkcja energii bedacg suma potencjatow V.(x) wszystkich mozliwych klik na-
lezacych do C, przy czym warto$¢ V.(x) zalezy od lokalnej konfiguracji kliki c.

GRF jest polem homogenicznym, jesli V. (x) nie zalezy od wzglednego potozenia
kliki ¢ w S. Pole to jest izotropiczne, jesli V. nie zalezy od orientacji kliki c.
Uwaga: MRF charakteryzowane jest przez swoja lokalng wlasnosé (markovia-
nity), podczas gdy GRF charakteryzowane jest przez swoja globalna wtasnosé
(dystrybucje Gibbsa). Teoria Hammersleya-Clifforda (Hammersley and Clifford,
1971) ustanowita rownowazno$¢ pomiedzy tymi dwoma typami wlasnosci. Glosi
ona, ze X jest MRF na S wzgledem o wtedy i tylko wtedy, gdy X jest GRF na §
wzgledem o.

Prawdopodobienstwo warunkowe P(z; | S,{S}) (wystapienia piksela o kolorze
przy ustalonym jego otoczeniu) wyraza si¢ wzorem:

e~ ZCgA VC(mS)

E(lj’ 6_ ZCEA Vc(x;)

Pz, | 15-(s}) = (3.15)

gdzie z, to wszystkie mozliwe kombinacje, jakie moze przyjaé zs, A to zbior klik
zawierajacych piksel s. Prawdopodobienstwo to zalezy tylko od potencjatu klik
zawierajacych piksel s, a wiec od koloréw pikseli z jego lokalnego otoczenia. Wynik
ten dowodzi, ze GRF jest MRF.

3.2. Model opisu tekstury

Wybor postaci i parametréw funkcji potencjatu jest podstawowym zadaniem
w modelowaniu MRF. Formy funkcji potencjalu jednoznacznie definiuja postaé
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dystrybucji Gibbsa. W naszym przypadku przyjeliémy model okreslany w litera-
turze nazwa: multi-level logistic (MLL) model (Derin and Elliott, 1987), generalized
Ising model (Geman and Geman, 1984) w lekko zmodyfikowanej postaci. W orygi-
nalnym modelu potencjal kliki zawierajacej przynajmniej dwa piksele wyraza sie
Wzorem:

Vi(x) = { C.  jesli wszystkie piksele w klice ¢ maja ten sam kolor (3.16)

—(. w przeciwnym przypadku

gdzie (. jest potencjatem kliki typu c.

W naszym przypadku przyjeto zalozenie, ze w modelu wystepuja tylko po-
tencjaly klik o licznosci 2 dla otoczenia rzedu drugiego, a potencjaly innych klik
rownaja sie zeru. Niech wiec z klikami nalezagcymi do C5 skojarzone beda para-
metry jak na rysunku 3.2. Potencjal kliki typu k nalezacej do Cy okresla teraz
wzOr:

—0Bk jesli oba piksele w klice typu k& maja ten sam kolor
‘/Q(xsaxs’) = { ﬁ . dk
r W przeciwnym przypadku
(3.17)

gdzie Bk, k = 1,2, 3,4 to parametr zwigzany z typem kliki.

Niech 3 = (B4, ..., 34) bedzie wektorem parametréow. Potencjal kliki nalezacej
do Cy mozna zapisaé jako Va(zs, zy, 3), podkreslajac zaleznosé od parametrow.

Ostatecznie prawdopodobiefistwo warunkowe P(z, | xg_1s}) dla tak przyjetego
modelu wyraza sie wzorem:

e~ s Va(zs,zor)

S e s Vale)
zS

P(zs | v5_(5)) = (3.18)

gdzie ), oznacza sumowanie po wszystkich sasiadach piksela s tworzacych z nim
klike nalezaca do C5. Dla podwojnego indeksowania wzor ten mozna rozpisaé¢ na-

stepujaco:

Ple, | P (3.19)
Lij 1 Ts—{(@.q)}) = —L(z} ) '
ZZL’;J e ’
gdzie
L(ai;) = Va(aij,ai-1j) + Valaij, aiv1j) + Valaij, aij—1)+

Va(ai g, aij1) + Va(aij, aic1j—1) + Va(aij, aivr j41)+  (3.20)
Vo(aij, aiv1,j—1) + Valaij, aiz1j41)

Dla przyktadu, jesli we wszystkich klikach wystepuja piksele jednakowego koloru,
to L wyraza si¢ przez:

L =201 +4202+ 203 + 204 (3.21)
jesli za$ kolory pikseli w kazdej klice sg rozne, to:
L=-20) —20s — 203 — 20,4 (3.22)
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3.3. Synteza tekstury

Generowanie tekstury odpowiadajacej realizacji dystrybucji Gibbsa P(z) =
%B_U(m) odbywa sie przez probkowanie dystrybucji. Czesto wykorzystywane w tym
celu sa dwa algorytmy: Metropolis sampler (Metropolis et al., 1953) oraz Gibbs
sampler (Geman and Geman, 1984).

3.3.1. Metropolis sampler

Algorytm 1 (Metropolis sampler) jest algorytmem iteracyjnym, w ktorego ite-
racjach dla wybranego piksela losowany jest nowy kolor (z rozktadem réwnomier-
nym), przy czym akceptowany jest on z prawdopodobieristwem p.

Algorytm 1.
Poczatek.
1 Zainicjuj kolory pikseli danego obrazu x losowo
wybranymi kolorami z palety L;
(2) dla piksela s € S obrazu réb, co nastepuje:
(2.1) niech y bedzie kopig obrazu z;
(2.2) niech z; bedzie kolorem wylosowanym z palety L;
(2.3) oblicz p = min { 1, P(y)/P(z) },
gdzie P jest dang dystrybucja Gibbsa (z przyjetymi
dla syntezowanej tekstury parametrami);
(2.4) z prawdopodobienstwem p dokonaj przypisania x = vy;
(3 powtdérz (2) N razy.
Koniec.

3.3.2. Gibbs sampler

Algorytm 2 (Gibbs sampler) jest algorytmem iteracyjnym, w ktorego iteracjach
dla wybranego piksela proponowane sa wszystkie mozliwe kolory i akceptowane sa
one z prawdopodobieristwem obliczanym z dystrybucji Gibbsa w lokalnym otocze-
niu.

Algorytm 2.
Poczatek.
(¢D) Zainicjuj kolory pikseli danego obrazu z losowo
wybranymi kolorami z palety L;
(2) dla piksela s € S obrazu rdéb, co nastepuje:
(2.1) oblicz p; = P(zs=1| z,,)
dla wszystkich kolordw | € L przy znanych
kolorach sasiaddéw z,,;

(2.2) z prawdopodobienstwem p; dokonaj przypisania zy; = I
3 powtdérz (2) N razy.
Koniec.
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3.4. Segmentacja tekstur

Segmentacje tekstury na bazie modelu losowych p6l Markowa mozna przepro-
wadzi¢ w dwojaki sposob:

o Wyliczajac wartosci parametréow modelu w lokalnym otoczeniu (zdefiniowa-
nym potozeniem maski) i traktujac je jako cechy definiujace teksture. Podej-
Scie to pozwala rozpoznawa¢ pojawienie sie na obrazie nowych klas. Ztozo-
no$¢ obliczeniowa tego sposobu jest bardzo wysoka.

e Obliczajac wartosei funkeji wiarygodnosci w lokalnym otoczeniu (zdefiniowa-
nym polozeniem maski) dla zestawow parametréw modelu odpowiadajacym
referencyjnym teksturom. W podej$ciu tym parametry, dla ktorych funkcja
wiarygodnosci osigga warto$¢ najwieksza, definiuja wynik klasyfikacji. Zto-
zono$¢ obliczeniowa tego sposobu jest stosunkowo mata.

W obu przypadkach podstawa do segmentacji byly wyliczane wartosci para-
metrow modelu (pierwszy sposob wymaga obliczania parametrow w kazdym poto-
zeniu maski na obrazie klasyfikowanym, drugi wymaga obliczenia wartosci para-
metréow tylko na etapie budowania modelu na bazie obrazéw referencyjnych tek-

stur). Do wyliczania parametréow modelu wykorzystano ponizsze algorytmy (Yu
and Cheng, 2003):

Algorytm 3.
(0) Imicjalizacja.
Niech ¢t =0. Wybierz poczatkowy zestaw parametrow Bo-
Okresl wartoS¢ 7 oraz maksymalng liczbe iteracji IV;.
(1) Je§li t > N; to koniec; w przec. wypadku wykonuj, co nastepuje:
(2) Wylosuj v = rand(0,1).
Jesli v <17, to

a) oblicz gradient funkcji wiarygodnosSci dla § = [;:
OPL(z|f
dPL = M (3.23)
08 lp=a.

b) wyznacz wartosé B’ na pozytywnym kierunku tego gradientu:
= = dPL

B = Bt + ——=— - [normal(0, 1)| (3.24)
||dPL|

gdzie normal(u,o) to generator liczb losowych
o rozktadzie normalnym ze Srednia p i wariancja o;

c) oblicz a(f,f:):

o _ S
a(f', B;) = min {LBPL@"@) PL(IIBt)g} (3.25)
2n(v2r”)
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w przeciwnym wypadku (v >n):
a) niech (3’ bedzie wartoScia otrzymanag z generatora liczb
losowych o rozkiadzie normalnym:

B = normal(3;, I4) (3.26)

gdzie I to macierz jednostkowa.
b) oblicz «a(f,F):

a(B', ) = min {1, 77 PLGIS) | (3.27)

(8) Jesli ramnd(0,1) < (a(F,B),
to By = (B )
w przeciwnym razie ;11 = (0.
(4) t = t+1, skocz do (1).

Algorytm 4.

(0) Inicjalizacja. Niech ¢t =0. Wybierz poczatkowy zestaw parametrow
Bo. Okresl temperature poczatkowa Ty, maksymalng liczbe
iteracji N, oraz wyznacz wartosé 7 z réwnania TpyV2 = 1.

(1) Niech /& bedzie wartoScia otrzymana z generatora liczb losowych
o rozktadzie normalnym:

B = normal(3;, I) (3.28)

gdzie I, to macierz jednostkowa.
(2) Oblicz «a(f,5):

- PL(e|B')~PL(x|B;)
alf, B) = min{l,e T ’ } (3.29)
(8) Jesli rand(0,1) < a(B,53), to fiy1 =
w przeciwnym razie (i1 = [;.
4) Thy1 = v Ty, t = t+1, skocz do (1).

Algorytm 5.

(0) Inicjalizacja. Wybierz poczatkowy zestaw parametrow BO-

(1) Uruchom Algorytm 4 z wybranymi parametrami .

(2) Zapisz wynik z Algorytmu 4 jako poczatkowy zestaw parametrdw
Bo dla Algorytmu 3.

(3) Uruchom Algorytm 3.

(4) Powtdérz M razy (M < Njp) kroki (0), (1), (2), (3).
Zapisz wyniki z kroku 3 jako (;, i=1,...,M.
Estymate parametrdw oblicz ze wzoru:

E(Blz) = % >0 (3.30)
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3.5. Szczegdly implementacji

Generacja sztucznych tekstur, przygotowanie zestawoéw uczacych i segmentacja
tekstur to kolejne etapy przetwarzania danych, ktore zostaly zaimplementowane
w jezyku C++ z wykorzystaniem biblioteki OpenCV. Wynikiem implementacji jest
program o nazwie mrf_texture. Do celow wizualizacji wynikéw segmentacji za-
implementowano w jezyku C++, w oparciu o biblioteke Qt, dodatkowy program
testQt-02.

Do generacji sztucznych tekstur wykorzystano Algorytm 2. Krok (2) zaim-
plementowano, wyznaczajac dystrybuante rozktadu Gibbsa, obliczajac nastepnie
jej odwrotnosé dla wartosci wylosowanej z przedziatu (0, 1) z rownomiernym roz-
ktadem prawdopodobienistwa. Algorytm uruchamiano pieé¢ razy, przy czym kazde
uruchomienie wiazalo sie z wyznaczeniem koloréw dla wszystkich pikseli obrazu.

Krok (2) Algorytmu 2.
(1) oblicz Z = ) ., U(l), gdzie I=1,...,n
(2) oblicz Q) = Ele Ul)/Z, gdzie k=1,...,n
(3) wylosuj p = rand(0,1)
(4) for (k=1; k<n; k++)

if (p < Q) break;
(56) nowy kolor rdowna sie k

3.6. Eksperymenty
Eksperymenty, moéwiac ogélnie, polegaly na wykonaniu ponizszych czynnosci:
e przygotowaniu obrazow referencyjnych,
e wygenerowaniu zestawu uczacego dla sieci neuronowej,

e wytrenowaniu sieci neuronowej (przy zalozeniu, ze segmentacja bedzie wy-
konywana za jej pomoca) lub obliczeniu estymat parametréow (gdyby seg-
mentacja miata by¢ realizowana metoda funkcji najwiekszej wiarygodnoscei),

e przeprowadzeniu klasyfikacji tekstur (czyli uruchomieniu programu z odpo-
wiednia opcja).

3.6.1. Przygotowanie obrazow referencyjnych

Obrazy referencyjne mogly by¢ wygenerowane sztucznie lub tez przedstawiaé
rzeczywiste tekstury. W pierwszym przypadku przygotowanie tych obrazéw po-
legato na utworzeniu plikéw z teksturami wygenerowanymi za pomoca programu
mrf_texture. W drugim przypadku przygotowanie plikow z teksturami polegato
na recznym wycinaniu jednolitych pod wzgledem tekstury fragmentow z istnieja-
cych obrazow. Operacje wycinania udostepnia szereg programoéw do obrébki obra-
z6w rastrowych, jak np. program gimp lub narzedzia pakietu ImageMagick.
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3.6.2. Generacja zestawu uczacego dla sieci neuronowej
i estymacja parametréow

W zalezno$ci od liczby klas oraz przyjetego modelu zestaw uczacy mogt mieé
rozne rozmiary wektoréw wejsciowych i wyjsciowych. Na biezacym etapie imple-
mentacji rozmiar wektora wejSciowego rowny jest 4, gdyz taka jest liczba parame-
tréow w przyjetym modelu pél losowych. Rozmiar wektora wyjsciowego odpowiada
za$ liczbie wyroznionych klas tekstur (liczbie obrazow referencyjnych).

Generacja zestawu uczgcego odbywala sie w nastepujacy sposéb. Obraz re-
ferencyjny, zawierajacy teksture wzorcowa, przemiatany byl kwadratowa maska
o rozmiarze size X size. Wzgledne przemieszczenia maski okreslal parametr step.
W kazdym potozeniu maski uruchamiany byl algorytm estymujacy 4 parametry
modelu. Liczbe uruchomien algorytmu w danym polozeniu maski okreslal para-
metr trials _no. Ostateczny wynik, tj. usrednione wartosci kazdego z czterech pa-
rametrow uzyskane w trials _no probach dla jednego polozenia maski, definiowat
wektor wej$é¢ w zestawie uczacym sieci neuronowej. Ten n-wymiarowy wektor wyjsé
(w przypadku n obrazéw referencyjnych) tworzono, wstawiajac wartosé 1 na wspol-
rzednej odpowiadajacej analizowanej klasie tekstury oraz warto$é¢ 0 na pozostatych
wspolrzednych. Ostatecznie, liczba par uczacych dla jednej tekstury zalezala od
wartosci parametrow step, size oraz wysokosci i szerokosci obrazu referencyjnego
reprezentujacego teksture.

Ze wzgledu na to, ze przyjety model bazuje na otoczeniu drugiego rzedu, roz-
miar maski musi spelniaé¢ zalezno$¢ size > 3. Im wiekszy rozmiar maski, tym
lepiej estymuja sie parametry modelu. Jednak im wieksza maska, tym wieksze sa
problemy z wtasciwa estymacja parametrow na granicach obszaréow.

3.6.3. Trenowanie sieci

Trenowanie sieci odbywalo sie za pomoca programowego narzedzia SNNS. Na
poczatek tworzono sie¢ typu feed-forward o architekturze odpowiadajacej wygene-
rowanemu zestawowi uczacemu. Tak wiec liczby wejé¢ i wyjé¢ sieci zgadzaly sie
z rozmiarami wektoréw w parach uczacych. Liczba warstw ukrytych oraz ich licz-
no$¢ mogta by¢ dowolna, jednak w naszym przypadku przyjeto 2 warstwy ukryte
po 8 neuronéw kazda. Polaczenia neuronéw pomiedzy warstwami sieci bylty typu
kazdy z kazdym.

Przed przystapieniem do uczenia sieci jej wagi inicjalizowane byty losowo. Samo
uczenie odbywalo sie zgodnie z wybranym algorytmem (Backpropagation lub
Rprop). Nauczona sie¢ zapisywana byta nastepnie do pliku pod nazwa odpowiada-
jaca jej architekturze, np. 14h8h806.net. Uzywajac narzedzia snns2c, tworzono
plik nagtéwkowy i plik Zrodlowy, zawierajacy implementacje wytrenowanej sieci
w jezyku C, a nastepnie linkowano z programem mrf_texture.
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3.6.4. Segmentacja sztucznych tekstur

Segmentacja tekstur polegala na uruchomieniu programu mrf_texture z od-
powiednimi parametrami. Sztuczne tekstury, ktoére stuzyly poézniej jako obrazy
referencyjne (rys. 3.3), wygenerowano dla nastepujacego zestawu parametrow:

obraz | B | B2 | B3 | Ba
pol | 1.0 | 1.0 | -0.5 | -0.5

p02 | 1.0 | 0.8 | 0.5 | -0.5
p03 | 0.3 ] 03 | 0.3 | 0.3
p04 | 05| 1.0 | 05 | 0.7
p05 | 1.0 | 1.0 | -1.0 | 1.0
p06 | 2.0 | 2.0 | -1.0 | -1.0

p02

Rys. 3.3. Sztuczne tekstury.
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Usrednione, estymowane wartosci parametréw, obliczone na podstawie sztucz-
nych tekstur, byly nastepujace:

obraz B B2 Bs B4
poO1 1.08717 1.09241 -0.565433 | -0.566961
p02 1.04465 | -0.899957 | 0.558655 -0.54535
p03 0.320296 | 0.314226 | 0.288998 | 0.281211
p0O4 0.74194 1.30031 -0.843298 | 0.704515
pO5 1.53794 1.48114 -1.6005 1.53289
po6 2.4197 2.45401 -1.24345 -1.30294

Klasyfikacji poddawano obraz pALL (rys. 3.4), zawierajacy fragmenty wszyst-
kich szesciu sztucznych tekstur. Podczas klasyfikacji uzywano masek o roznych
rozmiarach. Ponizsze zestawienie przedstawia nazwy wygenerowanych obrazéw wy-
nikowych, otrzymanych medoda funkcji najwiekszej wiarygodnosci przy wartosci
skok=1 dla parametréow oryginalnych (dla ktérych wygenerowane zostaly sztuczne
tekstury) oraz dla parametrow estymowanych (wyznaczonych na bazie referencyj-
nych sztucznych tekstur).

Rys. 3.4.

parametry rozmiar
oryginalne | estymowane | maski
outInilb outEst15 15x15
outInil2 outEst12 12x12
outInilO outEst10 10x10
outInilb outEst12

outEstNN10

Wybrane wyniki segmentacji sztucznych tekstur.
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Do klasyfikacji siecig neuronowa (pierwszy sposob klasyfikacji) utworzono sie¢
typu feed-forward o czterech wejsciach, dwoch warstwach ukrytych po 8 neuro-
néow kazda i szesciu wyjsciach. Aby wytrenowaé sie¢, przygotowano zestaw uczacy,
analizujac w tym celu obrazy referencyjne. Trenowanie sieci odbywalo sie algoryt-
mem Rprop. Wyniki klasyfikacji sieciag neuronows przedstawiajg obrazy, ktérych
nazwy, wartos¢ parametru skok oraz rozmiar maski przedstawione sa w ponizszym
zestawieniu:

skok | rozmiar maski
outEstNN10 2 10x10
outEstNN15 1 15x15

Wybrane wyniki segmentacji pokazano na rysunku 3.4. Dowodza one ogdlnej
poprawnosci podejscia, tzn. tekstury byly ogélnie poprawnie rozpoznane, z do-
ktadnoscia zalezna od konkretnych zastosowanych parametrow.

3.6.5. Segmentacja tekstur naturalnych

Eksperymenty z naturalnymi teksturami przeprowadzono w podobny sposéb
jak te z teksturami sztucznymi. Jedyna réznica polegala na tym, ze obrazy refe-
rencyjne nie byly wygenerowane sztucznie (dla znanych parametrow), lecz byly
teksturami naturalnymi.

Obrazem wej$ciowym do eksperymentéw byl wielospektralny obraz satelitarny
o rozdzielczosdci 1 m, dla ktorego utworzono barwng kompozycje RGB dla pasm,
odpowiednio: 1, 2 i 3. Przestrzenn barw otrzymanego obrazu przeksztalcono na-
stepnie do przestrzeni HSV i wyselekcjonowano kanal V (wartosé). Otrzymany
obraz (256 odcieni szarosci) stanowil baze do przygotowania whasciwych danych
do eksperymentu. Z obrazu tego wycieto fragment testowy wartosc, ktory podle-
gal klasyfikacji, oraz fragmenty wzorcowe: domy, dziatki, grunt, las, rzeka, ktore
pelnity role obrazéw referencyjnych zawierajacych jednorodna teksture (rys. 3.5).

grunt

domy d21alk1 las rzeka

Rys. 3.5. Wzorce tekstur naturalnych.
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We wszystkich eksperymentach z naturalnymi teksturami uzywano maski o roz-
miarze 15x15. Usrednione estymowane wartosci parametroéw, uzyskane dla po-
szczegOlnych referencyjnych tekstur, byly nastepujace:

obraz B1 B2 B3 B4
domy 0.494702 | 0.550263 | 0.0208361 | 0.111291
dzialki | 0.401439 | 0.423862 | 0.120034 0.142854
grunt 0.867212 | 0.813467 0.58215 -0.174253
las 0.589072 | 0.393893 | 0.0747596 0.1255
rzeka 1.16445 1.95361 2.16164 -0.222192

Klasyfikacje tekstur naturalnych przeprowadzono obydwoma sposobami opisa-
nymi w podrozdziale 3.4. W przypadku sieci neuronowych zastosowano sieé¢ typu
feed-forward o identycznej architekturze jak sie¢ w eksperymencie ze sztucznymi
teksturami. Czes¢ uzyskanych wynikow przedstawia rysunek 3.6 (pozostate wyniki
nie odbiegaly znaczaco od wynikéw zaprezentowanych).

wartosé outEst15-6

= ,A}’?" % .‘- -

23
."" 5
L

Rys. 3.6. Wyniki segmentacji sztucznych tekstur. Obraz po lewej stronie to obraz
oryginalny. Obraz $rodkowy przedstawia wyniki uzyskane przy kwantyzacji kolorow do 6
pozioméw. Obraz prawy — wyniki uzyskane przy kwantyzacji kolorow do 12 poziomow.

Na podstawie przedstawionych na rysunku 3.6 wynikéw mozna wyciagnaé
wniosek, ze przyjety model pola losowego nie nadaje sie do reprezentowania na-
turalnych tekstur. Najwyrazniej, pomimo iz model ten dobrze sprawdza si¢ dla
tekstur sztucznych, to zawodzi dla tekstur naturalnych.
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4. Detekcja i klasyfikacja obszaréw
na zdjeciach lotniczych
za pomocy sieci neuronowych

Definicja klas pokrycia terenu identyfikowanych na zdjeciach lotniczych w wiek-
szym stopniu koresponduje z gospodarczym aspektem cech wspolnych obiektow niz
jednolitoscig 1 podobieristwem tych obiektéw na zdjeciach. Ta cecha obrazéw lot-
niczych przysparza duzych klopotéw w poprawnej klasyfikacji jednorodnych pod
wzgledem tematycznym obiektéw a réznych, czesto znacznie, pod wzgledem odbi-
cia $wiatta zarejestrowanego na materiale swiatloczutym. Przyktadem moze byé
klasa budynki, ktora — w zaleznosci od zastosowanego pokrycia dachu, stopnia
nastonecznienia i kata padania promieni stonecznych — czesto wykazuje duza roz-
pietosé cech spektralnych. Inny problem dotyczy podobieristwa w odbiciu §wiatta
od obiektéw roznych ze wzgledu na aspekt uzytkowania a wykonanych z podobnych
materiatéw, jak np. budynki kryte papa i drogi asfaltowe. Ponadto, w odrdznie-
niu od obrazéw satelitarnych, fotogrametryczne zdjecia lotnicze wykonywane sa
zazwycza] tylko w widzialnym zakresie spektrum, przez co mozliwo$é ich analizy
poprzez kombinacje kanalow spektralnych jest wykluczona lub co najmniej mocno
ograniczona. Wszystkie te cechy zdjeé¢ lotniczych powoduja konieczno$é odejscia
od wylacznej klasyfikacji na podstawie cech pojedynczego piksela — takich jak
odbicie $wiatta — i wlaczenia do analizy informacji z tresci otoczenia klasyfiko-
wanego punktu obrazu. Generalnie istnieja dwa podej$cia do analizy informacji
kontekstowej elementéow obrazu. Jedno oparte jest na kompleksowej segmentacji
obrazu, drugie — na statystycznej analizie sasiedztwa pikseli w oknie przeglada-
jacym. W drugiej grupie metod szeroko rozpowszechnione sg algorytmy oparte na
analizie tekstury obrazu.

Zastosowanie sieci neuronowych do rozwigzywania probleméw w kartografii
i systemach GIS znane jest juz od kilkunastu lat (Meng, 1993; Miiller, 1992; Open-
shaw et al., 1991). W tej stosunkowo nowej i wciaz rozwijajacej sie dziedzinie sieci
neuronowe sa stosowane do: klasyfikacji tematycznej (semantycznej) atrybutow
obiektow, klasyfikacji obiektow przestrzennych, agregacji i generalizacji itp. Przy-
ktadem moze tu byé zastosowanie sieci neuronowych do rozpoznawania wzorcow
i klasyfikacji ze wzgledu na sposob uzytkowania na obrazach rastrowych, np. ob-
razach satelitarnych, (Meng, 1993)). Poczatkowo zainteresowanie sieciami neuro-
nowymi wiazalo si¢ z problemem klasyfikacji per pizel, gdzie z zastosowaniem sieci
neuronowych wiazano nadzieje na zwiekszenie dokladnosci przestrzennej ograni-
czonej przez rozdzielczo$é dostepnych danych. Pézniejsze prace koncentrowaly sie
na klasyfikacji per parcel (lub per field), w ktorej taczono techniki uzywane w klasy-
fikacji per pizel z dodatkowym przetwarzaniem danych. Czesto istota dodatkowego
przetwarzania bylto wykorzystanie statystycznych wtasciwosci badanych obszaréw
(Berberoglu et al., 2000; German and Gahegan, 1996; Liu et al., 2002; Miller et al.,
1995; Tatem et al., 2001; Venkatesh and Raja, 2003).
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4.1. Rozpoznawanie tekstur

Tekstura jest cecha, ktéra pozwala rozrozniaé obszary w skali makroskopowe;j.
W niniejszym podrozdziale przedstawione zostana dwie pokrewne metody eks-
trahujace cechy, na bazie ktérych mozna dokonywaé segmentacji tekstur. Szersze
omoéwienie zagadnienia rozpoznawania i syntezy tekstur mozna znalezé w pracach
(Haralick, 1986; Tuceryan and Anil, 1998)).

4.1.1. Wariogram

Wariogram okresla sie jako semiwariancje w funkcji przesuniecia (Atkinson and
Emery, 1999; Atkinson and Lewis, 2000; Berberoglu et al., 2000; Carr, 1996, 1997):

1(h) = 5B [(Z00) = Z (x+ h)?] (11)

ktora mozna estymowaé wariogramem przykladu «(h) dla p(h) par obserwacji,
{z(x1),2(x; + h),l =1,2,...,p(h)} jak nizej:

p(h)

7(h) = 5p(h) > (20a) = 2(xi + h))? (4.2)

=1

Wariogramu, podobnie jak innych cech obrazujacych lokalna statystyke, mozna
uzy¢ do klasyfikacji obszaréw na obrazach satelitarnych (i zdjeciach lotniczych).
Wiecej informacji na temat réznych postaci wariograméw mozna znalezé w pracy
(Chica-Olmo and Abarca-Hernandez, 2000). Jest tam poréwnanie rezultatow kla-
syfikacji dla réznych pasm spektralnych Landsat 5 oraz réznych wariogramow.

4.1.2. Metoda macierzy GLCM w analizie tekstur

Metoda macierzy GLCM (ang. Gray Level Co-occurrence Matriz) pozwala wy-
znaczy¢ parametry tekstury, a co za tym idzie, dokonaé¢ segmentacji obrazu. Zalicza
sie ona do szerokiej gamy metod badajacych relacje sasiedztwa pikseli na analizo-
wanym obrazie.

Analiza relacji sasiedztwa w metodzie GLCM polega na zbudowaniu pewnej
macierzy, ktérej wartosci elementéw odzwierciedlaja liczbe wystapieri par pikseli
o tych samych kolorach w zadanej odleglosci od siebie, na zadanym kierunku i w za-
danym obszarze, na calym obrazie lub tez na jego fragmencie. Stad tez pochodzi
nazwa metody: macierz wspélnych wystapien szarych punktéw. Macierz sasiedz-
twa przedstawi¢ mozna wzorem:

Vil 3) = [{((r, ), (t,0)) : I(r,5) = i, I(t,0) = j}| (4.3)

gdzie i,j = 0,...,(IN — 1) to poziomy szarosci punktéw na obrazie odlegtych o [
na kierunku o, N — liczba poziomoéw szarosci, I(z,y) — wartosé koloru punktu
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o wspolrzednych (z,y) na obrazie, (t,v) = (r +lcosa, s + Isina). Stad widac, ze
macierz sasiedztwa V jest macierza kwadratowa, a jej rozmiar zdefiniowany jest
liczba poziomoéw szaro$ci obrazu. Kolumny macierzy GLCM odpowiadaja war-
tosciom poziomoéw szarosci punktéw sasiednich, natomiast wiersze — wartosciom
poziomow szarosci punktéw odniesienia. Stad wartosci elementéw w macierzy okre-
$laja, ile razy piksel o danym odcieniu sasiadowal z pikselem o innym odcieniu
w analizowanym obszarze.

Na bazie macierzy sasiedztwa wyznaczane sa pewne cechy statystyczne ana-
lizowanego obszaru. Macierz sasiedztwa poddawana jest symetryzacji (dzieki sy-
metrycznosci wystarczy analizowaé jedynie piksele pod jednym z katéw w danym
kierunku tzn. dla kata 90° i 270° macierze sasiedztwa beda identyczne):

_ VetV

Vio = (4.4)

i normalizacji liczba punktow analizowanego obszaru (aby wartosci elementéw mie-
Scily sie w granicach (0, 1)):

Viali,j)

b N1
> Vial(i,j)
1,7=0

(4.5)

J T

Symetryczna i znormalizowana macierz P; ; stanowi wyjscie do obliczenia cech
statystycznych. Z jej definicji wynika, ze oprocz parametrow [ i o istotnym jest row-
niez parametr okreslajacy wielkos¢ analizowanego obszaru. Stad, aby zmniejszy¢
ilos¢ generowanych danych (statystycznych cech), macierze sasiedztwa wyznaczone
dla réznych parametrow czesto sie usrednia. Metoda macierzy GLCM wymaga
duzych nakladéw obliczeniowych. Aby je zmniejszy¢, mozna przeskalowaé¢ wyste-
pujace na obrazie poziomy szarosci, co skutkuje pomniejszeniem ich liczby. Tym
samym zmniejszy sie rozmiar macierzy sasiedztwa.

W eksperymentach opisanych w dalszej czesci tego opracowania postuzono sie
parametrami statystycznymi zdefiniowanymi w nastepujacej tabeli.
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4.2. Uzycie sieci neuronowych z maska

4.2.1. Zalozenia eksperymentu

Aby przeprowadzi¢ klasyfikacje zdjecia lotniczego, obejmujaca rozpatrywany
zestaw klas uzytkowania, w projekcie zastosowano sztuczne sieci neuronowe z nad-
zorowana metoda ich uczenia. Eksperymenty wykonano na kolorowych ortoobra-
zach lotniczych o terenowej rozdzielczo$ci piksela okoto 0.5 metra. Przeprowadzono
rozpoznanie i klasyfikacje nastepujacych klas:

e Budynki
e Drogi
e Drzewa

Tematyka klas podyktowana byla zapotrzebowaniem na tego typu analizy
w zwigzku z budowa w Polsce regionalnych systeméw informacji przestrzennej.
Proces obliczeniowy obejmowal testowanie jakosci klasyfikacji ze wzgledu na skale
klasyfikowanego zdjecia i rozmiar otoczenia klasyfikowanego piksela (liczbe pikseli
podawanych na wejscie sieci neuronowej). Podzbior pikseli stanowiacych tresé in-
formacji kontekstowej zdefiniowany zostal jako kwadratowe okno przesuwne zwane
maska. Za piksel klasyfikowany przyjeto centralny piksel w masce (w przypadku
nieparzystego rozmiaru) lub pierwszy z lewej z dwoch centralnych pikseli (w przy-
padku parzystego rozmiaru maski). Proces przemiatania klasyfikowanego zdjecia
maska, a wiec kolejnos¢ tworzenia wektoréw cech, odbywatl si¢ od lewego gor-
nego rogu w kierunku prawym (wiersz po wierszu) ze skokiem jednego piksela.
Zilustrowany na rysunku 4.1 proces przetwarzania powoduje zmniejszenie obszaru
wynikowego klasyfikacji w stosunku do obrazu wejsciowego o szerokosé % rozmiaru
maski z kazdej strony z doktadnoscia do 1 piksela.

| piser

Dane wejsciowe Yeynik

Rys. 4.1. Schemat przetwarzania maska.

Zdjecie lotnicze analizowane bylo w dwoch rozdzielczosciach terenowych: okoto
0.5 x 0.5 m (oryginalnej) i otrzymanej przez przeskalowanie oryginalnej — okolo
1 x 1 m (zredukowanej). Testowano nastepujace wielkosci masek:
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e Dla rozdzielczosci 0.5 m : 15x15, 19%x19, 31x31, 39x39, 47x47
e Dla rozdzielczosci 1 m : 7x7, 9x9, 15x15, 19x19, 23x23

Rozmiary masek dobierano tak, aby w przyblizeniu obejmowaty taki sam ob-
szar w terenie dla obu rozpatrywanych rozdzielczosci. We wszystkich przypadkach
zdjecia rozbijane byly na kanaty RGB i do wektora wejsciowego sieci wartosci po-
szczegOlnych kanalow podawano réownoczes$nie. Sie¢ neuronowa wyposazona byla
w dwie warstwy ukryte po 10 neuronéw kazda. Liczba wej$¢ do sieci neurono-
wej determinowana jest przez rozmiar maski oraz liczbe kanaléow przestrzeni barw
uzytych do klasyfikacji. Uczono rozpoznawaé tylko jedna klase, totez tylko jeden
neuron wyjsciowy byt niezbedny. Schemat uzytej sieci neuronowej ilustruje rysunek
4.2.

WARSTWA | warstwy | WARSTWA
WEJSCIOWA | UKRYTE | wyIScrowa

DANE

Rys. 4.2. Schemat wielowarstwowej sieci neuronowej z jednym neuronem wyjsciowym.

Aby przeprowadzi¢ proces uczenia sieci metoda nadzorowana, niezbedne jest
przygotowanie zestawu uczacego, w sktad ktorego procz zestawow n danych wej-
Sciowych U zwanych wektorem cech w;(n) musi wchodzié zestaw oczekiwanej od-
powiedzi sieci d(n), dzieki ktoremu blad odpowiedzi sieci (r6znica pomiedzy war-
toscia oczekiwana a obliczona: €(n) = d(n) — y(n)) moze by¢ obliczony i wstecznie
propagowany w celu korekcji wag w;(n). Wektor cech U sktadat sie z trzech znor-
malizowanych zestawow wartosci pikseli (natezenia $wiatla dla kazdego kanalu
RGB), pobranych z obrazu o 8-bitowej rozdzielczosci kolorow. Wzorzec klasyfika-
cji, z ktorego generowano wartosci d(n), uzyskano z Topograficznej Bazy Danych
(TBD) i stanowil on binarny obraz rastrowy. Podobnie skonstruowany zostal drugi,
rozny od zestawu uczacego, zestaw danych zwany zestawem testowym. Sklasyfiko-
wany zestaw testowy poréwnywany byl do jego wzorca klasyfikacji z TBD w celu
obliczenia miar jakosci.
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Rys. 4.3. Zbioér uczacy i zbior testowy (zdjecia lotnicze) razem z obrazami
reprezentujacymi klasy: Budynki, Drogi, Lasy. Czerwone kwadraty zaznaczone na
obrazach odpowiadaja obszarom o wymiarze ok. 300x300 m w terenie [GUGIK].

Zestawy uczace oraz testowe wraz ze wzorcami szukanych klas przedstawiono
na rysunku 4.3. W czasie eksperymentéw przetwarzane byty cale zdjecia i dla ca-
tych zdje¢ obliczane byly numeryczne miary oceny poprawnosci klasyfikacji. Aby
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zachowaé przejrzystosé prezentowanych wynikéw, wizualne efekty przeprowadzo-
nej klasyfikacji zaprezentowano dalej tylko dla zaznaczonych obszaréw.

Proces obliczeniowy sieci neuronowych oparto o symulator SNNS (Stuttgart
Neural Network Simulator). W uczeniu z nauczycielem wykorzystano metode
wstecznej propagacji btedow. Schemat przetwarzania zdjeé¢ ilustruje rysunek 4.4.

WZORZEC
ELASVFIKACIT

UCZEMNIE

WYNIK
KLASYFIKACIIT

e ]

Rys. 4.4. Schemat przetwarzania zdjec.
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4.2.2. Eksperymenty

Wizualne rezultaty klasyfikacji zdje¢ lotniczych o pélmetrowej rozdzielczosci
terenowej przedstawiono na rysunku 4.5. Wyniki obliczono dla masek o rozmiarach
15x15 oraz 19x19 pikseli, tylko dla zbioru uczacego.

Typ Budynki Drogi Lasy
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Rys. 4.5. Wyniki klasyfikacji dla zbioru uczacego dla réznych rozmiaréw masek dla
zdjeé o rozdzielczosci terenowej 0.5 m.

Rysunki 4.6 i 4.7 przedstawiaja wyniki eksperymentéw dla obrazéw o roz-
dzielczosci metrowej otrzymane z zastosowaniem masek o rozmiarach: 7x7, 9x9,
15x15, 19%19, i 23x 23 pikseli. Zaréwno zdjecie uczace, jak i testowe mialy rozmiar
terenowy ok. 1000x700 m, co w przelozeniu na rozmiary obrazéw odpowiadato
wielkosci 2000 1400 pikseli dla rozdzielczosci pétmetrowej oraz 1000x700 pikseli
dla zdje¢ o metrowej rozdzielczosci terenowej. Uzyskane wyniki wskazuja na sen-
sowno$¢ dalszego zwiekszania rozmiaréw maski. Niestety, ztozonosé obliczeniowa
eksperymentéw z masks o rozmiarach 31x31 pikseli i wiekszych dla polmetrowej
rozdzielczosci przekraczaly mozliwosci obliczeniowe zastosowanego sprzetu i nie
zostaty przeprowadzone.
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Budynki
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referencyjne
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9%9

Wymniki klasyfikacji
15%x15

19x19

23x23

Rys. 4.6. Wyniki klasyfikacji dla zbioru uczacego dla réznych rozmiaréw masek dla
zdjeé o rozdzielczosci terenowej 1 m.
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Budynki Drogi Lasy

=
)
e}

7\

Obrazy
referencyjne

T

9%x9

Wyniki klasyfikacji
15x15

19x19

23 %23

Rys. 4.7. Wyniki klasyfikacji dla zbioru testowego dla réznych rozmiaréw masek dla
zdjeé¢ o rozdzielczosci terenowej 1 m.
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4.2.2.1. Ocena jakosci klasyfikacji

Aby dokona¢ ilosciowe]j oceny klasyfikacji, obliczono miary jakosci klasyfikacji
zaproponowane przez autoré6w w rozdziale 1.6. Zestawienie tych miar dla rozdziel-
czosci 1 m zawieraja ponizsze tabele.

Ocena wynikow klasyfikacji dla zestawu uczacego

T

]

p

Maska

Ky

U1

Uz

D1

D2

d

uDW

Budynki

X7

0.9778

0.8152

0.9861

0.7481

0.9906

0.9778

0.1987

9%x9

0.9776

0.8406

0.9841

0.7131

0.9925

0.9777

0.1752

15x15

0.9785

0.8538

0.9846

0.7256

0.9930

0.9786

0.1617

19x19

0.9786

0.8229

0.9870

0.7709

0.9905

0.9787

0.1901

23x23

0.9766

0.8313

0.9836

0.7129

0.9917

0.9765

0.1851

Drogi

X7

0.9857

0.7983

0.9868

0.2655

0.9988

0.9856

0.2149

9%x9

0.9875

0.8006

0.9893

0.4115

0.9981

0.9876

0.2101

15x15

0.9851

0.9141

0.9854

0.1944

0.9997

0.9851

0.1006

19x19

0.9840

0.7103

0.9854

0.2035

0.9985

0.9840

0.3043

23x23

0.9850

0.8991

0.9853

0.1975

0.9996

0.9849

0.1156

Lasy

X7

0.9230

0.6914

0.9484

0.5913

0.9660

0.9233

0.3602

9%x9

0.9289

0.6945

0.9587

0.6792

0.9614

0.9291

0.3468

15x15

0.9352

0.7269

0.9622

0.7099

0.9652

0.9357

0.3108

19%x19

0.9353

0.7740

0.9516

0.6224

0.9761

0.9350

0.2745

23x23

0.9224

0.6246

0.9766

0.8314

0.9338

0.9218

0.3988

Ocena wynikéw klasyfikacji

dla zestawu testowego

H
%

p

Maska,

R

U1

U2

D1

D2

d

uDW

Budynki

TXxT7

0.9716

0.9863

0.5534

0.9843

0.5865

0.9715

0.4604

9%x9

0.9726

0.9900

0.4831

0.9819

0.6298

0.9727

0.5270

15x15

0.9736

0.9883

0.5587

0.9843

0.6303

0.9735

0.4529

19x19

0.9726

0.9902

0.4838

0.9817

0.6397

0.9727

0.5260

23x23

0.9638

0.9734

0.6998

0.9890

0.4863

0.9638

0.3269

Drogi

X7

0.9837

0.9984

0.1166

0.9852

0.5459

0.9836

0.8850

9%x9

0.9837

0.9973

0.1820

0.9863

0.5363

0.9837

0.8207

15x15

0.9850

0.9996

0.1128

0.9852

0.8431

0.9849

0.8876

19x19

0.9841

0.9999

0.0378

0.9840

0.9375

0.9840

0.9622

23x23

0.9844

0.9989

0.1310

0.9856

0.6599

0.9845

0.8701

Lasy

X7

0.9464

0.9711

0.5446

0.9723

0.5336

0.9467

0.4843

9%x9

0.9458

0.9633

0.6616

0.9791

0.5230

0.9460

0.3751

15x15

0.9430

0.9604

0.6607

0.9789

0.5051

0.9432

0.3789

19x19

0.9395

0.9527

0.7193

0.9823

0.4822

0.9392

0.3281

23x23

0.9441

0.9622

0.6566

0.9786

0.5164

0.9446

0.3812
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4.2.2.2. Wnioski z eksperymentu

Opisany eksperyment mial na celu wykazanie mozliwosci identyfikacji na
wysokorozdzielczych zdjeciach fotogrametrycznych obiektow, takich jak budynki,
drogi czy drzewa. Juz wizualna analiza wynikéw przekonuje, ze przy odpowiednim
doborze parametrow procesu klasyfikacji mozliwe jest uzyskanie zadowalajacych
wynikow. Jakosé¢ klasyfikacji zalezy od charakteru obiektow klasyfikowanych. Naj-
lepsze wyniki uzyskano dla klasy Drzewa, co jest zrozumialte ze wzgledu na jej cechy
odbicia $wiatta. Zarejestrowane na materiale $wiattoczulym zadrzewienia wyraz-
nie kontrastujg barwg od pozostatych form pokrycia terenu. Oczywiscie kolor poje-
dynczego piksela nie jest wystarczajaca przestanka do zaliczenia go do danej klasy.
Sprogowanie obrazu byloby niewystarczajace, czego dowodem jest silna korelacja
pomiedzy wielkoscig maski a jakoscia klasyfikacji. Zatem informacja o otaczaja-
cych pikselach jest niezbedna. Wieksze problemy sprawita poprawna klasyfikacja
klas Budynki i Drogi. W tym przypadku zréznicowanie materiatu z jakiego wyko-
nano te obiekty, czyli niejednorodno$é klasy wzgledem odbicia swiatta, pogarszato
wyniki. Optymalny rozmiar maski zalezy od skali zdjecia i rodzaju klasy. W tabeli
przedstawiono uzyskane w eksperymencie optymalne wymiary masek.

Rozdzielczosé [m] | Klasa | Rozmiar maski
0.5 Budynki 15x15
0.5 Drogi 15x15
0.5 Drzewa 15x15
1 Budynki 19%x19
1 Drogi 9%x9
1 Drzewa 15x15

Otrzymane rezultaty, a takze ztozonos$¢ obliczeniowa problemu sugeruja, iz sto-
sowanie zdje¢ o nizszej, 1-metrowej rozdzielczosci nie wpltywa znaczaco na jakosé
klasyfikacji, natomiast w duzym stopniu skraca czas obliczen.

4.3. Uzycie sieci neuronowych
z algorytmem identyfikacji tekstur GLCM

W celu poprawy jakosci klasyfikacji zastosowano inne podejscie do ekstrakeji in-
formacji kontekstowej. Otoczenia pikseli zastapiono cechami opisujacymi teksture
w pewnym obszarze. Tu takze zastosowano metode przemiatania obrazu masks.
Obliczenia wykonano przy uzyciu metody identyfikacji tekstur GLCM. Otrzymany
zestaw parametréow GLCM, tacznie z wartoscia jasnosci klasyfikowanego piksela,
stanowil wektor cech podawany sieci neuronowej. Sie¢, stanowigca klasyfikator,
operowata znacznie zredukowanym, w poréwnaniu do poprzedniego eksperymentu,
wektorem cech dla kazdego piksela. W ten sposéb znacznie skrécono czas obliczen.
Aby ulatwié¢ ocene przydatnosci obliczanych cech do klasyfikacji, zastosowano ich
wizualizacje poprzez zrzutowanie na 8-bitowa skale odcieni szarosci.
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4.3.1. Metoda GLCM w identyfikacji budynkow
na zdjeciach lotniczych

Na jakos$é klasyfikacji pokrycia na zdjeciach lotniczych duzy wplyw ma wiel-
kos¢ okna maski GLCM, ktora zalezy od klasyfikowanego typu obiektow oraz skali
zdjecia. Wyznaczenie optymalnej wielkosci maski dla poszczegélnych zjawisk i skal
powinno byé przedmiotem dalszych badan. Ulatwieniem interpretacji uzyskiwa-
nych parametréow GLCM jest mozliwosé ich prezentacji w formie graficznej poprzez
liniowe przeksztalcenie w przestrzen 8-bitowa.
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Rys. 4.8. Zbioér uczacy i zbior testowy (zdjecia lotnicze) razem z obrazami
reprezentujacymi klase Budynki [GUGIK].

Wykonano eksperyment wykrywania budynkéw na zdjeciu lotniczym. W sktad
wektora uczacego wchodzily trzy kanaty RGB oraz usrednione parametry GLCM.
Zdjecie uczace i weryfikujace (rozdzielczo$¢ terenowa okolo 1 metra) oraz ich
wzorce przedstawia rysunek 4.8.

Obliczono parametry GLCM dla kazdego z kierunkéw i je usredniono. Zastoso-
wano maske 10x10 pikseli. Obliczono parametry statystyczne i po ich wizualizacji
i ocenie wzrokowej wykluczono z wektora uczacego parametr Maxz. Wizualizacje
uzyskanych parametrow statystycznych przedstawia rysunek 4.9.
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Rys. 4.9. Wizualizacja parametrow GLCM dla zdjecia lotniczego z budynkami.



W celu oceny wplywu wlaczenia parametrow GLCM do wektora uczacego za-
wierajacego juz kanaly RGB wykonano uczenie sieci dla takich samych danych
wejsciowych, lecz pozbawionych tych parametrow (w wektorze uczacym pozosta-
wiono jedynie kanaly RGB). Wszystkie parametry uczenia i wizualizacji dla obu
przypadkow byly takie same. Wynik uczenia sieci (dla zdjecia uczacego) oraz we-
ryfikacji na drugim zdjeciu dla danych uwzgledniajacych parametry GLCM i dla
danych pozbawionych tych wielkosci przedstawia rysunek 4.10.

Typ: Obraz Wyniki klasyfikacji
Budynki referencyjny GLCM+RGB RGB
2
zestaw
uczacy -
zestaw
testowy .

Rys. 4.10. Wyniki klasyfikacji dla zbioru uczacego i testowego przy uwzglednieniu
roznych cech (GLCM+RGB, RGB) dla obrazoéw o rozdzielczosci terenowej 1 m.

Doktadnosci klasyfikacji osiagniete w eksperymencie przedstawia tabela zawie-
rajaca wartosci miar oceny wynikow klasyfikacji dla zbioru uczacego i testowego,
przy uwzglednieniu réznych cech (I — GLCM-+RGB, II — RGB), dla obrazéow
o rozdzielczosci terenowej 1 m. Indeksy w macierzy niezgodnosci A: ¢ — klasa
otrzymana, j — klasa dostarczona.

Ocena wynikow klasyfikacji dla typu: Budynki

ce-

dane Kuw Uy Ug P1 P2 d uDW

chy
zestaw I | 0.9966 | 0.5532 | 0.9986 | 0.6353 | 0.9980 | 0.9966 | 0.4482
uczacy | II | 0.9974 | 0.5339 | 0.9995 | 0.8202 | 0.9979 | 0.9974 | 0.4666
zestaw I | 0.9972 | 0.2345 | 0.9997 | 0.7218 | 0.9975 | 0.9973 | 0.7657
testowy | II | 0.9932 | 0.4707 | 0.9949 | 0.2318 | 0.9983 | 0.9932 | 0.5344
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4.3.1.1. Wnioski

Wtaczenie do wektora uczacego parametrow GLCM zmniejsza liczbe blednych
przyporzadkowarni pikseli nie nalezacych do szukanej klasy. Zmniejsza takze liczbe
prawidlowo rozpoznanych pikseli. Majac jednak na uwadze fakt wskazania miejsc,
ktore naleza bez watpienia do klasy Budynki, zastosowanie rozszerzonego wektora
polepsza rozpoznanie (nie wystapito np. bledne zakwalifikowanie drogi).

4.3.2. Klasyfikacja obszaréw zabudowanych
na zdjeciach lotniczych
z zastosowaniem metody GLCM

Ten eksperyment polegal na przeprowadzeniu uczenia rozpoznawania obsza-
row zabudowanych na zdjeciach fotogrametrycznych za pomocs sieci neurono-
wych. W wektorze cech klasyfikowanych obszaréw uwzgledniano wybrane para-
metry GLCM oraz wartosci RGB.

Rozdzielczosé terenowa zaréwno zestawu uczacego, jak i testowego wynosita
okoto 1 m. Oba zestawy (rys. 4.11) obejmowaly obszar o powierzchni okoto 97 ha.
W celu polepszenia przejrzystosci w dalszej czesci zaprezentowano jedynie frag-
menty wynikow obejmujace obszary o wymiarach okoto 600x600 m, zaznaczone
czerwonym kwadratem.
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Rys. 4.11. Zestaw uczacy oraz zestaw testowy wykorzystany w eksperymencie
z klasyfikacja obszarow zabudowanych z uzyciem cech GLCM oraz RGB |GUGIK].
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Obrazy w skali szaro$ci poddano analizie tekstur. Obliczono nastepujace para-
metry GLCM przy zalozeniu maski o rozmiarze 30x 30 pikseli i kwantyzacji do 32
odcieni szarosci:

e kontrast

e odmiennosé

e podobienstwo

e maksymalne F; ; w masce

e ASM (Angular Second Moment)
e energia

e entropia

Zwizualizowane parametry GLCM dla fragmentu zdjecia z zestawu uczacego
przedstawiono na rysunku 4.12. W pierwszej kolumnie umieszczono cechy usred-
nione, w pozostalych cechy obliczone dla kazdego z mozliwych kierunkow.

Otrzymane parametry GLCM oraz wzorzec dla obrazka uczacego poshuzyty
do nauczenia sieci neuronowej stanowiacej klasyfikator. Zbudowano sieci: z poje-
dyncza warstwa ukryta zawierajaca 9 neuronéw oraz jednym wyjéciem. Warstwa
wejsciowa mialta wielkosé od 5 do 23 neuronéw w zaleznosci od rozmiaru wek-
tora uczacego. We wszystkich procz pierwszego eksperymentu uzyto zredukowany
zestaw cech GLCM:

e cnergia
e entropia

kontrast

e podobienstwo
e zrbznicowanie

Sie¢ uczono przez 1000 cykli. Wykonano klasyfikacje przy nastepujacych zaltoze-
niach:

1. klasyfikacja wszystkich, usrednionych (7) cech GLCM wraz z warto$ciami
RGB;

2. klasyfikacja nieusrednionych, zredukowanych cech GLCM (20) wraz z war-
tosciami RGB;

3. klasyfikacja nieusrednionych, zredukowanych cech GLCM (20) bez RGB;

4. klasyfikacja usrednionych, zredukowanych cech GLCM (5) wraz z warto-
Sciami RGB;

5. klasyfikacja usrednionych, zredukowanych cech GLCM (5) bez RGB.
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Wyniki klasyfikacji dla obrazka uczacego wg powyzszych oznaczen ilustruje
rysunek 4.13.
W celu weryfikacji nauczonych sieci wykonano klasyfikacje obrazka testowego
i otrzymano wyniki:

1. klasyfikacja wszystkich, usrednionych (7) cech GLCM wraz z warto$ciami
RGB;

2. klasyfikacja nieusrednionych, zredukowanych cech GLCM (20) wraz z war-
tosciami RGB;

3. klasyfikacja nieusrednionych, zredukowanych cech GLCM (20) bez RGB;

4. klasyfikacja usrednionych, zredukowanych cech GLCM (5) wraz z warto-
$ciami RGB;

5. klasyfikacja usrednionych, zredukowanych cech GLCM (5) bez RGB.

Wyniki klasyfikacji dla obrazka weryfikujacego wg powyzszych oznaczen ilu-
struje rysunek 4.14.
Dla otrzymanych rezultatow przeprowadzono ocene jakosci klasyfikacji. Wyniki
przedstawiono w ponizszej tabeli. Wartosci w tabeli stanowig miary oceny wynikow
klasyfikacji dla zbioru uczacego i testowego. Indeksy w macierzy niezgodnosci A:
1 — klasa otrzymana, j — klasa dostarczona.

Ocena wynikow klasyfikacji

Zest| Eksp. Kuw Uy Uo p1 P2 d uDW
1 0.6717 | 0.7832 | 0.9772 | 0.6133 | 0.9899 | 0.9687 | 0.0399

> 2 0.7789 | 0.8571 | 0.9842 | 0.7333 | 0.9927 | 0.9781 | 0.0264

g 3 0.7859 | 0.8004 | 0.9881 | 0.7953 | 0.9882 | 0.9773 | 0.0353

) 4 0.6759 | 0.7802 | 0.9778 | 0.6219 | 0.9895 | 0.9688 | 0.0403
5 0.6339 | 0.7471 | 0.9752 | 0.5782 | 0.9883 | 0.9652 | 0.0463

. 1 0.5944 | 0.6922 | 0.9633 | 0.5670 | 0.9783 | 0.9457 | 0.0574

% 2 0.5663 | 0.6418 | 0.9626 | 0.5603 | 0.9731 | 0.9457 | 0.0659
E 3 0.5874 | 0.6383 | 0.9659 | 0.6010 | 0.9707 | 0.9414 | 0.0660
S} 4 0.5966 | 0.6815 | 0.9642 | 0.5788 | 0.9767 | 0.9452 | 0.0590

= 5 0.5684 | 0.7050 | 0.9595 | 0.5182 | 0.9814 | 0.9447 | 0.0559
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oczekiwany wynik

Rys. 4.13. Klasyfikacja obrazu uczacego oraz jej oczekiwany wynik.




) oczekiwany wynik

|

Rys. 4.14. Klasyfikacja obrazu testowego oraz jej oczekiwany wynik.
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4.3.2.1. Wnioski

Niejednorodnosé w cechach spektralnych, zréznicowanie po wzgledem czesto-
tliwosci jasno$ci pikseli sprawia, ze klasa obszary zabudowane jest trudna do au-
tomatycznej identyfikacji na zdjeciach lotniczych. Przeprowadzony eksperyment
mial pozwoli¢ odpowiedzie¢ na pytanie, na ile reprezentatywne dla tej klasy sa
cechy GLCM opisujace teksture i czy w polaczeniu z odbiciem $wiatta pozwola na
zbudowanie modelu sprawnego klasyfikatora. Otrzymane wyniki potwierdzaja to,
iz ekstrakcja cech tekstur jest niezwykle pomocna i bez niej prawidtowe rozpozna-
nie jest bardzo trudne. Wachlarz przeprowadzonych testéw pozwala wnioskowaé,
ze istnieja jeszcze mozliwosci poprawy jakosci rozpoznania tej klasy poprzez dalsze
badania nad doborem parametrow klasyfikacji.

4.4. Poréwnanie klasyfikacji obszarow
na zdjeciach lotniczych
za pomocg masek oraz cech GLCM

4.4.1. Zalozenia eksperymentu

Przeprowadzone wezesniej eksperymenty polegajace na detekeji/klasyfikacji
obiektow powierzchniowych na zdjeciach lotniczych (por. rozdz. 4.2.1) uwzgled-
nialy w wektorze cech sasiedztwo klasyfikowanego piksela, wykorzystujac koncep-
cje maski przemiatajgcej obraz rastrowy i klasyfikujacej piksele za pomoca sieci
neuronowej. Takie jednoetapowe podejscie zwieksza znaczaco zlozonosé oblicze-
niowa procesu. Dla maski o rozmiarze np. 25x25 pikseli warstwa wejsciowa sieci
ma rozmiar 1875 neuronéw. Sie¢, w ktorej istnieja wszystkie mozliwe polaczenia,
a wiec powiazanie kazdego neuronu warstwy wejsciowej ze wszystkimi neuronami
warstwy kolejnej itd., wymaga duzych nakladéw obliczeniowych na jej nauczenie,
a zwigkszanie rozmiaru maski powoduje eksponencjalny wzrost ztozonosci.

W ujeciu dwuetapowym (por. rozdz. 4.3) zastosowano wstepne przetworzenie
obrazu wej$ciowego, polegajace na ekstrakcji wektora cech opisujacych teksture
w zadanym obszarze. Obszar ten odgrywa podobna role co maska w przetwarza-
niu jednoetapowym i moze rowniez by¢ nazwany maska. Rozmiar maski GLCM
nie ma wplywu na ztozono$¢ obliczeniowa zwiazang z uczeniem sieci neuronowej,
a jedynie na czas trwania obliczeni teksturowych. Wektor cech tekstury sktadajacy
sie z 7 wartosci rzeczywistych dla kazdego piksela dolaczony zostal w caltosci do
wektora jasnosci RGB uzytego w klasyfikacji z maskami. Otrzymany wektor 9 liczb
stanowit wejécie sieci neuronowej, przez co rozmiar warstwy wejsciowej zredukowal
sie do 9 neuronéow. Aby przeprowadzi¢ ocene jakosci tych dwoch podejsé, autorzy
przeprowadzili kolejny eksperyment. Jako material klasyfikacji postuzyly obrazy
lotnicze potudniowych okolic Warszawy o rozdzielczosci terenowej okoto 1 m. Dla
tego materialu wykonano w sposéb manualny wektoryzacje nastepujacych klas
pokrycia terenu:
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e budynki mieszkalne — budyn_m

e budynki przemystowe — budyn_p

e drogi asfaltowe — drogi_u

e drogi gruntowe — drogi_ g

e obszary lesne — las

o zadrzewienia — zadrzew

e woda stojaca — woda_ stoj

e grunty porosniete zbozem — pola_ z

e grunty porosniete trawa — pola_ [

e obszary zabudowy mieszkaniowej — zab_m
e obszary zabudowy przemystowej — zab_p
e obszary pozostale — inne

Mozaike obrazoéw przedstawia rysunek 4.15. Kwadratem zaznaczono obszar
uczacy w eksperymencie.

Rys. 4.15. Mozaika obrazéw lotniczych uzytych w eksperymencie [GUGIK].

Manualna klasyfikacje danych eksperymentalnych prezentuje rysunek 4.16,
a fragment danych wektorowych zawierajacych pole uczace — rysunek 4.17.

(0]
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Rys. 4.17. Uczacy fragment klasyfikacji danych eksperymentalnych.



4.4.2. Wyniki

Przeprowadzono uczenie sieci dla wybranych klas pokrycia terenu, z treno-
waniem oddzielnych sieci dla kazdej klasy. W uczeniu tym zastosowano maski
o rozmiarach 7x7, 15x 15 oraz 25x25 pikseli. Analizy tekstury dokonano przy na-
stepujacych ustawieniach parametrow: maska GLCM o rozmiarze 30x30 pikseli
i kwantyzacja odcieni szarosci do 32 pozioméw. Fragmenty ciekawszych wynikow
klasyfikacji dla zestawu testowego (roznego od uczacego) zaprezentowano na ry-
sunku 4.18.

Obliczone zgodnie z opisana w rozdziale 1.6 metoda parametry ilosciowej oceny
jakosci klasyfikacji dla wybranych klas zestawiono w ponizszej tabeli.

Typ | Sasiedztwo K U1 Us 1 Do d uDW
= 7T 0.975 | 0.806 | 0.977 | 0.325 | 0.997 | 0.975 | 0.217
gl 15x15 0.976 | 0.783 | 0.979 | 0.392 | 0.996 | 0.976 | 0.237
Z 25x25 0.977 | 0.753 | 0.982 | 0.461 | 0.995 | 0.977 | 0.265
2 GLCM 0.954 | 0.694 | 0.961 | 0.309 | 0.992 | 0.954 | 0.344
o X7 0.970 | 0.201 | 0.983 | 0.173 | 0.986 | 0.970 | 0.815
gl 15x15 0.967 | 0.331 | 0.992 | 0.608 | 0.975 | 0.968 | 0.676
—g 25x 25 0.966 | 0.354 | 0.992 | 0.654 | 0.979 | 0.967 | 0.658
o GLCM 0.967 | 0.524 | 0.982 | 0.482 | 0.984 | 0.967 | 0.494
o X7 0.969 | 0.301 | 0.972 | 0.037 | 0.997 | 0.969 | 0.719
- 15x15 0.989 | 0.219 | 0.990 | 0.004 | 0.999 | 0.990 | 0.791
éﬁ 25% 25 0.989 | 0.130 | 0.990 | 0.004 | 1.000 | 0.989 | 0.880
o GLCM 0.947 | 0.244 | 0.952 | 0.031 | 0.995 | 0.947 | 0.804

X7 0.857 | 0.997 | 0.810 | 0.635 | 0.999 | 0.857 | 0.192

@ 15x15 0.926 | 0.995 | 0.894 | 0.815 | 0.997 | 0.926 | 0.111
— 25%25 0.939 | 0.995 | 0.912 | 0.849 | 0.997 | 0.939 | 0.093
GLCM 0.592 | 0.978 | 0.342 | 0.491 | 0.960 | 0.592 | 0.680

. TXT 0.898 | 0.788 | 0.924 | 0.701 | 0.949 | 0.898 | 0.288
5 15x15 0.888 | 0.759 | 0.919 | 0.690 | 0.941 | 0.888 | 0.322
g 25x25 0.877 | 0.717 | 0.918 | 0.691 | 0.926 | 0.877 | 0.366
GLCM 0.867 | 0.827 | 0.888 | 0.791 | 0.909 | 0.867 | 0.285

< X7 0.952 | 0.846 | 0.954 | 0.302 | 0.996 | 0.952 | 0.199
o 15x15 0.952 | 0.832 | 0.974 | 0.300 | 0.997 | 0.952 | 0.197
kS, 25x25 0.960 | 0.848 | 0.971 | 0.301 | 0.997 | 0.960 | 0.198
= GLCM 0.946 | 0.816 | 0.953 | 0.586 | 0.984 | 0.942 | 0.231
. TXT 0.914 | 0.348 | 0.941 | 0.218 | 0.968 | 0.915 | 0.710
@ 15x15 0.926 | 0.441 | 0.937 | 0.139 | 0.986 | 0.926 | 0.622
?: 25% 25 0.920 | 0.418 | 0.946 | 0.288 | 0.969 | 0.920 | 0.636
N GLCM 0.924 | 0.757 | 0.933 | 0.374 | 0.986 | 0.928 | 0.901
T 0.793 | 0.414 | 0.954 | 0.793 | 0.794 | 0.793 | 0.629

E| 15x15 0.861 | 0.554 | 0.926 | 0.615 | 0.907 | 0.861 | 0.519
9 25%25 0.891 | 0.554 | 0.925 | 0.615 | 0.907 | 0.891 | 0.520
™ GLCM 0.816 | 0.620 | 0.896 | 0.709 | 0.852 | 0.816 | 0.484
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4.4.3. Whnioski

Oba testowane podejscia do ekstrakcji cech i klasyfikacji obiektow posiadaja
podobne mozliwo$ci w zakresie jako$ci otrzymywanych wynikéw. Zréznicowanie
tematyczne identyfikowanych klas nie pozwala na ekwiwalentne uzycie klasyfikacji
z maskami i z cechami tekstury. Dla klas obszarowo niewielkich (Budynki, Drogi)
podejscie GLCM nie poprawia znaczgco wynikow, natomiast mozna zauwazy¢ taka
poprawe w stosunku do klas o duzej roznorodnosci w odbiciu spektralnym (ob-
szary zabudowane). Uzycie zredukowanego wektora cech dzieki metodzie GLCM
znaczaco obniza zlozonosé obliczeniowa procesu i przyspiesza wielokrotnie czas
uczenia sieci neuronowej. Dla klasy Drogi prezentowane podejscia sa nieadekwatne.
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RASTER IMAGE CLASSIFICATION
USING ARTIFICIAL NEURAL NETWORKS
AND STATISTICAL CLASSIFICATION METHODS

Summary

This publication is the result of several years of research* on processing raster
images — both aerial photographs and satellite images — using a broad spectrum
of image processing methods and statistical classification methods.

In particular, in many cases of classification, extensive use has been made of
artificial neural networks, whose principle advantages are:

e the ability to process data in the situations, where there is no correct formal
model, or, generally, a good understanding of the problem is lacking, as well
as any kind of heuristic information,

e the ability of learning algorithms od data processing without programming,
based on a series of examples,

e the ability to generalize,

e resistance to errors and other glitches in data (such as some data missing,
etc.).

During the last decade the geographic information systems in Poland have un-
dergone significant changes, namely, aerial and satellite images have begun to be
used routinely. One of the factors motivating these changes was joining the Euro-
pean Union and the implementation of the IACS system, which requires covering
the whole country by high-resolution aerial — and partially satellite — images.
In addition to being used for the purposes of verifying the direct subsidies for the
agriculture, these images have found a number of other uses. One of them was bu-
ilding the national spatial data infrastructure (NSDI): the topographic database
(TDB) with the level of detail corresponding to the 1:10,000 scale, and the vector
map level two (VMAP L2) with the level of detail corresponding to the 1:50,000
scale.

The original premise of the work undertaken in the project was to develop the
technology of applying the artificial neural networks to provide a data feed and
verification ability for the referential data bases using the aerial photographs and
satellite images. The initial series of experiments used image processing with the
aid of a mask (the immediate neighborhood of a pixel, explained in more detail
in chapters 2 and 4) which was used as input data to the neural network (see

*This work has been supported from the funds of the Committee of Scientific Research under
the research project number 5T12E02924 during the years 2003-2006.
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sections 1.2 and 1.3). But since not all the results obtained from the automatically
trained neural networks were satisfactory, a number of fundamental statistical
techniques have been applied for comparison, such as cluster analysis (section 1.4),
or the Bayesian classifier, so-called “naive” (section 1.5).

During the course of this research, there soon appeared a need to use an objec-
tive method for evaluating the quality of the results obtained during the subsequent
experiments. Most desirable — from the point of view of the area classification —
would be to have an objective and global measure of the quality of classification
using the given method. For this purpose an analysis was performed of the better
known quality measures of this type, and section 1.6 contains their review and
discussion. It turned out that no single evaluation method provides an absolute
and adequate measure of the classification quality. Therefore in the following part
of this monograph a complete set of them is calculated and presented for all the
experimental results.

The subsequent work undertook a classical task of satellite image classification.
A number of experiments have been conducted using data from the NOAA, Land-
sat, and SPOT satellites. For this purpose the image data have been augmented
with additional statistical characteristics, allowing to take into account — in addi-
tion to the spectral response — the texture of the area under analysis. A number
of statistical feature extraction methods have been applied, such as: chromatic
moments, Markov and Gibbs random fields, variograms, and the GLCM matrix
elements. The theoretical background of these methods have been presented in
chapters 2 and 3. The results obtained in this research were mixed. For example,
image segmentation using the chromatic moments brought partial success, while
the attempt to use the Markov random fields has failed. Some classification results
using textures have been very successful, with relative error in the neighborhood
of a few percent.

The next stage of research concerned processing aerial photographs (chapter 4).
This was due to the efforts for developing a method to feed referential databases
from aerial photographs. The goal for this work was not to automate the data
acquisition process, but just to detect specific objects, which can support the veri-
fication of the database creation tasks performed by outside cartographic entities.
Additionally, effort was made in this project to determine the built-up areas for the
TDB and VMAP Level 2. Since the results obtained using neural networks on just
the spectral response have been inadequate, additional processing and advanced
spatial analysis was necessary to improve them. In this case the earlier develo-
ped methods based on textures, and more specifically, the GLCM method turned
out to be particularly useful. This improved the classification results, although
the correctness of this classification varied with the objects being classified, from
excellent results for classes such as water and forests, to more modest results for
buildings and roads.

In most cases the inclusion of the GLCM parameters gave the same or better
results as with masks, but at the lower computational costs.
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All work in this project has been done using strictly non-commercial software.
This includes both complete, ready-to-use applications, such as the excellent neural
network simulator SNNS, as well as raster image processing libraries OpenCV and
Image Magick, and basic programming tools such as: C and C++ compilers, editors
and debuggers, which have been used to develop specific programs for the purpose
of this project.
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