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Małgorzata Machowska-Szewczyk 
Zachodniopomorski Uniwersytet Technologiczny w Szczecinie 

KLASYFIKACJA OBIEKTÓW REPREZENTOWANYCH 
PRZEZ RÓŻNEGO RODZAJU CECHY SYMBOLICZNE 

Streszczenie: Większość opracowanych metod klasyfikacji symbolicznej umożliwia gru-
powanie obiektów opisanych za pomocą cech symbolicznych tego samego typu. W prak-
tycznych zastosowaniach wiele obiektów może być charakteryzowanych przez cechy sym-
boliczne mieszane, czyli o wartościach różnego typu: w postaci zarówno numerycznej, 
przedziałów liczbowych, listy wartości, jak i list wartości z wagami. Celem pracy jest pre-
zentacja metod klasyfikacji obiektów symbolicznych o cechach mieszanego typu zapropo-
nowanych w pracy [de Carvalho, de Souza 2010] oraz przedstawienie propozycji uogólnie-
nia tych algorytmów do klasyfikacji rozmytej. Główna idea polega na transformacji wartości 
symbolicznych różnego typu na wartości symboliczne w postaci histogramu. 

Słowa kluczowe: analiza danych symbolicznych, dane symboliczne o cechach różnych ty-
pów, wartości symboliczne w postaci histogramu, rozmyta klasyfikacja. 

1. Wstęp 

Większość opracowanych metod klasyfikacji symbolicznej umożliwia grupowanie 
obiektów opisanych za pomocą cech symbolicznych tego samego typu. W praktycz-
nych zastosowaniach wiele obiektów może być charakteryzowanych przez cechy 
symboliczne mieszane, czyli o wartościach różnego typu: w postaci zarówno nume-
rycznej, przedziałów liczbowych, listy wartości, jak i listy wartości z wagami. 

Celem pracy jest prezentacja zaproponowanych w pracy de Carvalho i de Souza 
[2010] metod klasyfikacji obiektów symbolicznych o cechach mieszanego typu oraz 
przedstawienie propozycji uogólnienia tych algorytmów do klasyfikacji rozmytej. 
Metody te opierają się na metodologii grupowania iteracyjnego z adaptacją odległo-
ści euklidesowej. Odległości są zmieniane w każdej iteracji algorytmu i mogą być 
albo takie same dla wszystkich klas, albo niejednakowe dla poszczególnych grup.  
W pierwszym kroku dokonuje się transformacji wartości symbolicznych różnego 
typu na wartości symboliczne w postaci histogramu. Zaproponowana przez autorkę 
modyfikacja umożliwia przeprowadzenie klasyfikacji zarówno w sensie klasycznym 
(wówczas jest realizowana metoda klasyfikacji de Carvalho, de Souza), jak i w sen-
sie rozmytym. Klasyfikacja rozmyta jest bardzo użyteczna w sytuacji trudno separo-
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wanych klas, obiekty tzw. mieszańce mogą być klasyfikowane do klas z pewnym 
stopniem przynależności. Klasyfikacja klasyczna wymusza przypisanie obiektu tylko 
do jednej klasy, przez co nie są rozpoznawane obiekty, których podobieństwo do 
kilku klas jednocześnie jest dość duże, a jakość otrzymanej klasyfikacji jest wówczas 
niska. Proponowany algorytm wnosi zatem dodatkową możliwość do analizy danych 
symbolicznych o cechach mieszanego typu.  

2. Wstępna homogenizacja danych  

Każdy obiekt i ze zbioru {1, ..., },nΩ =  opisywany przez wartości p zmiennych 
symbolicznych 1{ , ..., }pX X , jest utożsamiany z wektorem danych symbolicznych  

o mieszanych typach cech ( )1 2, , ..., , 1, ...,p
i i i ix x x i n= =x . To oznacza, że zmienna 

symboliczna jX  może przyjąć dla danej jednostki i wartość j
ix  w postaci [Bock,  

Diday 2000]:  
• podzbioru, czyli ( ) ,j

j i jX i x A= ⊂ gdzie { }1 2, , ...,
j

j j j
j HA t t t=  jest zbiorem kate-

gorii;  
• uporządkowanej listy kategorii, czyli j

ix  jest podlistą uporządkowanej listy 

kategorii 1 2, , ...,
j

j j j
j HA t t t =   ; 

• przedziału: [ ]( ) ; ;j j j
j i i iX i x a b a b = = ⊂  , gdzie [ ];a b ∈J, J jest zbiorem prze-

działów domkniętych w zbiorze liczb rzeczywistych; 
• histogramu: ( )( ) ( ), ( )j j j

j iX i x S i i= = q , gdzie ( )1 2( ) , , ...,
ij

j j j j
i i iHi q q q=q  jest 

wektorem wag definiowanym w )(iS j , takim że waga j
imq  odpowiada katego-

rii m należącej do ( ),jS i  a ( )jS i  jest nośnikiem miary ( ).j iq   
Standardowy algorytm klasyfikacji [Diday, Simon 1976] ma na celu znalezienie 

podziału ( )1 2, , ..., KP C C C=  zbioru Ω  na ustaloną liczbę K  klas i odpowiadają-
cych im wzorców ( ), ..., K= 1G g g  przez lokalną minimalizację kryterium W, które 
ocenia dopasowanie między klasami i ich odpowiednimi reprezentantami. 

Aby pokonać trudność, jaką jest reprezentacja obiektów za pomocą uporządko-
wanych lub nieuporządkowanych danych symbolicznych różnego typu, dokonuje się 
wstępnego przetwarzania, którego celem jest uzyskanie odpowiedniej homogenizacji 
danych symbolicznych. Polega ono na transformacji danych o mieszanych typach 
cech na symboliczne dane o wartościach w postaci histogramu. 

Jeżeli jX  jest zmienną o wartościach podzbioru, to jej transformacja w symbo-

liczną zmienną jX~  o wartościach w postaci histogramu osiągana jest w następujący 
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sposób: ( )( ) ( ), ( ) ,j j
j i jX i x A i i= =

 q  gdzie { }1 2, , ...,
j

j j j
j HA t t t=  jest dziedziną zmien-

nej jX  i nośnikiem wektora wag ( )1 2( ) ( ), ( ), ..., ( )
j

j j j j
Hi q i q i q i=q . Wagi 

( )( ) 1, ...,j
h jq i h H=  kategorii j

j
h At ∈  są zdefiniowane jako [de Carvalho 1995]: 

 
1   jeżeli 

( )( ) ,
0         jeżeli 

j j
h ijj

ih
j j

h i

t x
c xq i

t x

 ∈= 
 ∉

 (1) 

gdzie c(A) jest mocą skończonego zbioru kategorii A. 

Jeżeli jX  jest zmienną o wartościach w postaci uporządkowanej listy, to prze-

kształca się ją w symboliczną zmienną jX~  o wartościach histogramu następująco: 

( )( ) , ( ) ,j j
j i jX i x A i= = Q

  gdzie 1 2, , ...,
j

j j j
j HA t t t =    jest nośnikiem wektora skumulo-

wanych wag ( )1 2( ) ( ), ( ), ..., ( )
j

j j j j
Hi Q i Q i Q i=Q . Skumulowane wagi 

( )( ) 1, ...,j
h jQ i h H=  kategorii j

ht  z listy jA  są zdefiniowane jako [de Carvalho 
1995]: 

 
1

1 ,  jeżeli  jest na liście 
( )( ) ( )  gdzie  ( ) ,

0         , w przeciwnym przypadku

j j
h r ijj j j

ih r rr

t x
l xQ i q i q i

=


= = 


∑  (2) 

l(A) zaś jest długością uporządkowanej listy kategorii A. 

W przypadku zmiennej jX  o wartościach w postaci przedziałów jest ona trans-

formowana w symboliczną zmienną jX~  o wartościach w postaci histogramu nastę-

pująco: ( )( ) , ( )j j
j i jX i x A i= = Q

 , gdzie { }1 2, , ...,
j

j j j
j HA I I I=  jest listą elementarnych 

przedziałów, stanowiących nośnik wektora skumulowanych wag 

( )1 2( ) ( ), ( ), ..., ( )
ij

j j j j
Hi Q i Q i Q i=Q . Skumulowana waga ( )( ) 1, ...,j

h jQ i h H=  elemen-

tarnego przedziału j
hI  jest zdefiniowana jako [de Carvalho 1995]: 

 
1

( )( ) ( )  gdzie  ( ) ,
( )

j j
hj j j r i

h r r jr
i

l I xQ i q i q i
l x=

∩
= =∑  (3) 

l(I) zaś jest długością domkniętego przedziału I. 
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Można pokazać, że: ( )0 ( ) 1 1, ...,j
h jq i h H≤ ≤ =  i 

1
( ) 1.jH j

hh
q i

=
=∑  Ponadto także 

)()( 11 iQiq jj =  i ( )1( ) ( ) ( ) 2,..., .j j j
h h h jq i Q i Q i h H−= − =  

Granice elementarnych przedziałów ( )1, ...,j
h jI h H=  są uzyskiwane z uporząd-

kowanych granic n + 1 przedziałów { }1 2, , ..., , [ ; ]j j j
nx x x a b  i liczba elementarnych 

przedziałów jH  wynosi co najwyżej 2n. Przedziały elementarne mają następujące 
własności [de Carvalho 1995]: 
a) 

1
[ ; ],jH j

hh
I a b

=
=∑  

b)  jeżeli ,j j
h hI I h h′ ′∩ =∅ ≠  

c)  takie, że ,j j
h ih i I x∀ ∃ ∈Ω ∩ ≠∅  

d) {1, ..., }: .j
i

j j j
i j h ih S

i S H I x
∈

∀ ∃ ⊂ =


 

Po etapie wstępnego przetwarzania każdy obiekt i (i = 1, …, n) jest reprezento-
wany przez wektor danych symbolicznych o wartościach w postaci histogramu 

( )1, ..., p
i i ix x=  
x , przy czym ( ), ( ) ,j j

i jx D i= u  gdzie jD  (dziedzina zmiennej jX )  
w zależności od typu pierwotnej zmiennej jest zbiorem kategorii, uporządkowaną 
listą kategorii lub listą elementarnych przedziałów, ( )1( ) ( ), ..., ( )

j

j j j
Hi u i u i=u   

jest wektorem wag lub skumulowanych wag. Wzorzec klasy ( )1, ...,kC k K=   
jest także reprezentowany przez wektor danych symbolicznych o wartościach w po-
staci histogramu ( )1 , ..., p

k k kg g=g , ( ), ( )j j
k jg D k= v ( )1, ...,j p= , gdzie 

( )1( ) ( ), ..., ( )
j

j j j
Hk v k v k=v  jest wektorem wag lub skumulowanych wag, jD   jest 

zbiorem kategorii, listą kategorii lub listą elementarnych przedziałów. Warto zauwa-
żyć, że dla każdej zmiennej ( )1, ...,j p=  nośnik jest taki sam dla wszystkich jedno-
stek i wzorców.  

Zgodnie z ogólnym schematem algorytm klasyfikacji iteracyjnej [Diday, Simon 
1976] poszukuje podziału ( )1 1, , ..., KP C C C∗ ∗ ∗ ∗=  zbioru Ω  na ustaloną liczbę K klas, 

odpowiadającego K wzorcom ( )1 , ..., K
∗ ∗ ∗=G g g , reprezentującym klasy w ,P∗ oraz 

K wektorów wag ( )1 , ..., K
∗ ∗ ∗=D λ λ  parametryzujących kwadraty adaptacyjnych 

odległości euklidesowych, dla których minimalna będzie wartość funkcji kryterial-
nej: 

 ( ) ( )1
, , , / .

k

K
i k kk

i C
W P d

=
∈

=∑ ∑ G D x g λ  (4) 

We wzorze (4) rozważa się: 
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a) kwadraty adaptacyjnych odległości euklidesowych parametryzowane przez 
jednakowy wektor wag ( )1, ...,k k K= =λ λ , gdzie ( )1, ..., pλ λ=λ  zmienia się  
w każdej iteracji, ale jest taki sam dla wszystkich klas: 

 ( ) ( ) ( )22
1 1 1

, / ( ), ( ) ( ) ( ) ,jp p Hj j j j j j
i k h hj j h

d i k u i v kλ ϕ λ
= = =

= = −∑ ∑ ∑x g u vλ  (5) 

b) kwadraty adaptacyjnych odległości euklidesowych parametryzowane przez 
wektory wag ( )( )1, ..., 1, ...,p

k k k k Kλ λ= =λ , które zmieniają się w każdej iteracji  
i są niejednakowe dla poszczególnych klas: 

 ( ) ( ) ( )22
1 1 1

, / ( ), ( ) ( ) ( ) .jp p Hj j j j j j
i k k k k h hj j h

d i k u i v kλ ϕ λ
= = =

= = −∑ ∑ ∑x g u vλ  (6) 

W pierwszym przypadku wektor wag jest szacowany globalnie dla wszystkich 
klas od razu, podczas gdy w drugim wagi są estymowane lokalnie dla każdej klasy.  

3. Algorytm klasyfikacji dla danych symbolicznych 
o różnych typach zmiennych 

Algorytm klasyfikacji, rozpoczynając od rozwiązania początkowego 
( )0 0 0

0 , , ,v = G D P  stosuje na przemian trzy kroki aż do uzyskania zbieżności, tzn. 
gdy kryterium W osiąga stałą wartość, reprezentującą lokalne minimum. 

2.1 Krok 1: Najlepszy wzorzec 
Twierdzenie 1 [de Carvalho, de Souza 2010]. Jeżeli ( )1, ..., KP C C=  oraz 

( )1, ..., K=D λ λ  są ustalone, to niezależnie od funkcji odległości (równania (5) i (6)) 

wektor wzorców ( )1, ..., K=G g g , gdzie ( )( )1 , ..., 1, ...,p
k k kg g k K= =g  z 

( ), ( )j j
k jg D k= v  ( )1, ...,j p= , który minimalizuje kryterium klasyfikacji W, jest taki, 

że elementy ( )( ) 1, ...,j
h jv k h H=  wektora wag ( )1( ) ( ), ..., ( )

j

j j j
Hk v k v k=v  są obli-

czane zgodnie ze wzorem:  

 
1( ) ( )

k

j j
h h

i Ck

v k u i
n ∈

= ∑  (7) 

gdzie kn  jest liczebnością klasy .kC  
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2.2 Krok 2: Najlepsze wagi 
Twierdzenie 2 [de Carvalho, de Souza 2010]. Jeżeli ( )1, ..., KP C C=  oraz 

( )1, ..., K=G g g  są ustalone, to K wektorów wag ( )1, ..., K=D λ λ , które minimali-
zują kryterium W, są obliczane w zależności od zastosowanej funkcji odległości. 

a) Jeżeli funkcja odległości jest dana przez równość (5), to wektory wag 
( )1, ...,k k K= =λ λ , gdzie ( )1, ..., pλ λ=λ , które minimalizują kryterium klasyfi-

kacji W, przy czym 0>jλ  i 1 ,p j
j λ η=∏ =  gdzie η∈R  jest stałe, mają swoje wagi 

jλ  obliczane zgodnie ze wzorem: 

 
( )( )

( )( )

1

2

1 1 1

2

1 1

( ) ( )
.

( ) ( )

p
l

k

j

k

K Hp l l
l h hk i C h

j

K H j j
h hk i C h

u i v k

u i v k

η
λ

= = ∈ =

= ∈ =

   ∏ −      =
 −  

∑ ∑ ∑

∑ ∑ ∑
 (8) 

b) Jeżeli funkcja odległości jest dana przez równość (6), to wagi 
( )( )1, ..., 1, ...,p

k k k k Kλ λ= =λ , które minimalizują kryterium klasyfikacji W, przy 

czym 0>j
kλ  i χλ =∏ =

j
k

p
j 1 , gdzie χ ∈R  jest stałe, mają swoje wagi j

kλ  oblicza-
ne następująco: 

 
( )( )( ){ }

( )( )

1
2

1 1

2

1

( ) ( )
.

( ) ( )

p
l

k

j

k

Hp l l
l h hi C h

j
k H j j

h hi C h

u i v k

u i v k

χ
λ

= ∈ =

∈ =

∏ −
=

−

∑ ∑

∑ ∑
 (9) 

2.3 Krok 3: Najlepszy podział 
Twierdzenie 3 [de Carvalho, de Souza 2010]. Jeżeli ( )1, ..., K=G g g  

i ( )1, ..., K=D λ λ  są ustalone, to podział ( )KCCP ,...,1= , który minimalizuje kry-
terium W, jest aktualizowany zgodnie z następującą regułą alokacji: 

( ) ( ) ( ) ( ){
( )}

: , / , /   lub , / , / ,   

           o ile 1,...,
k i k k i m m k i k k k i m mC i d d d d

k m m k m K

= ∈Ω < =

< ∀ ≠ =

   x g x g x g x gλ λ λ λ
 (10) 

2.4. Schemat algorytmu 
1. Dla 1, ...,i n=  i 1, ...,j p=  obliczyć ( ), ( ) ,j j

i jx D i= u stosując równość (1), 
(2) lub (3) w zależności od typu zmiennej symbolicznej. 

2. Losowo wybrać podział ( )(0) (0) (0)
1 , ..., KP C C=  lub K różnych obiektów 

(0) (0)
1 , ..., Kg g  należących do Ω  i przypisać poszczególne obiekty do najbliższego 
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wzorca )0(
∗kg , gdzie ( ) ( )( )2(0) (0)

1,..., 1 1
arg min ( ) ( ) .jp H j j

k K h hj h
k u i v k∗

= = =

 = − 
 
∑ ∑  Przy-

jąć t = 1. 

3. Dla k = 1, …, K obliczyć ( )( ) 1 ( ) ( )( ) , ..., ( )t t p t
k k kg g=g , ( )( )( )( )( ) , ( ) ,

tj t j
k jg D k= v  

( )1, ...,j p= , gdzie ( ) ( ) ( )( )( ) ( )

1 1( ) ( ) ,..., ( ) ,
j

tt tj j j
Hk v k v k =  

 
v  wykorzystując równość 

(7). 
4. Obliczyć ( )( ) ( ) 1 ( ) ( )( ) , ..., ( )t t t p t

k k λ λ= =λ λ , gdzie ( )1, ..., pλ λ=λ  zgodnie z równo-

ścią (8) lub ( )( ) ( ) 1 ( ) ( )( ) , ..., ( )t t t p t
k k λ λ= =λ λ  zgodnie z (9) w zależności od stosowanej 

metody. 
5. Przydzielić poszczególne obiekty do klas zgodnie z regułą (10). Przyjąć t = t + 1. 
6. Jeżeli nie nastąpiła zmiana w przydzieleniu obiektów do klas to STOP,  

w przeciwnym przypadku idź do 3. 

4. Algorytm klasyfikacji rozmytej dla danych symbolicznych 
 o różnych typach cech  

Zaproponowane przez autorkę uogólnienie procedury de Carvalho i de Souza [2010] 
na przypadek klasyfikacji rozmytej pozwoli w sytuacji trudno separowanych klas 
wykorzystać częściową przynależność do klas obiektów, których podobieństwo do 
kilku klas jednocześnie jest duże. Uwzględniając stopnie przynależności do poszcze-
gólnych klas, można zdefiniować funkcję, stanowiącą kryterium klasyfikacji nastę-
pująco: ( ) [ ] ( )1 1

, , ( ) , / min,K n r
k i k kk i

W i dµ µ
= =

= →∑ ∑

G D x g λ  przyjmując, że r > 1 

oznacza stopień rozmycia, )(ikµ  zaś stopień przynależności obiektu i do klasy kC  

oraz 
1

( ) 1.K
kk

iµ
=

=∑  
Zakładając, że wagi są jednakowe w każdej klasie lub niejednakowe, można, ko-

rzystając z metody mnożników Lagrange’a i rozwiązując odpowiednie układy rów-
nań, wyznaczyć wartości stopni przynależności poszczególnych obiektów do klas 
odpowiednio: 

 
( )

( )

1/( 1)2

1 1

1/( 1)2

1 1 1

( ) ( )
( )  ,

( ) ( )

j

j

rp Hj j j
h hj h

k rK p Hj j j
h hq j h

u i v k
i

u i v q

λ
µ

λ

− −

= =

− −

= = =

 −  =
 −  

∑ ∑

∑ ∑ ∑
 (11) 
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( )

( )

1/( 1)2

1 1

1/( 1)2

1 1 1

( ) ( )
( )=  .

( ) ( )

j

j

rp Hj j j
k h hj h

k rK p Hj j j
q h hq j h

u i v k
i

u i v q

λ
µ

λ

− −

= =

− −

= = =

 −  
 −  

∑ ∑

∑ ∑ ∑
 (12) 

Dalej, postępując analogicznie, można wyznaczyć wektor wzorców klas, który 
minimalizuje kryterium klasyfikacji: 

 
[ ]
[ ]

1

1

( ) ( )
( )  .

( )

n r j
k hj i

h n r
ki

i u i
v k

i

µ

µ
=

=

= ∑
∑

 (13) 

Podobnie można wyznaczyć najlepsze wagi, dla których funkcja kryterium osią-
ga minimum lokalne, przy czym 0>jλ  i 1 ,p j

j λ η=∏ = gdzie η∈R  jest stałe: 

 
[ ] ( )( ){ }

[ ] ( )

1
2

1 1 1 1

2

1 1 1

( ) ( ) ( )
.

( ) ( ) ( )

p
l

j

K n Hrp l l
l k h hk i h

j
K n Hr j j

k h hk i h

i u i v k

i u i v k

η µ
λ

µ

= = = =

= = =

 ∏ −  =
 −  

∑ ∑ ∑

∑ ∑ ∑
 (14) 

Jeżeli w funkcji kryterialnej W uwzględniony zostanie kwadrat odległości eukli-
desowej, parametryzowany wagami, które mogą być dla poszczególnych klas nie-
jednakowe oraz zmieniają się w każdej iteracji, to przy założeniu, że 0>j

kλ   

i χλ =∏ =
j
k

p
j 1 , gdzie χ ∈R  jest stałe, do wyznaczenia wag minimalizujących kry-

terium W można wykorzystać metodę mnożników Lagrange’a oraz pewne elementy 
algebry i otrzymać wzór: 

 
[ ] ( )( ){ }

[ ] ( )

1
2

1 1 1

2

1 1

( ) ( ) ( )
.

( ) ( ) ( )

p
l

l

n Hrp l l
l k h hi hj

k n Hr j j
k h hi h

i u i v k

i u i v k

χ µ
λ

µ

= = =

= =

∏ −
=

−

∑ ∑
∑ ∑

 (15) 

Poszczególne kroki algorytmu klasyfikacji rozmytej dla danych symbolicznych o 
różnych typach cech przedstawiono na rys. 1. 
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Rys. 1. Algorytm rozmytej klasyfikacji dla danych symbolicznych o cechach symbolicznych 
różnego typu 

Źródło: opracowanie własne. 

5. Podsumowanie 

Przedstawiony algorytm iteracyjny klasyfikacji klasycznej oraz rozmytej pozwala 
grupować obiekty o cechach symbolicznych mieszanego typu. Algorytm stosujący 
odległości z różnymi wagami dla poszczególnych klas jest w stanie rozpoznać klasy 
o różnych kształtach i wielkościach, co stanowi niewątpliwą zaletę. Wadą zaś jest to, 
że wyniki klasyfikacji są uzależnione od podziału wstępnego. Oceny eksperymental-
ne dla danych przedziałowych wykazały wyższość algorytmu klasyfikacji stosujące-
go jednakowe wagi pod względem jakości rozpoznawania klas (ocenionej za pomocą 
skorygowanego indeksu Rand) w konfiguracji danych z prawie jednakową dyspersją 
klas a priori, zaś wyższość algorytmu wykorzystującego wagi niejednakowe dla 
poszczególnych klas w przypadku, gdy dyspersja klas z góry zadana jest niejedna-
kowa. Zaproponowane metody rozmytej klasyfikacji dla danych symbolicznych  
o różnych typach cech są uogólnieniem przedstawionych metod de Carvalho i de 
Souza, zatem mają te same zalety oraz wady. Umożliwiają jednak przypisanie po-
szczególnym obiektom stopni przynależności do poszczególnych klas w zakresie od 
0 do 1. Ma to szczególne znaczenie, gdy klasy są trudno separowane i sztywna klasy-
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fikacja wymusza przypisanie obiektu tylko do jednej klasy. Zatem w takim przypad-
ku klasyfikacja rozmyta może dać lepsze rezultaty, rozpoznając obiekty „mieszań-
ce”, których podobieństwo do kilku klas jednocześnie jest duże. 

Kierunkiem dalszych działań będzie przeprowadzenie badań eksperymentalnych, 
które pozwolą ocenić skuteczność tych metod na tle innych, w przypadku gdy klasy 
są trudno separowane oraz prezentacja osiągniętych korzyści praktycznych, wynika-
jących z uogólnienia algorytmów na przypadek klasyfikacji rozmytej. 
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CLUSTERING ALGORITHMS FOR MIXED-FEATURE 
SYMBOLIC OBJECTS 

Summary: The majority of discussed classification methods allow clustering of symbolic 
objects described by variables of the same type. In real applications many objects can be 
characterized by symbolic mixed feature types: both numeric-valued, interval-valued, set of 
categories-valued and ordered list-value with weights. The aim of this work is to present 
clustering algorithms discussed in paper [de Carvalho, de Souza 2010] for objects, which 
can be described simultaneously by mixed type symbolic data and to propose generalization 
of these algorithms for fuzzy classification. The main idea is the transformation of mixed 
feature-type symbolic data into histogram-valued symbolic data. 

Keywords: symbolic data analysis, mixed feature-type symbolic data, histogram-valued 
symbolic data, fuzzy classification. 

 
 
 

 


