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zwi ¾azek mi¾edzy kolejnymi stanami obiektu, z rozmyt ¾a obserwacj ¾a cech
obiektu. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

2.2.2. Model II. Zwi ¾azek rozmytej obserwacji cech obiektu; z zastosowanym
sterowaniem uN�1 w takcie poprzednim . . . . . . . . . . . . . . . . . . . . 22

2.2.3. Model III. Zwi ¾azek rozmytej obserwacji cech obiektu; z zaobserwowan ¾a
klas ¾a jN�1 w takcie poprzednim . . . . . . . . . . . . . . . . . . . . . . . . 24

2.2.4. Model IV. Zwi ¾azek rozmytej obserwacji cech obiektu; z klas ¾a jN�1 i
sterowaniem uN�1 w takcie poprzednim . . . . . . . . . . . . . . . . . . . . 25
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Rozdzia÷1

Wst¾ep

1.1. Wprowadzenie

Cz÷owiek od pocz ¾atku swojego istnienia stawa÷nieustannie przed z÷o·zonymi prob-
lemami podejmowania decyzji. Nasz pradawny przodek zdawa÷sobie spraw¾e z faktu,
·ze podj¾ecie prawid÷owych rozwi ¾azań problemów wi ¾a·ze si¾e z du·zymi korzýsciami. W
drodze ewolucji umys÷cz÷owieka stawa÷si¾e coraz bardziej rozwini¾ety i zdolny do rozwi ¾a-
zywania coraz to bardziej skomplikowanych zadań.
Z÷o·zone procesy zachodz ¾ace w mózgu i jego zdolnóśc do analizy, rozpoznawania,

gromadzenia informacji, itd., sta÷y si¾e źród÷em inspiracji badań naukowych. Zacz¾e÷y
powstawác teorie oraz bazuj ¾ace na nich modele matematyczne odwzorowuj ¾ace pro-
cesy zachodz ¾ace w mózgu. To w÷ásnie metody matematyczne umo·zliwi÷y modelowanie
procesów rozpoznawania. W po÷¾aczeniu z teori ¾a optymalizacji decyzje te stawa÷y si¾e
najefektywniejsze, w sensie poprawnych rozwi ¾azań.
Przez rozpoznawanie b¾edziemy rozumiéc zakwali�kowanie badanego obiektu na

podstawie cech jego opisuj ¾acych do pewnej klasy. Przyk÷adem zadania rozpoznawania
mo·ze býc analiza odcisków palców na podstawie których system rozpoznaje dan ¾a os-
ob¾e. Obiektem w tym przypadku jest cz÷owiek, cechami s ¾a charakterystyczne wielkósci
opisuj ¾ace analizowane linie papilarne (kszta÷t, rozmieszczenie,...). Oprócz identy�kacji
linii papilarnych, istniej ¾a metody rozpoznawania na podstawie analizy g÷osu, b ¾ad́z
obrazu dna oka. Innym znanym z literatury przyk÷adem jest rozpoznawanie liter.
Spotykamy si¾e równie·z z przyk÷adem zadania rozpoznawania w medycynie. Obiektem
mo·ze tutaj býc pacjent, cechami pewne parametry opisuj ¾ace chorob¾e (wyniki badań),
b ¾ad́z pacjenta, np. wiek, waga, wzrost, itp., a klasami nazwy chorób.
Ci ¾ag÷y post¾ep techniczny oraz bardzo du·zy zakres mo·zliwósci zastosowania sys-

temów ekspertowych sprawia, ·ze metody rozpoznawania obiektów s ¾a ci ¾agle rozwijane
i ulepszane. Wi¾ekszóśc systemów ekspertowych opiera si¾e na przetwarzaniu logicznych
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1.1. Wprowadzenie

regu÷, które opisuj ¾a zale·znósci mi¾edzy obserwowanymi cechami, a de�niuj ¾acymi je
klasami [54].
W rzeczywistósci zbiory ucz ¾ace, za pomoc ¾a których budujemy algorytmy wnio-

skowania s ¾a nieprecyzyjne, niepewne i czasami sprzeczne. W zwi ¾azku z powy·zszym
faktem konieczne by÷o i jest opracowywanie algorytmów przetwarzania takich infor-
macji. Modele algorytmów rozpoznawania oparte s ¾a na ró·znych teoriach. Najbardziej
znan ¾a teori ¾a wykorzystywan ¾a w modelach rozpoznawania jest probabilistyka. W teorii
tej do rozpoznawania stanu obiektu wykorzystywany jest klasy�kator bayesowski.
Przyk÷ady prac z rozpoznawania bayesowskiego odnaléźc mo·zna w ró·znych opracow-
aniach [54, 56, 65]. Ze wzgl¾edu na niewielk ¾a elastycznóśc w przetwarzaniu wiedzy
niepewnej, niepe÷nej przez model bayesowski powsta÷y stosunkowo niedawno ciekawe
i wielce nósne intelektualnie teorie, których autorami s ¾a Lot� Zadeh oraz Artur P.
Dempster i Glen Shafer.
Pocz ¾atki teorii zbiorów rozmytych odnajdujemy w pracy Lot�ego A. Zadeha "Fuzzy

Sets" z 1965 roku. Teoria ta jest obecnie rozwijana bardzo intensywnie i odgrywa
du·z ¾a rol¾e w zastosowaniach informatycznych matematyki - co dowodzi, ·ze najbardziej
abstrakcyjne pomys÷y miewaj ¾a nadspodziewanie praktyczne zastosowania. Logika
rozmyta jest narz¾edziem, za pomoc ¾a którego mo·zemy dokonác opisu nieprecyzyjnej
rzeczywistósci. Jak·ze cz¾esto u·zywamy poj¾éc przybli·zonych. Ile·z razy mówimy, ·ze
któs ma "oko÷o 176 cm wzrostu", albo, ·ze cós wa·zy "oko÷o 3 kg". Okazuje si¾e, ·ze
logika wypowiedzi typu "mo·zliwe, ·ze...", "prawie, ·ze...", "oko÷o..."..., jest nauce i tech-
nice bardzo potrzebna. Cz¾esto nie jestésmy w stanie precyzyjnie okréslíc pewnych
wartósci. Stosuj ¾ac odpowiednie techniki, mo·zna na podstawie pewnej analizy sytuacji
"rozmytej" uzyskác decyzj¾e ca÷kiem precyzyjn ¾a. Przyk÷ady modeli z teorii zbiorów i
logiki rozmytej, mo·zna odnaléźc w pracach [6, 10, 47, 63, 72]:
Obok teorii logiki rozmytej zastosowanie w informatyce i to tej najbardziej prak-

tycznej znalaz÷a teoria Dempstera-Shafera, zwana inaczej teori ¾a ewidencji matematy-
cznej b ¾ad́z teori ¾a funkcji przekonania. Teoria ta zosta÷a stworzona przez Glena Shafera
w 1976 roku. Jest ona rozszerzeniem pewnych zagadnień wnioskowania statystycznego
[7, 8, 9]. Poniewa·z s ¾a to zagadnienia sformu÷owane przez Artura P. Dempstera wi¾ec
przyj¾eto w wielu pracach nazewnictwo jej, jako teorii "Dempstera-Shafera", któr ¾a
dalej b¾edziemy nazywác (DST). Teoria ta ma wiele wa·znych metodologicznych za-
let, tj. daje mo·zliwóśc sk÷adania niezale·znych ewidencji, umo·zliwia wnioskowanie
w przypadku niepe÷nej wiedzy, we wnioskowaniu jest znósna obliczeniowo. Istniej ¾a
prace [11, 13, 16, 19, 46, 55, 66, 68, 73, 74] świadcz ¾ace o jej ci ¾ag÷ym rozwoju. Teoria
Dempstera-Shafera znajduje równie·z zastosowanie w medycynie czego przyk÷adem s ¾a
prace [60, 61, 64].
Coraz cz¾ésciej spotykamy si¾e z próbami ÷¾aczenia np. teorii zbiorów rozmytych

z probabilistyk ¾a czego przyk÷adem s ¾a prace [6, 18]. Istniej ¾a równie·z próby ÷¾aczenia
teorii zbiorów rozmytych z teori ¾a ewidencji matematycznej Dempstera-Shafera, o czym
świadcz ¾a prace [62, 74] oraz prace R. Yagera . [70, 71].
Cenne prace z systemami neuro-rozmytymi publikowane s ¾a przez J. ×¾eskiego [48,

49, 51]. W pracy [49] autor skupia si¾e na wykorzystaniu neuro-rozmytego systemu
do diagnostyki autonomicznego uk÷adu nerwowego analizuj ¾acego sygna÷HRV w pod
pasmach widmowych.
W algorytmach rozpoznawania istniej ¾a w÷ásciwie dwa rodzaje wiedzy. Pierwszy
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rodzaj, to wspomniana wy·zej wiedza eksperta w postaci regu÷eksperckich. Drugim
rodzajem wiedzy jest zbiór ucz ¾acy.
Powy·zej wspomniane prace dotycz ¾a rozpoznawania jednoetapowego. Cz¾esto jednak

mamy do czynienia ze z÷o·zonymi problemami decyzyjnymi. Problemy te dotycz ¾a np.
rozpoznawania obiektów z wieloma cechami oraz klasami. Zatem niezb¾edne okaza÷o si¾e
stworzenie z÷o·zonych metod rozpoznawania [28, 29, 30]. Przyk÷adem takiego rozpoz-
nawania jest podej́scie sekwencyjne. Jest ono z÷o·zonym procesem decyzyjnym. W di-
agnostyce sekwencyjnej kolejno pojawiaj ¾ace si¾e obiekty s ¾a od siebie zale·zne. Oznacza
to, ·ze konstruuj ¾ac algorytmy rozpoznawania nale·zy pami¾etác o tym, ·ze nie mo·zna
ograniczác si¾e tylko do aktualnych pomiarów. Nale·zy wzi ¾ác pod uwag¾e dost¾epn ¾a in-
formacj¾e pomiarow ¾a. Zawiera ona kolejno pojawiaj ¾ace si¾e stany obiektu w postaci klas,
sterowań, czy te·z wczésniej zmierzonych wartósci cech obiektu. Podej́scie sekwencyjne
do zadania rozpoznawania ma zalety jak równie·z wady. Bardzo trudno uj ¾ác w algo-
rytmie rozpoznawania wszystkie dotychczasowe stany obiektu. Zatem nale·zy stosowác
pewne uproszczenia. Zadanie rozpoznawania sekwencyjnego mo·zna cz¾esto spotkác w
diagnostyce medycznej. Polega ono na wielokrotnym rozpoznaniu stanu pacjenta na
podstawie wyników badań wykonywanych co pewien czas. Stan pacjenta jest zale·zny
od przebiegu ca÷ej choroby.
Pierwsze prace z zakresu rozpoznawania sekwencyjnego mo·zna odnaléźc w pracach

[40, 2, 3].
Prace [41, 42, 43, 44, 69, 75, 78, 79, 80, 81, 82] opisuj ¾a mo·zliwósci zastosowa-

nia modeli probabilistycznych w z÷o·zonym rozpoznawaniu. Bardzo wiele opracowań
mo·zna odnaléźc w pracach Zespo÷u Katedry Systemów i Sieci Komputerowych. Prace
[24], [25], [26], [27] uwzgl¾edniaj ¾a podej́scie statystyczne, metody rozmyte oraz sz-
tuczne sieci neuronowe. Bardzo bogat ¾a merytorycznie jest praca [23] M. Kurzyńskiego,
M. Wózniaka i A. ·Zo÷nierka. Autorzy prezentuj ¾a wyniki ró·znych klasy�katorów w
zadaniu rozpoznawania sekwencyjnego, bazuj ¾ace na relacjach rozmytych, podej́sciu
probabilistycznym, sieciach neuronowych dwóch typów (Back Propagation, Counter
Propagation). Badania przeprowadzone przez autorów dotycz ¾a rozpoznawania stanów
zaburzeń równowagi kwasowo-zasadowej. Autorzy porównuj ¾a algorytmy uwzgl¾ednia-
j ¾ac w rozpoznawaniu {0,1,2} takty poprzednie. Wyniki jakie uzyskali świadcz ¾a o tym,
·ze uwzgl¾ednienie zale·znósci mi¾edzy kolejno pojawiaj ¾acymi si¾e obiektami istotnie polep-
sza cz¾estósci poprawnych klasy�kacji w stosunku do algorytmów nie uwzgl¾edniaj ¾acych
takich zale·znósci.
Innym przyk÷adem rozpoznawania z÷o·zonego mo·ze býc wnioskowanie za pomoc ¾a

drzew decyzyjnych, czego przyk÷ady mo·zemy znaléźc w pracach [29, 30, 32, 33, 36, 37,
38]. Spósród wymienionych wy·zej pozycji, w pracach [37, 38] odnajdujemy przyk÷ady
sytemu rozmytego zastosowanego do rozpoznawania wieloetapowego. W niniejszej
pracy skupiono si¾e na z÷o·zonym rozpoznawaniu sekwencyjnym, w którym ÷¾aczy si¾e
logik¾e rozmyt ¾a z teori ¾a Dempstera-Shafera w celu opisu zwi ¾azków mi¾edzy cechami
oraz etapami rozpoznawania. Zadanie rozpoznawania jest realizowane przez funkcj¾e
przekonania.
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1.2. Teza i cel pracy

1.2. Teza i cel pracy

1.2.1. Teza pracy

Istnieje mo·zliwóśc zbudowania algorytmów rozpoznawania sekwencyjnego z mod-
elem ÷¾acz ¾acym teori¾e ewidencji matematycznej z teori ¾a zbiorów rozmytych. Model taki
poprawia dok÷adnóśc klasy�kacji w warunkach niepewnósci oraz niepe÷nósci informa-
cji. Jest on co najmniej tak skuteczny, a nawet lepszy w sensie cz¾estósci poprawnych
klasy�kacji od istniej ¾acych algorytmów rozpoznawania sekwencyjnego.

1.2.2. Cele pracy

1. Sformu÷owanie modelu matematycznego zadania rozpoznawania sekwencyjnego.
2. Opracowanie algorytmów rozpoznawania bazuj ¾acych na teorii ewidencji matem-
atycznej i teorii zbiorów rozmytych.

3. Przeprowadzenie badań eksperymentalnych na losowo wygenerowanych danych em-
pirycznych, a w tym wyznaczenie charakterystyk przedstawiaj ¾acych zale·znósci:

- skutecznósci algorytmów od d÷ugósci zbioru ucz ¾acego,
- skutecznósci algorytmów od ilósci obszarów rozmytych,
- skutecznósci algorytmów od wielkósci nachodzenia na siebie rozk÷adów g¾es-
tósci prawdopodobieństwa cech w klasach,

- skutecznósci algorytmów od miary zale·znósci pomi¾edzy zmiennymi tworz ¾a-
cymi zbiór ucz ¾acy [39]

- skutecznósci algorytmów zale·znej od wspó÷czynnika sprzecznósci regu÷rozmy-
tych.

4. Przeprowadzenie badań eksperymentalnych wykorzystuj ¾ac dane rzeczywiste:
a) stany zaburzeń równowagi kwasowo-zasadowej (zbiór ucz ¾acy zgromadzony przez
Zespó÷Katedry Systemów i Sieci Komputerowych, Politechniki Wroc÷awskiej,
w Klinice Neurochirurgii AM we Wroc÷awiu),

b) stany zaburzeń równowagi kwasowo-zasadowej (zbiór ucz ¾acy zgromadzony przez
autora pracy w Szpitalu Wojewódzkim na Oddziale Nefrologii i Wewn¾etrznym
we W÷oc÷awku)

1.3. Podej́scie sekwencyjne do zadania rozpoznawania

Do napisania niniejszej pracy sk÷oni÷y autora problemy podejmowania decyzji,
w rozpoznawaniu sekwencyjnym zwi ¾azane z niepe÷nósci ¾a, nieprecyzyjnósci ¾a, wieloz-
nacznósci ¾a i sprzecznósci ¾a (w rozwi ¾azywaniu których istniej ¾a luki) danych pochodz ¾a-
cych ze zbiorów ucz ¾acych. Praca te jest pewn ¾a kontynuacj ¾a, rozszerzeniem, nowa-
torskim podej́sciem w stosunku do prac Zespo÷u, które by÷y cytowane wczésniej. W
niniejszej pracy autor stara si¾e sprostác niepe÷nósci i nieprecyzyjnósci oraz sprzecznósci
informacji, ÷¾acz ¾ac teori¾e ewidencji matematycznej z teori ¾a zbiorów rozmytych. W teorii
Dempstera Shafera stopnie przekonania maj ¾a charakter subiektywny i zgodnie z jej
postulatami s ¾a szacowane przez eksperta [68]. W pracy do badań wykorzystano zbiór
ucz ¾acy, który sk÷ada si¾e z wyników badań oraz poprawnych diagnoz, zatem mo·zna
potraktowác go jako zgodny z powy·zszym postulatem.
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1.3. Podej́scie sekwencyjne do zadania rozpoznawania

Zalet ¾a rozpoznawania sekwencyjnego jest uwzgl¾ednienie wp÷ywu stanu b ¾ad́z stanów
przesz÷ych obiektu, które wywieraj ¾a pewien wp÷yw na stan aktualny. W przypadku
rozpoznawania ró·znego rodzaju zaburzeń w medycynie, lekarze cz¾esto wykorzystuj ¾a
do postawienia diagnozy oprócz aktualnych wyników badań, wyniki oraz leczenia za-
stosowane w przesz÷ósci.
Rozpoznawanie sekwencyjne nie ma konkretnego wymiaru czasowego. Jest ono

zale·zne od rozpatrywanego przypadku.
System komputerowy, który wykorzystuje model sekwencyjny mo·ze býc bardzo

przydatny wmedycynie np. na Oddzia÷ach Intensywnej Terapii. Stan pacjenta zmienia
si¾e dynamicznie. Co pewien okréslony czas wykonywane s ¾a badania oraz aplikowane
podawanie leku. Wp÷yw historii pacjenta na aktualny jego stan jest oczywisty. W
zwi ¾azku z powy·zszym wa·zne jest aby w przypadku takich problemów, wykorzystywác
modele opisuj ¾ace zwi ¾azki mi¾edzy zale·znymi w czasie parametrami obiektu.
Podej́scie sekwencyjne w pracy do zadania rozpoznawania jest syntez ¾a dwóch uzu-

pe÷niaj ¾acych si¾e wzajemnie teorii jakimi s ¾a: teoria zbiorów rozmytych oraz teoria
Demsptera-Shafera. Jedn ¾a z pierwszych metod by÷a teoria prawdopodobieństwa. Al-
gorytmy Bayesowskie maj ¾a pewn ¾a wad¾e, nale·zy znác ca÷kowit ¾a specy�kacj¾e modelu
probabilistycznego. Ewidencja matematyczna, zwana inaczej teori ¾a funkcji przekona-
nia, czy teori ¾a Dempstera-Shafera jest alternatywn ¾a form ¾a probabilistyki, w której
nie uzupe÷nia si¾e niepe÷nej specy�kacji. Wyznaczane s ¾a w niej prawdopodobieństwa
z jakimi dane hipotezy mo·zna udowodníc, a nie jak w modelu Bayesowskim praw-
dopodobieństwa prawdziwósci tych hipotez. Teoria ta pozwala rozró·zníc wiedz¾e od
niewiedzy i mo·zemy j ¾a z powodzeniem stosowác w przypadkach niepe÷nej informacji,
sk÷adania ewidencji i aktualizacji przekonań.
W probabilistyce przetwarza si¾e wiedz¾e dotycz ¾ac ¾a rozpatrywanego obiektu za po-

moc ¾a prawdopodobieństw warunkowych i bezwarunkowych, które s ¾a przypisane zdan-
iom i zdarzeniom. Aktualizacji przekonań dokonuje si¾e za pomoc ¾a twierdzenia Bayesa.
W rozwa·zanej przez nas teorii zdaniom przypisuje si¾e wielkóśc Bel(A), która nazy-
wana jest stopniem przekonania. ×¾aczenie, czy aktualizacja takich przekonań jest
realizowana przez regu÷¾e Dempstera (opis podstaw matematycznych znajduje si¾e w
nast¾epnym punkcie rozdzia÷u).
Teoria Dempstera-Shafera wykorzystuje matematyczne prawdopodobieństwa do

oceny subiektywnej. W probabilistyce maj ¾ac konkretne pytanie, przyporz ¾adkowujemy
prawdopodobieństwa dla ka·zdej odpowiedzi na to pytanie. Teoria ewidencji matem-
atycznej daje mo·zliwóśc przypisania przekonań zarówno dla pojedynczych jak i grupy
odpowiedzi. Np. je·zeli jestésmy pewni, ·ze spósród dwóch losów jeden wygrywa, ale
nie mamy poj¾ecia, który z nich, to w modelu bayesowskim przyjmiemy p(flos1g) =
p(flos2g) = 0:5. W teorii funkcji przekonania, nasz ¾a wiedz¾e zapiszemy w postaci
Bel(flos1; los2g) = 1; Bel(flos1g) = 0; Bel(flos2g) = 0:
Teoria zbiorów rozmytych jest bardzo elastyczna, tworzy si¾e rozmyte regu÷y typu

IF ... THEN.
W pracy do oceny opracowanych algorytmów wykorzystano dane z diagnozowania

stanów równowagi kwasowo-zasadowej [41, 43, 69]. Dane medyczne zawieraj ¾a zbiór
ucz ¾acy opracowany przez ekspertów, którymi s ¾a lekarze.
Rozdzia÷I zawiera wprowadzenie do sekwencyjnego zadania rozpoznawania z wyko-
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1.4. Elementy teorii ewidencji matematycznej (Dempstera-Shafera)

rzystaniem modelu sekwencyjnego oraz elementy teorii zbiorów rozmytych i ewidencji
matematycznej.
Rozdzia÷II zawiera matematyczny opis zadania rozpoznawania. Podano przyk÷ad

prostego jednoetapowego rozpoznawania oraz sekwencyjnego problemu decyzyjnego.
W rozdziale tym, opisano dost¾epn ¾a informacj¾e w postaci zbioru ucz ¾acego.
Rozdzia÷III zawiera algorytmy rozpoznawania. Znajduj ¾a si¾e tutaj algorytmy wnios-

kowania dla przypadku, gdy mamy tylko jeden rodzaj informacji np. rozmyte zwi ¾azki
mi¾edzy kolejno mierzonymi cechami. Innymi rodzajami informacji o obiekcie s ¾a np.
macierze przej́śc mi¾edzy kolejnymi klasami zale·zne od zastosowanego sterowania w
takcie poprzednim. Rozdzia÷zawiera równie·z przyk÷ady praktyczne, pokazuj ¾ace jak
budowác baz¾e regu÷rozmytych oraz przyk÷ady wnioskowania z wykorzystaniem zbu-
dowanej wiedzy.
Rozdzia÷IV prezentuje metod¾e generowania zbioru ucz ¾acego.
W rozdziale V zawarto wyniki badań algorytmów rozpoznawania dla przypadku

danych empirycznych wygenerowanych dla potrzeb testowania oraz wnioski z otrzy-
manych wyników.
Rozdzia÷VI zawiera wyniki badań algorytmów rozpoznawania dla konkr-

etnego przypadku medycznego.
W rozdziale VII znajduj ¾a si¾e wnioski końcowe i podsumowanie ca÷ósci pracy.

1.4. Elementy teorii ewidencji matematycznej
(Dempstera-Shafera)

W tym podrozdziale s ¾a zaprezentowane wybrane elementy teorii ewidencji matem-
atycznej. Przedstawione poj¾ecia to tylko fragment teorii, który znalaz÷miejsce w
niniejszej pracy. Bardziej szczegó÷owe informacje na temat teorii ewidencji matematy-
cznej czytelnik odnajdzie w pracach [7, 8, 9, 19, 46, 55, 68].
Opis wybranych metod matematycznych obliczeń zosta÷zaczerpni¾ety z prac [19,

68].

1.4.1. Podstawowe poj¾ecia teorii Dempstera-Shafera

W teorii tej istnieje poj¾ecie zbioru �, który jest de�niowany jako niepusty skońc-
zony zbiór, przy czym dla pewnego naturalnego n:

� = �1 ��2 ��3 � :::��z; (1.1)

gdzie zbiory �i; i = 1; 2; :::; z s ¾a niepustymi skończonymi zbiorami dyskretnymi.
De�nicja 1.4.1 Przez funkcj ¾e masy w sensie DST (ang. mass function) rozumie

si ¾e funkcj ¾e m : 2� �! [0; 1] tak ¾a, ·ze dla ka·zdego zbioru A 2 � :P
A22�

m(A) = 1;

m(?) = 0;
8A22� 0 �

P
A�B

m(B);

8A22� m(A) � 0:

(1.2)
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Dowiedziono, ·ze dla ka·zdej funkcji przekonania Bel istnieje dok÷adnie jedna funkcja
masy m taka, ·ze Bel(A) =

P
B2A

m(B), natomiast dla zbiorów wi ¾ekszej licznósci funkcj ¾e

m(A) mo·zna traktowác jako wyrównanie "ignorancji"podzbiorów danego zbioru.

Funkcja alokacji prawdopodobieństwam(A) jest to podstawowe przyporz ¾adkowanie
prawdopodobieństwa dla �.
Je·zeli m(A) = 1, mówimy wtedy, ·ze mamy do czynienia z ca÷kowit ¾a ignorancj ¾a

zwi ¾azan ¾a z rozpatrywanym problemem (wiadomo, ·ze nic nie wiemy).
De�nicja 1.4.2 Przez funkcj ¾e przekonania w sensie teorii DS rozumie si ¾e tak ¾a

funkcj ¾e Bel : 2� ! [0; 1]; ·ze

Bel(A) =
X
B2A

m(B); (1.3)

gdzie m(B) jest funkcj ¾a masy w sensie DST

Funkcja przekonania mierzy wiarygodnóśc poszlak na rzecz A. Na ile poszlaki
przemawiaj ¾ac przeciw A s ¾a wiarygodne mówi funkcja wiarygodnósci PL(A)
De�nicja 1.4.3 Przez funkcj ¾e domniemania (wiarygodnósci) w sensie DST rozu-

mie si ¾e funkcj ¾e Pl : 2� ! [0; 1];

8A22�Pl(A) =
X

B;B\A6=?

m(B): (1.4)

De�nicja 1.4.4 Rozpatruj ¾ac dwa rozk÷ady m1 i m2; mo·zna dokonác ich po÷¾aczenia,
otrzymuj ¾ac nowy rozk÷ad bazowy m wed÷ug regu÷y

8C 6= 0 m(C) =

X
A\B=C

m1(A) �m2(B)

1�
X

A\B=?
m1(A) �m2(B)

: (1.5)

W regule kombinacji 1.5 w mianowniku:

�F =
X

A\B=?
m1(A) �m2(B) (1.6)

jest tzw. wspó÷czynnikiem sprzecznósci ÷¾aczonych funkcji masy. Im wartóśc �F
jest bli·zsza 1, tym ÷¾aczone rozk÷ady bazowe prawdopodobieństwa s ¾a coraz bardziej
sprzeczne. Gdy �F �! 0, to obserwujemy coraz mniejsz ¾a sprzecznóśc analizowanych
rozk÷adów. Buduj ¾ac systemy ekspertowe nale·zy býc bardzo ostro·znym przy stosowaniu
regu÷y 1.5, gdy·z mo·zna po÷¾aczýc dwie bardzo sprzeczne opinie ekspertów i otrzymác
w ten sposób nowy nie maj ¾acy racjonalnego uzasadnienia rozk÷ad bazowy alokacji
prawdopodobieństwa. Dla zilustrowania powy·zszego mo·zna pos÷u·zýc si¾e przyk÷adem
krytyki Zadeha [19].
Za÷ó·zmy, ·ze mamy dwa bazowe rozk÷ady prawdopodobieństwa wyznaczone subiek-

tywnie przez dwóch ekspertów dla tej samej zmiennej m1(A) i m2(B), gdzie:
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m1(A) =

8<:
0.0 dla A=1
0 1 dla A=2
0 9 dla A=3

;

m2(B) =

8<:
0.9 dla B=1
0 1 dla B=2
0 0 dla B=3

:

Po uaktualnieniu wiedzy regu÷¾a kombinacji 1.5 otrzymuje si¾e nowy bazowy rozk÷ad
prawdopodobieństwa:

m3(C) =

8<:
0.0 dla C=1
1 0 dla C=2
0 0 dla C=3

;

co wskazuje na ca÷kowit ¾a pewnóśc dla C=2. Jest to oczywíscie nadu·zycie, gdy·z
wcale nie jest prawd ¾a, ·ze C=2 jest wartósci ¾a pewn ¾a. Wspó÷czynnik sprzecznósci jest
równy �F = 0:99, co wskazuje na bardzo du·z ¾a sprzecznóśc.
Przeanalizujmy jeszcze jeden przyk÷ad medyczny.
Niech � = fgrypa; angina; zapalenie gardag,
Dla pacjenta o którym nie ma ·zadnych wiadomósci de�niujemy podstawowe przy-

porz ¾adkowanie prawdopodobieństwa jako:

m0(C) =

�
1 dla C=�
0 w przeciwnym przypadku

:

Przyjmijmy, ·ze na temat choroby pacjenta wypowiadaj ¾a si¾e dwaj lekarze. Ich
subiektywne s ¾ady na temat jego stanu zdrowia mo·zna wyrazíc za pomoc ¾a funkcji m1

(ekspert pierwszy) i m2 (ekspert drugi):

m1(A) =

8<:
0.7 dla A=�
0 3 dla A={angina, zapalenie gard÷a}
0 w przeciwnym przypadku

;

m2(B) =

8<:
0.2 dla B=�
0 8 dla B={zapalenie gard÷a, grypa}
0 w przeciwnym przypadku

:

Rozwi ¾azanie mo·zna przedstawíc gra�cznie:

m1
#
n m2 !

fgrypa;
zapalenie garda}

(0:8)

�
(0:2)

fangina;
zapalenie gardag

(0:3)

fzapalenie garda
(0:24)

g fangina;
zapalenie gardag

(0:06)

�
(0:7)

fgrypa;
zapalenie gardag

(0:56)

�
(0:14)

Otrzymana w ten sposób funkcja m3 b¾edzie mia÷a postác:
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m3(C) =

8>>>><>>>>:
0.14 dla C=�
0 06 dla C={angina, zapalenie gard÷a}
0.24 dla C={zapalenie gard÷a}
0.56 dla C={grypa, zapalenie gard÷a}
0 w przeciwnym przypadku

: (1.7)

Ponadto wspó÷czynnik sprzecznósci �F = 0; co świadczy o braku sprzecznósci w
opiniach ekspertów.
Za pomoc ¾a wzoru 1.3 wystarczy teraz obliczýc wartóśc funkcji przekonania. W

ten sposób otrzymujemy rozk÷ad przekonań, z którego np. mo·zna odczytác, które
schorzenie b ¾ad́z grupa schorzeń odpowiadaj ¾a aktualnemu stanowi pacjenta.

1.4.2. Podstawowe w÷asnósci teorii Dempstera-Shafera

Je·zeli Bel jest funkcj ¾a przekonania natomiast Pl jest odpowiadaj ¾ac ¾a jej funkcj ¾a
domniemania, wtedy dla ka·zdego zbioru A � �; zachodzi relacja:

0 � Bel(A) � Pl(A) � 1: (1.8)

W zwi ¾azku z powy·zszym funkcja Bel mo·ze býc traktowana jako dolne ograniczenie
prawdopodobieństwa p(A) zdarzenia A, a Pl jako górne ograniczenie tego zdarzenia
[7].
Poni·zej zestawiono fundamentalne w÷asnósci funkcji Bel i Pl:

Bel(A) +Bel(�� A) � 1;
Bel(A \B) � min(Bel(A); Bel(B));
Bel(A [B) � max(Bel(A); Bel(B));
P l(A) + Pl(�� A) � 1;
P l(A \B) � min(Pl(A); P l(B));
P l(A [B) � max(Pl(A); P l(B)):

(1.9)

1.5. Elementy teorii zbiorów rozmytych

Podobnie jak w poprzednim punkcie, tak i teraz zostan ¾a zaprezentowane tylko
wybrane podstawowe poj¾ecia i de�nicje teorii zbiorów rozmytych. Zbiory rozmyte
to wielce nósna intelektualnie dziedzina nauki, pozwalaj ¾aca formalnie okréslíc poj¾ecia
nieprecyzyjne i wieloznaczne, tj "d÷uga rzeka", �niska temperatura", "wysokie císnie-
nie". W przypadku poj¾ecia wieloznacznego wysoki m¾e·zczyzna, dla pewnych osób 170
cm b¾edzie to wzrost wysoki, a dla innych dopiero 190 cm. Obszar rozwa·zań nazy-
wany przestrzeni ¾a lub zbiorem, b¾edzie oznaczany liter ¾a X i jest to zbiór nie rozmyty.
Czytelnik zainteresowany obszernym opisem powy·zszej teorii odnajdzie go w pracach
[6, 18, 47, 57, 58]. W pracy ×¾eskiego [53] mo·zna odnaléźc cenne opisy zbiorów rozmy-
tych oraz ich interpretacje. Poni·zej przytoczone de�nicje i poj¾ecia zaczerpni¾eto z pracy
[58]
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1.5.1. Zbiory rozmyte

De�nicja 1.5.1 Zbiorem rozmytym T w pewnej (niepustej) przestrzeni X, co za-
pisujemy jako T � X; nazywamy zbiór par:

T = f(x; �T (x));x 2 Xg ; (1.10)

gdzie

�T : X �! [0; 1] (1.11)

jest funkcj ¾a przynale·znósci zbioru rozmytego T . Funkcja ta ka·zdemu elementowi
x 2 X przypisuje jego stopién przynale·znósci do zbioru rozmytego T , przy czym mo·zna
wyró·zníc trzy przypadki:

1. �T (x) = 1 oznacza pe÷n ¾a przynale·znóśc elementu x do zbioru rozmytego T , tzn.
x 2 T ,

2. �T (x) = 0 oznacza brak przynale·znósci elementu x do zbioru rozmytego T , tzn.
x =2 T ,

3. 0 < �T (x) < 1 oznacza cz ¾ésciow ¾a przynale·znóśc elementu x do zbioru rozmytego
T .

Cz¾esto mo·zna spotkác pewne symboliczne okréslenie zbiorów rozmytych. Je·zeli
X jest przestrzeni ¾a o skończonej liczbie elementów, X={x1,...,xn}, to zbiór rozmyty
T � X mo·zna zapisác w postaci:

T =
�T (x

(1))

x(1)
+
�T (x

(2))

x(2)
+ :::+

�T (x
(n))

x(n)
=

nX
i=1

�T (x
(i))

x(i)
: (1.12)

Oczywíscie powy·zszy zapis traktujemy w sposób symboliczny. Oznaczenie nie jest
dzieleniem ale jest przyporz ¾adkowaniem elementom x(1),...,x(n) stopni przynale·znósci
�T (x

(1)); :::; �T (x
(n)):

W niniejszej pracy wykorzystano funkcj¾e przynale·znósci klasy t, która jest zde�n-
iowana nast¾epuj ¾aco:

t(x; a; b; c) =

8>><>>:
0 dla x � a
x�a
b�a dla a � x � b
c�x
c�b dla b � x � c
0 dla x � c

: (1.13)

Gra�czna interpretacja funkcji klasy t znajduje si¾e na rysunku 1.1
De�nicja 1.5.2 Zbiór rozmyty T jest pusty, co zapisujemy T = ?, wtedy i tylko

wtedy, gdy �T (x) = 0 dla ka·zdego x 2 X:

De�nicja 1.5.3 Zbiór rozmyty T zawiera si ¾e w zbiorze rozmytym W , co zapisujemy
T � W , wtedy i tylko wtedy, gdy:

�T (x) � �W (x) (1.14)

dla ka·zdego x 2 X:
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0

0,5

1

a b c
x

)(xµ

Rysunek 1.1. Funkcja przynale·znósci klasy t

De�nicja 1.5.4 Zbiór rozmyty T jest równy zbiorowi rozmytemu W , co zapisujemy
T = W , wtedy i tylko wtedy, gdy:

�T (x) = �W (x) (1.15)

dla ka·zdego x 2 X:

1.5.2. Systemy rozmyte

Zbiory rozmyte s ¾a wykorzystywane do sterowania urz ¾adzeniami domowymi (pralki,
lodówki, telewizory, alarmy, itp.). Znajduj ¾a one równie·z zastosowanie w z÷o·zonych
systemach wspomagaj ¾acych procesy produkcyjne, w zaawansowanych urz ¾adzeniach
klimatyzuj ¾acych, jak równie·z w systemach medycznych.
Na rysunku 1.2 znajduje si¾e schemat budowy systemu rozmytego, w sk÷ad którego

wchodz ¾a: baza regu÷, blok rozmywania, blok wnioskowania, blok wyostrzania.

Baza regu÷

Baza regu÷(model lingwistyczny) zawiera zbiór rozmytych regu÷F (k); k = 1; 2; :::; K
postaci:

F (k) : IF(x(1) jest T (1)1 AND...AND x(n) jest T (n)H ) THEN (y jest Y (k) ), (1.16)

gdzie k jest to konkretna regu÷a rozmyta, T (a)h zbiory rozmyte spe÷niaj ¾ace zale·znóśc:

T
(a)
h � X; (1.17)

gdzie h = f1; 2; ::; Hg jest h-tym zbiorem rozmytym dla x(1); x(2); :::; x(n); które
s ¾a zmiennymi wej́sciowymi modelu lingwistycznego, a = f1; 2; ::; ng. Zmienne X =
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Blok
wyostrzania

Blok
wnioskowania

Blok
rozmywania

Baza
reguł

X Y

Rysunek 1.2. Rozmyty system wnioskuj ¾acy

(x(1); x(2); :::; x(n))T mog ¾a býc opisane s÷ownie, np. (M-"ma÷e"), (S-"́srednie"),
(D-"du·ze") lub wartósci liczbowe.

Blok rozmywania

System rozmyty operuje na zbiorach rozmytych. W zwi ¾azku z powy·zszym wartóśc
X sygna÷u wej́sciowego podlega operacji rozmywania (ang. fuzzy�cation), wskutek
której zostaje odwzorowana w zbiór rozmyty T (a)h : x! [0; 1]:

Blok wnioskowania

Po wykonaniu rozmywania otrzymujemy zbiór rozmyty T (n)h : Zadanie tutaj polega
na znalezieniu odpowiedniego zbioru rozmytego na wyj́sciu z tego bloku. Rozwa·zmy
przypadek, w którym na końcu etapu wnioskowania otrzymujemy zbiory rozmyte T (n)h

zgodnie z uogólnion ¾a rozmyt ¾a regu÷¾a wnioskowania modus ponens:

Przes÷anka
x = (x(1); x(2); :::; x(n))T jest T (k)

T
(a)
h : X! [0; 1]:

Implikacja F (k) : T
(a)
h ! Y (k); k = 1; 2; :::; K:

Wniosek y jest Y (k); k = 1; 2; :::; K:

Blok wyostrzania

Na tym etapie nale·zy odwzorowác zbiory rozmyte T
(a)
h w konkretn ¾a jedn ¾a wartóśc

y 2 Y; która b¾edzie decyzj ¾a na wyj́sciu obiektu. Odwzorowanie to nazywamy wyostrza-
niem (ang. defuzzi�cation). W przypadku, gdy na wyj́sciu bloku wnioskowania otrzy-
mujemy h zbiorów rozmytych T (a)h , to wartóśc y 2 Y mo·zemy obliczýc za pomoc ¾a
ró·znych metod zaprezentowanych w pracy [58]. W rozprawie zaproponowano nowa-
torsk ¾a metod¾e wyostrzania, wykorzystuj ¾ac funkcj¾e przekonania i regu÷¾e kombinacji
Dempstera Shafera.



Rozdzia÷2

Cel rozpoznawania i dost¾epna informacja

2.1. Matematyczny opis zadania rozpoznawania
jednoetapowego

W rozpoznawaniu jednoetapowym na podstawie cech obiektu x 2 X kwali�kuje
si¾e go do pewnej klasy i 2 �, gdzie � = f1; 2; ::;Mg, a M jest liczb ¾a klas.
Pewna wiedza o prawdopodobieństwach a priori klas jest reprezentowana przez

aprioryczn ¾a funkcj¾e alokacji prawdopodobieństwa:
DEFINICJA 1 Aprioryczn ¾a funkcj ¾a alokacji prawdopodobiénstwa, wyznaczon ¾a z

subiektywnych s ¾adów (np. zbiór ucz ¾acy) odpowiada prawdopodobién-
stwom a priori klas i mo·zna je zapisác w formie:P

m(�) = 1
m(?) = 0 ; (2.1)

gdzie zbiór � jest elementem ogniskowym (fokalnym) dla funkcji przekonania Bel
spe÷niaj ¾acym warunek m(�) > 0:
Algorytm decyzyjny 	 odwzorowuje regu÷y rozmyte w klasy wykorzystuj ¾ac teori¾e

funkcji przekonania.
We wnioskowaniu bayesowskim wiedza jest reprezentowana przez prawdopodobień-

stwa warunkowe i bezwarunkowe, we wnioskowaniu za pomoc ¾a teorii funkcji przeko-
nania zdaniom przypisujemy wielkóśc Bel; b¾ed ¾ac ¾a stopniem przekonania. Funkcja
alokacji prawdopodobieństwa 2.1 jest sk÷adow ¾a funkcji przekonania Bel w sensie teorii
Dempstera-Shafera. Funkcja przekonania Bel jest podstaw ¾a wnioskowania i mo·zna j ¾a
zde�niowác nast¾epuj ¾aco:
DEFINICJA 2. Funkcj ¾a przekonania dla pewnego zbioru rozmytego Bel(Y ) nazy-

wamy tak ¾a funkcj ¾e, która jest wynikiem z÷o·zenia bazowych rozk÷adów funkcji alokacji
prawdopodobiénstwa a priori klas m (�) z funkcj ¾a alokacji prawdopodobie-
ństwa m (Y �) zbioru rozmytego Y � spe÷niaj ¾ac ¾a zale·znóśc:
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2.1. Matematyczny opis zadania rozpoznawania jednoetapowego

Bel(Y ) =
X
Y ���Y

m(Y ��) =
X
Y ���Y

m (�)�m (Y �) = (2.2)

X
Y ���Y

P
�\Y �=Y ��

m (�) �m (Y �)

1�
P

�\Y �=?
m (�) �m (Y �) ; (2.3)

gdzie Y; Y �; Y �� = � dla bayesowskiej funkcji przekonania.
W de�nicji 1 znajduje si¾e wzór 2.2, który jest nazywany regu÷¾a kombinacji Demp-

stera. Jest to funkcja umo·zliwiaj ¾aca sk÷adanie niezale·znych przekonań, jak równie·z
ich aktualizacj¾e.
Dla rozpoznawania jednoetapowego baza regu÷1.16 b¾edzie mia÷a postác:

F (k) : IF(x(1) jest T (1)h AND...AND x(n) jest T (n)h ) THEN (y jest Y (k) z �(k)), (2.4)

gdzie n jest to liczba obserwowanych cech obiektu,
T
(n)
h = fT (n)1 ; T

(n)
2 ; :::; T

(n)
H g,

k = f1; 2; :::; Kg jest k-t ¾a regu÷¾a rozmyt ¾a,
�(k)� jest wspó÷czynnikiem spe÷nienia k-tej regu÷y rozmytej, który jest

wyznaczany w procesie wnioskowania. Jego wartóśc jest iloczynem algebraicznym:

�(k) = �
T
(1)
h
(x(1)) � �

T
(2)
h
(x(2)) � ::: � �

T
(n)
h
(x(n)): (2.5)

Dla ka·zdej regu÷y k-tej rozmytej przyporz ¾adkowane s ¾a funkcje masy:

m
�
Y (k)

�
=

8>>><>>>:
j = 1 m(f1g)
j = 2 m(f2g)

...
j =M m(fMg)

z �(k) ; (2.6)

gdzie: P
Y (k)��

m(Y (k)) = 1

m(?) = 0
; (2.7)

jest elementem ogniskowym (fokalnym) dla funkcji przekonania, która dla ka·zdego
zbioru rozmytego Y (k) jest de�niowana jako:

Bel(Y ) =
X

Y�Y (k)
m(Y (k)) =

8>>><>>>:
j = 1 Bel(f1g)
j = 2 Bel(f2g)

...
j =M Bel(fMg)

dla �(k) (2.8)

Funckj¾e domniemania (wiarygodnósci) w sensie teorii Dempstera-Shafera mo·zna
zapisác w formie:
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2.1. Matematyczny opis zadania rozpoznawania jednoetapowego

Pl(Y ) =
X

Y \Y (k)
m(Y (k)) =

8>>><>>>:
j = 1 Pl(f1g)
j = 2 Pl(f2g)

...
j =M Pl(fMg)

dla �(k): (2.9)

W niniejszej pracy zostanie zaprezentowana realizacja nowego w stosunku do ju·z
istniej ¾acych sposobu realizacji bloku wyostrzania. Wielkósci ¾a wyj́sciow ¾a bloku wniosko-
wania jest

_

k =
n
1; 2; :::;

_

K
o
aktywowanych w procesie wnioskowania regu÷rozmytych,

spósród wszystkich K regu÷rozmytych. W systemach rozmytych pojawia si¾e prob-
lem odwzorowania Y (

_
k); w konkretn ¾a wartóśc y 2 Y , co nosi nazw¾e wyostrzania. W

podej́sciu autora pracy wyostrzanie jest realizowane z regu÷y kombinacji w sensie teorii
Dempstera-Shafera, a wartóśc y jest reprezentowana przez funkcj¾e przekonania w zbiór
rozmyty Bel(Y ):

Bel(Y ) =
P
Y ��Y

m(Y �);

m(Y �) = m(Y (1))�m(Y (2))� :::�m(Y (
_
K)):

(2.10)

Kolejnóśc sk÷adania rozmytych ewidencji nie jest dowolna. Jest ona zale·zna od
stopnia aktywnósci �(

_
k),

_

k�tej regu÷y.
Przy ÷¾aczeniu regu÷musi býc spe÷niony pewien warunek niesprzecznósci zawarty w

de�nicji 3.
DEFINICJA 3.
Regu÷y rozmyte uznác mo·zna za niesprzeczne, je·zeli przy sk÷adaniu dwóch rozmytych

zbiorów dyskretnych Y (k�1) i Y (k) okréslonych równaniem 2.6, spe÷niony jest warunek
niesprzecznósci: X

Y (
_
k�1)\Y (

_
k )=?

m(Y (
_
k�1)) �m(Y (

_
k)) > �F : (2.11)

gdzie �F jest wspó÷czynnikiem sprzecznósci wyznaczanym na drodze eksperymen-
talnej z danych ucz ¾acych dla których algorytm decyzyjny jest najbardziej skuteczny w
sensie poprawnych klasy�kacji.
Ostatecznie algorytm rozpoznawania 	 mo·zna zapisác w postaci:

	(x) = i jésli Bel(fig) = max
r2�

Bel(frg) (2.12)

z wiarygodnósci ¾a Pl(fig) wyznaczon ¾a za pomoc ¾a wzoru 2.9.
W powy·zszym przypadku otrzymujemy w wyniku numer klasy dla której wartóśc

rozmytej funkcji przekonania przyjmuje najwi¾eksz ¾a wartóśc.
Je·zeli rozpoznajemy kolejno dynamicznie pojawiaj ¾ace si¾e obiekty, to rozpoznawanie

jednoetapowe mo·ze okazác si¾e nie wystarczaj ¾ace. Pomiar wektora cech obiektu X
np. co pewien czas �t, narzuca koniecznóśc uzale·znienia aktualnego obiektu od jego
historii. Algorytmy opisuj ¾ace takie zale·znósci nazwano modelami rozpoznawania sek-
wencyjnego.
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

2.2. Matematyczny opis zadania rozpoznawania
sekwencyjnego

Zadanie rozpoznawania sekwencyjnego b¾edzie traktowane jako pewien proces dy-
namiczny. Obiekt w N -tym takcie znajduje si¾e w stanie jN , który nale·zy do M ele-
mentowego zbioru stanów �; co mo·zna przedstawíc nast¾epuj ¾aco:

jN 2 � = f1; 2; :::;Mg : (2.13)

Stan obiektu jN nie podlega bezpósredniemu pomiarowi. Jest on wynikiem ob-
serwacji cech obiektu. Niech xN 2 X b¾edzie d-wymiarowym wektorem zmiennych
(cech), jakie zosta÷y zmierzone w takcie N�tym, które podlegaj ¾a rozmywaniu T (n)N;h

zbiorami rozmytymi, gdzie:

T
(n)
N;h =

n
T
(n)
N;1; T

(n)
N;2; :::; T

(n)
N;H

o
: (2.14)

W dalszych rozwa·zaniach wartóśc k oznaczác b¾edzie k�t ¾a regu÷¾e rozmyt ¾a:

k = f1; 2; :::; Kg ; (2.15)

ze zbioru wszystkich K regu÷. Podobnie jak w przypadku rozpoznawania jed-

noetapowego
�
k b¾edzie

�
k-t ¾a aktywowan ¾a regu÷¾a rozmyt ¾a ze wszystkich K regu÷. Nato-

miast:

�
k =

�
1; 2; :::;

�
K

�
: (2.16)

W analizowanym przypadku aktualny stan obiektu jest zale·zny od poprzednich
stanów czyli zastosowanego sterowania uN�1 2 U = f1; 2; ::; Ug, poprzedniej klasy
jN�1 i poprzedniego wektora wartósci cech xN�1:
×¾aczenie aktualnej obserwacji cech obiektu z poprzednim stanem jest pewnym up-

roszczeniem. Mo·zna oczywíscie analizowác wszystkie dotychczasowe stany obiektu ale
taka interpretacja mo·ze okazác si¾e trudna do uwzgl¾ednienia.
Podj¾ecie decyzji w momencie N jest uzale·znione od pomiaru cech jego opisuj ¾a-

cych oraz wiedzy o zwi ¾azkach mi¾edzy kolejno wyst¾epuj ¾acymi klasami, sterowaniami,
wartósciami cech. Wiedza ta jest zmagazynowana w zbiorze ucz ¾acym, który sk÷ada
si¾e z zestawu ci ¾agów ucz ¾acych:

S = fS1; S2; S3; :::SLg : (2.17)

Pojedynczy ci ¾ag ucz ¾acy mo·zna zapisác nast¾epuj ¾aco:

Sm = f(x1;m; u1;m; j1;m) ; (x2;m; u2;m; j2;m) ; :::; (xR;m; uR;m; jR;m)g : (2.18)

Sm - oznacza przebieg R obserwacji konkretnego m obiektu.
W przypadku medycznym Sm jest przebiegiem choroby konkretnego pacjenta, uN

jest terapi ¾a, która jest stawiana przez eksperta na podstawie wyst ¾apienia stanu pac-
jenta jN : W pracy przyj¾eto, ·ze ka·zdy ci ¾ag, ma tak ¾a sam ¾a d÷ugóśc R:
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

Zadanie rozpoznawania sekwencyjnego b¾edzie polega÷o na tym, ·ze algorytm de-
cyzyjny w N -tym takcie do podj¾ecia decyzji wykorzysta informacj¾e w postaci poprzed-
nich wielkósci: klasy, sterowania, wektora cech, aktualnego pomiaru wektora cech i
wiedzy zawartej w zbiorze ucz ¾acym. Algorytm ogólnie mo·zna zapisác w postaci:

	
(Model)
N (xN ; uN�1; jN�1; xN�1; S) = iN N = 1; 2; :::; R iN 2 �; (2.19)

gdzie Model jest liczb ¾a ca÷kowit ¾a dodatni ¾a przyporz ¾adkowan ¾a konkretnemu al-
gorytmowi rozpoznawania, których w pracy jest széśc. Algorytm 2.19 jest napisany
w postaci ogólnej, a jego pi¾éc argumentów b¾ed ¾a mody�kowane w zale·znósci od zas-
tosowanego Modelu.
Proces rozpoznawania sekwencyjnego mo·zna uj ¾ac schematem 2.1.

Algorytm
decyzyjny

Sterowanie

Obiekt

Nx

Ni

Nu

Zbiór
uczący S

Informacja

Poprzednia
klasa

Poprzednie
wartości cech

Poprzednie
sterowanie

Rysunek 2.1. Budowa systemu rozpoznawania sekwencyjnego

Wponi·zszych podrozdzia÷ach zaprezentowano széśc modeli matematycznych opisu-
j ¾acych w ró·znym uj¾eciu wiedz¾e o stanach przesz÷ych rozpoznawanego obiektu.
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

2.2.1. Model I. Synteza informacji pochodz ¾acej z macierzy przej́śc P
opisuj ¾acej zwi ¾azek mi¾edzy kolejnymi stanami obiektu, z rozmyt ¾a
obserwacj ¾a cech obiektu.

Model sekwencyjny jest scharakteryzowany przez pocz ¾atkowe funkcje alokacji praw-
dopodobieństwa

a)
P
m1(�) = 1;

b) m1(?) = 0:
(2.20)

Zaznaczýc nale·zy, ·ze pocz ¾atkowe funkcje alokacji prawdopodobieństwa maj ¾a zas-
tosowanie wówczas, gdy nast¾epuje inicjalizacja rozpoznawania sekwencyjnego.
W celu u÷atwienia pó́zniejszych dzia÷ań matematycznych przyj¾eto, ·ze zbiór DN=�:

Nast¾epna wielkóśc opisuje zwi ¾azek mi¾edzy stanami obiektu i jest j ¾a macierz przej́śc
dla ka·zdego sterowania, któr ¾a mo·zna zde�niowác nast¾epuj ¾aco:
DEFINICJA 4. Alokacyjna macierz przej́śc P(jN�1)(DN) dla ka·zdego sterowania

jest macierz ¾a spe÷niaj ¾ac ¾a zale·znóśc:

8uN�1 P(jN�1)(DN) =

=

26664
m(jN�1=1)(f1g) m(jN�1=1)(f2g) � � � m(jN�1=1)(fMg)
m(jN�1=2)(f1g) m(jN�1=2)(f2g) � � � m(jN�1=2)(fMg)

...
...

. . .
...

m(jN�1=M)(f1g) m(jN�1=M)(f2g) � � � m(jN�1=M)(fMg)

37775 : (2.21)

Elementy ogniskowe (fokalne) macierzy 2.21 spe÷niaj ¾a warunek:

8uN�12U

a)
P
m(jN�1=1)(DN) = 1;

b)
P
m(jN�1=2)(DN) = 1;

...
c)

P
m(jN�1=M)(DN) = 1;

d) 8jN�1 2 DN m(jN�1=M)(?) = 0:

(2.22)

Zatem elementami ogniskowymi s ¾a poszczególne wiersze alokacyjnej macierzy prze-
j́śc 2.21.
Je·zeli dysponujemy dodatkowym źród÷em wiedzy wyznaczonym przez eksperta w

postaci macierzy P(jN�1)(0DN) opisuj ¾acych zwi ¾azki mi¾edzy kolejnymi stanami obiektu,
to mo·zna dokonác aktualizacji macierzy 2.21:

8uN�1 8jN�1 P(jN�1)(D
(E)
N ) = P(jN�1)(DN)�P(jN�1)(0DN)) =

=

264
P

DN\D
0
N=D

(E)
N

m(jN�1)(DN )�m(jN�1)(D
0
N )

1�
P

DN\D
0
N=?

m(jN�1)(DN )�m(jN�1)(D
0
N )

375 ; (2.23)

gdzie dla bayesowskiej funkcji przekonania DN =
0 DN = D

(E)
N = �:

×atwo mo·zna dostrzec, ·ze w przypadku tak opisanej macierzy przej́śc nie jest
konieczna znajomóśc pe÷nej jej specy�kacji. W przypadku gdy ekspert nie jest w
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

stanie oszacowác wartósci alokacji prawdopodobieństwa przej́śc mi¾edzy kolejno po-
jawiaj ¾acymi si¾e klasami, nie uzupe÷nia si¾e wtedy braku wiedzy.
Kolejn ¾a informacj¾e o obiekcie uzyskuje si¾e na podstawie rozmytej obserwacji cech

obiektu, gdzie wykorzystywane do klasy�kacji jest
�
K aktywowanych regu÷w procesie

wnioskowania, ze wszystkich K regu÷rozmytych:

F (
�
k) : IF((x(1)N jest T (1)h AND...AND x(n)N jest T (n)h )

THEN (y jest Y (
�
k)

N z �(
�
k))

; (2.24)

gdzie n jest ilósci ¾a cech obiektu, natomiast wspó÷czynnik �(
�
k) jest zinterpretowany

poni·zej we wzorze 2.27.

m(Y
(k)
N ) =

8>>><>>>:
jN = 1 m(f1g)
jN = 2 m(f2g)

...
jN =M m(fMg)

dla �(k) :

Je·zeli takt rozpoznawania jest co najmniej N = 2, to na podstawie obserwacji
klasy i sterowania wyst¾epuj ¾acych w takcie poprzednim dokonuje si¾e wyboru odpowied-
niego elementu ogniskowego (fokalnego) macierzy 2.21. Je·zeli poprzednio wyst ¾api÷a np.
klasa jN�1 = 2, i sterowanie uN�1 = 1; to wybieramy drugi wiersz macierzy przej́śc 2.21
dla zadanego sterowania. Dokonuje si¾e teraz ÷¾aczenie aktywowanych regu÷rozmytych
z odpowiednim elementem ogniskowym macierzy przej́śc (czyli z drugim wierszem):

m(Y �N) =

�
m(Y

(1)
N )�m(Y (2)N )� :::�m(Y (

�
K)
N )

�
�m(jN�1)(DN): (2.25)

W przypadku kiedy mamy do czynienia z etapem inicjuj ¾acym ÷ańcuch rozpoznawa-
nia wzór 2.25 b¾edzie postaci:

m(Y �N) =

�
m(Y

(1)
N )�m(Y (2)N )� :::�m(Y (

�
K)
N )

�
�

�m1(�)
: (2.26)

Kolejnóśc sk÷adania aktywowanych rozmytych ewidencji nie jest dowolna. Jest ona

zale·zna od stopnia aktywnósci �(
�
k),

�
k�tej regu÷y rozmytej:

�(
�
k) = �

T
(
�
1 )

N;1

(x
(1)
N ) � �

T
(
�
2 )

N;2

(x
(2)
N ) � ::: � �

T
(
�
n)

N;h

(x
(n)
N ): (2.27)

Nale·zy dodác, ·ze aby regu÷a rozmyta rozsta÷a aktywowana, to wartóśc wspó÷czyn-
nika �(k) > 0:

Realizacj¾e wspó÷czynnika �(
�
k) okréslon ¾a wzorem 2.27 przyj¾eto poniewa·z dla takiej

interpretacji tego wspó÷czynnika otrzymano najlepsze rezultaty w sensie poprawnych
klasy�kacji obiektu.
Sk÷adanie funkcji alokacji prawdopodobieństwa zbiorów rozmytych mo·ze býc stoso-

wane z pewnym ograniczeniem, opisanym we wzorze 2.11. W przypadku, gdy przy
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

sk÷adaniu dwóch funkcji np. m(Y (1)N )�m(Y (2)N ) otrzymamy wag¾e sprzecznósci wi¾eksz ¾a
od wyznaczonej �F , wówczas nie ÷¾aczymy tych funkcji i kontynuujemy aktualizacj¾e
zbioru rozmytego m(Y (1)N ) � m(Y (3)N ): Z powy·zszego wynika, ·ze kolejnóśc z÷o·zeń jest
ścísle okréslona.
Ostatecznie otrzymuje si¾e:

Bel(YN) =
X

Y �N�YN

m(Y �N): (2.28)

gdzie: Bel(YN) jest przekonaniem w zbiór rozmyty YN z÷o·zony z macierz ¾a przej́śc
2.21. Funkcja wiarygodnósci jest de�niowana nast¾epuj ¾aco:

Pl(YN) =
X

YN\Y �N

m(Y �N): (2.29)

Ostatecznie algorytm 	(1)(xN ; uN�1; jN�1; S) na wyj́sciu poda klas¾e decyzyjn ¾a do
której nale·zy rozpoznawany obiekt wed÷ug wzoru:

	(1)(xN ; uN�1; jN�1; S) = i jésli
Bel(ij(xN ; uN�1; jN�1; S)) = max

r2Y
Bel(rjYN) ; (2.30)

gdzie r={1,2,...,M}.
Wartóśc funkcji wiarygodnósci:

Pl(ij(xN ; uN�1; jN�1; S)): (2.31)

2.2.2. Model II. Zwi ¾azek rozmytej obserwacji cech obiektu; z
zastosowanym sterowaniem uN�1 w takcie poprzednim

W poprzednim punkcie przedstawiono model wnioskowania sekwencyjnego z wyko-
rzystaniem informacji w postaci macierzy przej́śc mi¾edzy kolejnymi stanami obiektu
i zastosowanego sterowania w takcie N � 1. Obecnie przedstawiony zostanie model
rozpoznawania, realizuj ¾acy rozmyt ¾a obserwacj¾e cech obiektu na N -tym etapie klasy-
�kacji w postaci zbiorów rozmytych TN ; która jest zale·zna od zastosowanego sterowania
w takcie N � 1:
Je·zeli dokonuje si¾e klasy�kacji obiektu w pierwszym takcie klasy�kacji, wówczas

rozpoznawanie obiektu jest realizowane z wykorzystaniem modelu jednoetapowego,
który zosta÷opisany w pierwszej cz¾ésci niniejszego rozdzia÷u. Je·zeli rozpoznajemy
obiekt w takcie N > 1; wówczas informacja o nim jest zapisana w bazie regu÷rozmy-
tych:

F (k) : IF CURRENTLY((x(1)N jest T (1)N;h AND...AND x
(n)
N jest T (n)N;h)

AND RECENTLY (uN�1))
THEN (y jest Y (k)N z �(k))

: (2.32)

Dla ka·zdej regu÷y rozmytej 1; 2; ::; K danej wzorem 2.32 tworzona jest rozmyta
macierz funkcji alokacji prawdopodobieństwa:
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P(uN�1)(Y
(k)
N ) =

26664
m(uN�1=1)(f1g) m(uN�1=1)(f2g) � � � m(uN�1=1)(fMg)
m(uN�1=2)(f1g) m(uN�1=2)(f2g) � � � m(uN�1=2)(fMg)

...
...

. . .
...

m(uN�1=U)(f1g) m(uN�1=U)(f2g) � � � m(uN�1=U)(fMg)

37775 :
(2.33)

Elementy ogniskowe (fokalne) macierzy 2.33 spe÷niaj ¾a warunek:

a)
P

Y
(k)
N ��

m(uN�1=1)(Y
(k)
N ) = 1;

b)
P

Y
(k)
N ��

m(uN�1=2)(Y
(k)
N ) = 1;

...
c)

P
Y
(k)
N ��

m(uN�1=U)(Y
(k)
N ) = 1;

d) 8uN�1 2 U m(uN�1)(?) = 0:

(2.34)

Zatem elementami ogniskowymi s ¾a poszczególne wiersze alokacyjnej macierzy prze-
j́śc danej wzorem 2.33.

Dla
�
K aktywowanych regu÷w procesie wnioskowania wyznaczany jest ÷¾aczny rozk÷ad

funkcji alokacji prawdopodobieństwa dla tych regu÷, bior ¾ac odpowiedni wiersz macierzy
2.33, odpowiadaj ¾acy zaobserwowanej wartósci sterowania uN�1 w takcie poprzednim:

m(uN�1)(Y �N) = m
(uN�1)

(Y
(1)
N )�m

(uN�1)
(Y

(2)
N )� :::�m

(uN�1)
(Y

(
�
K)
N ): (2.35)

Sk÷adanie aktywowanych rozmytych regu÷jest zale·zne od wartósci wspó÷czynnika

�(
�
k), i jest analogiczne jak dla modelu 1 2.27. W przypadku modelu 2 równie·z regu÷a

aktywowana to ta, dla której �(
�
k) > 0:

Ostatecznie po z÷o·zeniu ewidencji aktywowanych regu÷rozmytych, otrzymuje si¾e
funkcj¾e przekonania:

Bel(uN�1)(YN) =
X

Y �N�YN

m(uN�1)(Y �N): (2.36)

Funkcja wiarygodnósci jest de�niowana nast¾epuj ¾aco:

Pl(uN�1)(YN) =
X

Y �N\YN

m(uN�1)(Y �N): (2.37)

Ostatecznie algorytm 	(2)(xN ; uN�1; S) na wyj́sciu poda klas¾e decyzyjn ¾a do której
nale·zy rozpoznawany obiekt wed÷ug wzoru:

	(2)(xN ; uN�1; S) = i jésli
Bel(uN�1)(ij(xN ; uN�1; S)) = max

r2YN
Bel(uN�1)(rjYN) (2.38)
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

z wartósci ¾a wiarygodnósci:

Pl(uN�1)(ij(xN ; uN�1; S)): (2.39)

2.2.3. Model III. Zwi ¾azek rozmytej obserwacji cech obiektu; z
zaobserwowan ¾a klas ¾a jN�1 w takcie poprzednim

W modelu III opisany jest zwi ¾azek mi¾edzy rozmyt ¾a obserwacj ¾a cech obiektu na
N -tym etapie wnioskowania, z klas ¾a decyzyjn ¾a jN�1 zaobserwowan ¾a w takcie N � 1.
W przypadku rozpoznawania obiektów w pierwszym takcie klasy�kacja jest reali-

zowana z wykorzystaniemmodelu jednoetapowego, który jest zde�niowany w pierwszej
cz¾ésci niniejszego rozdzia÷u. Je·zeli rozpoznawany jest obiekt w takcie N > 1 wówczas
informacja o nim jest zapisana w bazie regu÷rozmytych :

F (k) : IF CURRENTLY ((x(1)N jest T (1)N;h AND...AND x
(n)
N jest T (n)N;h)

AND RECENTLY jN�1)
THEN (y jest Y (k)N z �(k))

: (2.40)

Dla ka·zdej k = f1; 2; :::; Kg regu÷y rozmytej 2.40 tworzona jest rozmyta macierz
funkcji alokacji prawdopodobieństwa:

P(jN�1)(Y (k)) =

26664
m(jN�1=1)(f1g) m(jN�1=1)(f2g) � � � m(jN�1=1)(fdg)
m(jN�1=2)(f1g) m(jN�1=2)(f2g) � � � m(jN�1=2)(fdg)

...
...

. . .
...

m(jN�1=M)(f1g) m(jN�1=M)(f2g) � � � m(jN�1=M)(fdg)

37775 :
(2.41)

Elementy ogniskowe (fokalne) macierzy 2.41 spe÷niaj ¾a warunek:

a)
P

Y
(k)
N ��

m(jN�1=1)(Y
(k)
N ) = 1;

b)
P

Y
(k)
N ��

m(jN�1=2)(Y
(k)
N ) = 1;

...
c)

P
Y
(k)
N ��

m(jN�1=M)(Y
(k)
N ) = 1;

d) 8jN�1 2 � m(jN�1)(?) = 0:

(2.42)

Zatem elementami ogniskowymi s ¾a poszczególne wiersze alokacyjnej macierzy prze-
j́śc 2.41.
Dla zbioru aktywowanych regu÷w procesie wnioskowania 2.40 wyznaczany jest

÷¾aczny rozk÷ad funkcji alokacji prawdopodobieństwa dla tych regu÷:

m(jN�1)(Y �N) = m
(jN�1)(Y

(1)
N )�m(jN�1)(Y

(2)
N )� :::�m(jN�1)(Y

(
�
K)
N ): (2.43)
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

Sk÷adanie aktywowanych rozmytych ewidencji jest zale·zne od wartósci wspó÷czyn-

nika �(
�
k), i wyznacza si¾e go analogicznie jak dla modelach 1 i 2 2.27. W przypadku

modelu 3 regu÷a aktywowana to ta, dla której �(
�
k) > 0:

Ostatecznie po z÷o·zeniu ewidencji aktywowanych regu÷, otrzymuje si¾e funkcj¾e przeko-
nania:

Bel(jN�1)(YN) =
X
Y ��Y

m(jN�1)(Y �N): (2.44)

Funkcje wiarygodnósci de�niuje si¾e nast¾epuj ¾aco:

Pl(jN�1)(YN) =
X
Y �\Y

m(jN�1)(Y �N): (2.45)

Ostatecznie algorytm 	(3)(xN ; jN�1; S) na wyj́sciu poda klas¾e decyzyjn ¾a do której
nale·zy rozpoznawany obiekt wed÷ug wzoru:

	(3)(xN ; jN�1; S) = i jésli
Bel(jN�1)(ij(xN ; jN�1; S)) = max

r2Y
Bel(jN�1)(rjYN) (2.46)

z wartósci ¾a wiarygodnósci:

Pl(jN�1)(ij(xN ; jN�1; S)): (2.47)

2.2.4. Model IV. Zwi ¾azek rozmytej obserwacji cech obiektu; z klas ¾a jN�1 i
sterowaniem uN�1 w takcie poprzednim

Model IV wyra·za zwi ¾azek mi¾edzy rozmyt ¾a obserwacj ¾a cech obiektu na N -tym
etapie wnioskowania, a klas ¾a decyzyjn ¾a jN�1 która wyst ¾api÷a w N � 1 takcie oraz
zastosowanym konkretnym rodzajem sterowania uN�1 w takcie N � 1:
Podobnie jak w poprzednich modelach w modelu IV obiekty pojawiaj ¾ace si¾e w tak-

cie inicjalizuj ¾acym ÷ańcuch rozpoznawania s ¾a klasy�kowane z wykorzystaniem modelu
jednoetapowego, który jest zde�niowany w pierwszej cz¾ésci niniejszego rozdzia÷u. Je·zeli
dokonuje si¾e pomiaru cech obiektu w takcie N > 1; wówczas informacja o nim jest
zapisana w bazie regu÷rozmytych, zde�niowanej nast¾epuj ¾aco:

F (k) : IF CURRENTLY ((x(1)N jest T (1)N;h) AND...AND (x
(n)
N jest T (n)N;h)) AND

RECENTLY (uN�1 AND jN�1)
THEN (y jest Y (k)N z �(k)).

(2.48)
Dla ka·zdej k = f1; 2; :::; Kg regu÷y rozmytej 2.48 tworzona jest rozmyta macierz

funkcji alokacji prawdopodobieństwa:
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

8uN�1 P(jN�1)(Y (k)) =26664
m(jN�1=1)(f1g) m(jN�1=1)(f2g) � � � m(jN�1=1)(fMg)
m(jN�1=2)(f1g) m(jN�1=2)(f2g) � � � m(jN�1=2)(fMg)

...
...

. . .
...

m(jN�1=M)(f1g) m(jN�1=M)(f2g) � � � m(jN�1=M)(fMg)

37775 : (2.49)

Elementy ogniskowe (fokalne) macierzy 2.49 spe÷niaj ¾a warunek:

8uN�12U

a)
P

Y (k)��
m(jN�1=1)(Y (k)) = 1;

b)
P

Y (k)��
m(jN�1=2)(Y (k)) = 1;

...
c)

P
Y (k)��

m(jN�1=M)(Y (k)) = 1;

d) 8jN�1 2 � m(jN�1)(?) = 0:

(2.50)

Zatem elementami ogniskowymi s ¾a poszczególne wiersze alokacyjnej macierzy prze-
j́śc 2.49.

Je·zeli w poprzednim takcie wyst ¾api÷o sterowanie uN�1 to aktywowane regu÷y
�
k w

procesie wnioskowania s ¾a ÷¾aczone 2.51 i otrzymuje si¾e bazowy rozk÷ad funkcji alokacji
prawdopodobieństwa dla tych regu÷:

m(jN�1)(Y �) = m(jN�1)(Y
(1)
N )�m(jN�1)(Y

(2)
N )� :::�m(jN�1)(Y

(
�
K)
N ): (2.51)

Sk÷adanie aktywowanych rozmytych ewidencji jest zale·zne od wartósci wspó÷czyn-

nika �(
�
k), i jest analogiczne jak dla modeli 1,2 i 3 2.27. W przypadku modelu 4 równie·z

jak w poprzednich modelach aktywacja regu÷y rozmytej nast¾epuje gdy spe÷niony jest

warunek �(
�
k) > 0:

Ostatecznie po z÷o·zeniu ewidencji aktywowanych regu÷rozmytych, otrzymuje si¾e
funkcj¾e przekonania zale·zn ¾a od sterowania i decyzji podj¾etych w takcie poprzednim
wed÷ug wzoru:

Dla uN�1; Bel(jN�1)(YN) =
X
Y ��Y

m(jN�1)(Y �N): (2.52)

Funkcja wiarygodnósci jest de�niowana nast¾epuj ¾aco:

Dla uN�1; P l(jN�1)(YN) =
X
Y �\Y

m(jN�1)(Y �N): (2.53)

Ostatecznie algorytm 	(4)(xN ; uN�1; jN�1; S) na wyj́sciu poda klas¾e decyzyjn ¾a do
której nale·zy rozpoznawany obiekt wed÷ug wzoru:
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2.2. Matematyczny opis zadania rozpoznawania sekwencyjnego

	(4)((xN ; uN�1; jN�1; S)) = i jésli
Bel(jN�1)(ij(xN ; uN�1; jN�1; S)) = max

r2Y
Bel(jN�1)(rjYN) (2.54)

z wartósci ¾a wiarygodnósci:

Pl(jN�1=h)(ij(xN ; uN�1; jN�1; S)): (2.55)

2.2.5. Model V. Rozmyta zale·znóśc mi¾edzy kolejnymi etapami
wnioskowania

Model V opisuje rozmyty zwi ¾azek mi¾edzy kolejno pojawiaj ¾acymi si¾e obiektami.
Stworzenie takiego modelu ma praktyczny sens. W przypadku diagnozowania ró·znego
rodzaju chorób lekarz wykorzystuje aktualne wyniki badań oraz histori¾e choroby pac-
jenta. Wiedza o przesz÷ósci wspomaga postawienie odpowiedniej diagnozy. Ma ona
charakter niepewny, nieprecyzyjny i rozmyty. W wi¾ekszósci przypadków nie ma sz-
tywnych ram, na podstawie których mo·zemy ÷¾aczýc histori¾e z aktualnymi stanami.
Cz¾esto stawiaj ¾ac diagnoz¾e, lekarz stosuje pewien mechanizm wnioskowania w postaci
"je·zeli aktualne wyniki b s ¾a podwy·zszone i wczésniej u pacjenta zaobserwowano wyniki
oko÷o c, to przekonanie, ·ze jest to stan j jest jakiés 80% ". Jest to jedynie prosty przy-
padek nieprecyzyjnej regu÷y. Poni·zszy model opisuje rozmyte zale·znósci pomi¾edzy
kolejnymi etapami wnioskowania.
Do wyra·zenia rozmytej zale·znósci mi¾edzy kolejno pojawiaj ¾acymi si¾e obiektami za-

stosowano regu÷¾e:

F (k) : IF RECENTLY((x(1)N�1 jest T
(1)
N�1;h AND...AND x

(n)
N�1 jest T

(n)
N�1;h)

AND CURRENTLY(x(1)N jest T (1)N;h AND...AND x
(n)
N jest T (n)N;h))

THEN (y jest Y (k) z �(k)).
(2.56)

W przypadku modelu V wspó÷czynnik �(k) = Z
(k)
N (fjNg). Poni·zej wyjásniony

zostanie sposób wyznaczania tego wspó÷czynnika. Niech

(1) = max
h
�
T
(1)
N�1;1

(x
(1)
N�1); �T (1)N�1;2

(x
(1)
N�1); :::; �T (1)N�1;H

(x
(1)
N�1)

i
� �

T
(1)
N;h
(x
(1)
N )

(2) = max
h
�
T
(2)
N�1;1

(x
(2)
N�1); �T (2)N�1;2

(x
(2)
N�1); :::; �T (2)N�1;H

(x
(2)
N�1)

i
� �

T
(2)
N;h
(x
(2)
N )

...

(n) = max
h
�
T
(n)
N�1;1

(x
(n)
N�1); �T (n)N�1;2

(x
(n)
N�1); :::; �T (n1)N�1;H

(x
(n)
N�1)

i
� �

T
(n)
N;h
(x
(n)
N )

; (2.57)

gdzie h = f1; 2; ::; Hg:

�(k) = Z
(k)
N (fjNg) = (1) � (2) � ::: � (n); (2.58)

jest rang ¾a k�tej regu÷y rozmytej. W przypadku budowy bazy regu÷rozmytych
rang¾e przypisuje si¾e do odpowiedniej klasy jN tej regule która ma maksymaln ¾a wartóśc
�(k): Przyk÷ad praktyczny zastosowania tego modelu mo·zna odnaléźc w nast¾epnym
rozdziale.
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W konsekwencji uczenia w ka·zdej regule, do zbiorów rozmytych Y
(k)
N przypisane s ¾a

sumy rang
P
Z
(k)
N (fjNg) dla ka·zdej klasy jN . Funkcja alokacji prawdopodobieństwa

m(Y
(k)
N ) w przypadku modelu 5 jest de�niowana jako:

m(Y
(k)
N ) =

8>>>>>>>>>>><>>>>>>>>>>>:

jN = 1 m(f1g) = Z(k)(f1g)
MP

jN=1
Z(k)(fjNg)

jN = 2 m(f2g) = Z(k)(f1g)
MP

jN=1
Z(k)(fjNg)

...

jN =M m(fMg) = Z(k)(fMg)
MP

jN=1
Z(k)(fjNg)

z �(k) : (2.59)

W procesie wnioskowania wyznaczany jest ÷¾aczny rozk÷ad prawdopodobieństwa:

m(Y �N) = m(Y
(1)
N )�m(Y (2)N )� :::�m(Y (

�
K)
N ): (2.60)

×¾aczone s ¾a regu÷y dla których �(
�
k) > 0 pocz ¾awszy od regu÷y z najwi¾ekszym

wspó÷czynnikiem �(
�
k):

Ostatecznie po z÷o·zeniu ewidencji aktywowanych zbiorów rozmytych Y (
�
k)

N , wyz-
nacza si¾e funkcj¾e przekonania wed÷ug wzoru:

Bel(YN) =
X
Y ��Y

m(Y �N): (2.61)

Funkcja wiarygodnósci jest de�niowana nast¾epuj ¾aco:

Pl(YN) =
X
Y �\Y

m(Y �N): (2.62)

Ostatecznie algorytm 	(5) (xN ; xN�1; S) na wyj́sciu poda klas¾e decyzyjn ¾a do której
nale·zy rozpoznawany obiekt wed÷ug wzoru:

	(5)((xN ; xN�1; S)) = i jésli
Bel(ij (xN ; xN�1; S)) = max

r2�
Bel(rjYN); (2.63)

z wartósci ¾a wiarygodnósci:

Pl(ij (xN ; xN�1; S)): (2.64)

2.2.6. Model VI. Rozmyta zale·znóśc mi¾edzy wartósciami zmiennych i
mi¾edzy klasami pojawiaj ¾acymi si ¾e w kolejnych etapach
rozpoznawania

Model VI opisuje rozmyty zwi ¾azek mi¾edzy mierzonymi kolejno cechami i klasami.
W analizowanym przypadku regu÷¾e rozmyt ¾a opisuj ¾ac ¾a powy·zsz ¾a zale·znóśc mo·zna

zapisác w postaci jak to ma miejsce w modelu 5 2.56.
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Wspó÷czynnik spe÷nienia k-tej regu÷y rozmytej �(k) = Z
(k)
N (fjNg) :Jest on wyz-

naczany analogicznie jak w przypadku Modelu 5. Ró·znica pojawia si¾e przy budowie
bazy regu÷rozmytych, gdzie jego wartóśc jest dopisywana dla ka·zdej regu÷y rozmytej.
W konsekwencji w ka·zdej regule, do zbiorów rozmytych Y (k) przypisane s ¾a sumy

rang
P
Z
(k)
N (fjNg) dla ka·zdej klasy jN pod warunkiem zaobserwowanej klasy jN w

takcie poprzednim. Ka·zdej regule rozmytej przyporz ¾adkowuje si¾e rozmyt ¾a macierz
przej́śc mi¾edzy klasami wyst¾epuj ¾acymi w dwóch kolejnych taktach:

P(jN�1)(Y
(k)
N ) =26664

m(jN�1=1)(f1g) m(jN�1=1)(f2g) � � � m(jN�1=1)(fMg)
m(jN�1=2)(f1g) m(jN�1=2)(f2g) � � � m(jN�1=2)(fMg)

...
...

. . .
...

m(jN�1=M)(f1g) m(jN�1=M)(f2g) � � � m(jN�1=M)(fMg)

37775 ; (2.65)

m(jN�1)(fjNg) =
Z
(k)
N (fjNg)

MP
o=1

Z
(k)
N (fog)

: (2.66)

Elementy ogniskowe (fokalne) macierzy 2.65 spe÷niaj ¾a warunek:

a)
P

Y
(k)
N ��

m(jN�1=1)(Y
(k)
N ) = 1;

b)
P

Y
(k)
N ��

m(jN�1=2)(Y
(k)
N ) = 1;

...
c)

P
Y
(k)
N ��

m(jN�1=M)(Y
(k)
N ) = 1;

d) 8jN�1 m(jN�1)(?) = 0:

(2.67)

Zatem elementami ogniskowymi s ¾a poszczególne wiersze alokacyjnej macierzy prze-
j́śc 2.65.

×¾aczenie aktywowanych zbiorów rozmytych dla których �(
�
k) = Z

(
�
k)
N;n > 0 mo·zna

realizowác za pomoc ¾a wzoru:

m(jN�1)(Y �N) = m(Y
(1)
N )�m(Y (2)N )� :::�m(Y (

�
K)
N ) (2.68)

gdzie:

m(Y
(k)
N ) =

8>>>>>>>>>>>><>>>>>>>>>>>>:

jN = 1 m(f1g) = Z
(k)
N (f1g)

MP
jN=1

Z
(k)
N (fjNg)

jN = 2 m(f2g) = Z
(k)
N (f2g)

MP
jN=1

Z
(k)
N (fjNg)

...

jN =M m(fMg) = Z
(k)
N (fMg)

MP
jN=1

Z
(k)
N (fjNg)

: (2.69)
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Ostatecznie po z÷o·zeniu ewidencji aktywowanych zbiorów rozmytych Y
(
�
K)
N , otrzy-

muje si¾e funkcj¾e przekonania zale·zn ¾a od rozmytej obserwacji cech obiektu w takcie
poprzednim wed÷ug wzoru::

Bel(YN) =
X
Y ��Y

m(jN�1)(Y �N): (2.70)

Funkcja wiarygodnósci jest de�niowana nast¾epuj ¾aco:

Pl(YN) =
X
Y �\Y

m(jN�1)(Y �N): (2.71)

Ostatecznie algorytm 	(6) (xN ; jN�1; xN�1; S) na wyj́sciu poda klas¾e decyzyjn ¾a do
której nale·zy rozpoznawany obiekt wed÷ug wzoru:

	(6)(xN ; jN�1; xN�1; S) = i jésli
Bel(ij(xN ; jN�1; xN�1; S)) = max

r2�
Bel(rjYN) ; (2.72)

z wartósci ¾a wiarygodnósci:

Pl(ij(xN ; jN�1; xN�1; S)): (2.73)



Rozdzia÷3

Algorytmy rozpoznawania

3.1. Model 1

Tworzenie macierzy przej́śc i bazy regu÷rozmytych

Za÷ó·zmy dla uproszczenia, ·ze mamy na celu utworzenie macierzy przej́śc oraz bazy
regu÷rozmytych dla uk÷adu dwóch wej́śc i jednym wyj́sciu. Ponadto przyjmijmy,
·ze mamy dwie klasy decyzyjne i brak sterowania. Do tego celu musimy posiadác
odpowiednie dane ucz ¾ace w postaci zbioru ucz ¾acego. W analizowanym przyk÷adzie
ci ¾ag taki sk÷ada si¾e z 15 obserwacji:

Sm =((7,40,1),(10,63,2),(12,70,2),(6,50,1),(13,70,2),(3,45,1),(10,65,2),(13,70,2),
(6,53,1),(5,43,1),(9,63,2),(11,70,2),(8,50,1),(10,80,2),(11,64,2))

;

(3.1)
który mo·zna zapisác w postaci symbolicznej:

Sm = ((x
(1)
m;1; x

(2)
m;1; jm;1); (x

(1)
m;2; x

(2)
m;2; jm;2); (x

(1)
m;2; x

(2)
m;2; jm;2); :::; (x

(1)
m;R; x

(2)
m;R; jm;R):

KROK 1. Wyznaczanie macierzy przej́śc 2.21.
W pierwszej kolejnósci wyznaczamy aprioryczn ¾a macierz przej́śc 2.21:

P(jN�1)(DN) =

�
m(jN�1=1)(f1g) = 1

6
m(jN�1=1)(f2g) = 5

6

m(jN�1=2)(f1g) = 1
2
m(jN�1=2)(f2g) = 1

2

�
; (3.2)

gdzie DN = �:
Je·zeli dodatkowo dysponujemy informacj ¾a o macierzy przej́śc P(jN�1)(0DN), wyz-

naczonej przez eksperta:

P(jN�1)(0DN) =

�
m(jN�1=1)(f1g) = 2

7
m(jN�1=1)(f2g) = 5

7

m(jN�1=2)(f1g) = 3
5
m(jN�1=2)(f2g) = 2

5

�
; (3.3)
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3.1. Model 1

mo·zna dokonác aktualizacji wiedzy wykorzystuj ¾ac wzór 2.23.
KROK 2. Podzia÷wej́sciowej i wyj́sciowej przestrzeni na obszary. Ze

zbioru ucz ¾acego Sm wyznacza si¾e minimalne i maksymalne wartósci ka·zdej zmiennej.
Na podstawie tych wartósci okrésla si¾e przedzia÷y dopuszczalnych ich wartósci. Cecha
x
(1)
m;N 2 h3; 13i, a x

(2)
m;N 2 h40; 80i dla N = 2; 3; :::; R = 15: Dla zmiennych z taktu

inicjuj ¾acego ÷ańcuch rozpoznawania N = 1 wyznacza si¾e równie·z wartósci minimalne
i maksymalne dla zmiennych wej́sciowych. Poniewa·z przyk÷ad jest dla jednego m = 1
ci ¾agu ucz ¾acego, wi¾ec nie ma mo·zliwósci utworzenia bazy regu÷rozmytych dla takiego
przypadku.
Nast¾epnie ka·zdy ze zde�niowanych powy·zej przedzia÷ów dzieli si¾e na obszary. Liczba

takich odcinków dla ka·zdej zmiennej mo·ze býc inna. Przyjmijmy, ·ze mamy trzy takie
odcinku M (Ma÷y), S (Średni), D (Du·zy). Na rysunku 3.1 znajduje si¾e przyk÷ad takiego
podzia÷u.

SM D

)2(

,Nm
x

3 13

1

0
6

SM D

40 80

1

0
53

)( )1(

,Nm
x

)( )2(

,Nm
xµ

)1(

,Nm
x

0.41

0.68

0.83

0.22

Rysunek 3.1. Podzia÷przestrzeni wej́sciowej i wyj́sciowej na obszary i przyporzadkowanie im
funkcji przynale·znósci

Jest to przyk÷ad trójk ¾atnych funkcji przynale·znósci. Ich kszta÷t i rozmieszczenie
zosta÷y dobrany arbitralnie. Mo·zna zaproponowác ró·zne podzia÷y przestrzeni wej́s-
ciowej i wyj́sciowej na obszary i przyporz ¾adkowác im ró·zne funkcje przynale·znósci.

KROK 3. Tworzenie regu÷rozmytych na podstawie danych ucz ¾a-
cych. W pierwszej kolejnósci wyznacza si¾e stopnie przynale·znósci danych ucz ¾acych
Sm do ka·zdego obszaru utworzonego w kroku 2. Stopnie te to wartósci funkcji przy-
nale·znósci dla odpowiednich zbiorów rozmytych. Np. dla taktu N = 9, x(1)m;9 = 6;

x
(2)
m;9 = 53; jm;9 = 1: Dla przypadku pokazanego na rysunku 3.1 stopień przynale·znósci

zmiennej x(1)m;9 do obszaru M wynosi �M
�
x
(1)
m;9

�
= 0:41, a do obszaru S; �S

�
x
(1)
m;9

�
=

0:68. Stopień przynale·znósci zmiennej x
(2)
m;9 do obszaru M wynosi �M

�
x
(2)
m;9

�
= 0:22,
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3.1. Model 1

a do obszaru S; �S
�
x
(2)
m;9

�
= 0:83: Do pozosta÷ych obszarów stopień przynale·znósci

wynosi 0. Przyporz ¾adkowuje si¾e teraz dane ucz ¾ace do obszarów, w których maj ¾a one
najwi¾eksze stopnie przynale·znósci. ×atwo mo·zna zauwa·zýc, ·ze dla zmiennej x

(1)
m;9 jest to

obszar S, dla x(2)m;9 jest to obszar S. Dla ka·zdej pary danych ucz ¾acych mo·zna utworzýc
regu÷¾e rozmyt ¾a postaci: �

x
(1)
m;9 = 6; x

(2)
m;9 = 53; jm;9 = 1

�n
x
(1)
m;9 [max : 0:68 w S] ; x

(2)
m;9 [max : 0:83 w S] ; jm;9 = 1

o
)

F (k) :IF
�
x
(1)
m;9 jest S AND x

(2)
m;9 jest S

�
THEN y jest 1:

(3.4)

KROK 3. Generowanie bazy regu÷rozmytych. Baza regu÷rozmytych
jest pokazana na rysunku 3.7.

SM D

M

S

D

)( )5(Ym

)1(

,Nm
x

)2(

,Nm
x N

Rysunek 3.2. Baza regu÷rozmytych

Jest to tablica, z wype÷nionymi regu÷ami rozmytymi. Sposób jej tworzenia jest
nast¾epuj ¾acy. Je·zeli regu÷a jest postaci 3.4, to na przeci¾eciu kolumny S (dla zmiennej
x
(1)
m;9) oraz wiersza S (dla zmiennej x

(2)
m;9) wpisujemy do licznika wartóśc 1. W bazie

regu÷rozmytych m(Y (k)) jest funkcj ¾a alokacji prawdopodobieństwa dla zbioru Y (k):
Przyk÷adowo je·zeli mamy zbiór {134 elementy z klasy 1 i 83 elementy z klasy 2}, to:

m(Y (k)) =

�
jN = 1 m(f1g) = 134

134+83
= 0:618

jN = 2 m(f2g) = 83
134+83

= 0:382

Podsumowuj ¾ac, dla ka·zdej k regu÷y rozmytej przyporz ¾adkowany jest procent przy-
nale·znósci do tej regu÷y ka·zdej z klas.
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3.2. Model 2

3.2. Model 2

Algorytm ten rozpoznaje stan obiektu na podstawie obserwacji zastosowanego
sterowania w takcie poprzednim. Za÷ó·zmy, ·ze mamy na celu utworzenie baz regu÷
rozmytych z rozmytymi macierzami przej́śc dla uk÷adu dwóch wej́śc i jednym wyj́s-
ciu. W tym celu musimy posiadác odpowiednie dane w postaci zbioru ucz ¾acego. W
analizowanym przyk÷adzie niech ci ¾ag taki sk÷ada si¾e z 14 obserwacji:

Sm =((7,40,2,1),(10,63,1,2),(12,70,1,2),(6,50,2,1),(13,70,1,2),(3,45,1,1),(10,65,1,2),
(13,70,1,2),(6,53,2,1),(5,43,2,1),(9,63,1,2),(11,70,1,2),(8,50,2,1),(10,80,1,2))

;

(3.5)
który mo·zna zapisác w postaci:

Sm = ((x
(1)
m;1; x

(2)
m;1; um;1; jm;1); (x

(1)
m;2; x

(2)
m;2; um;2; jm;2); :::; (x

(1)
m;R; x

(2)
m;R; um;R ; jm;R):

KROK 1. Podzia÷wej́sciowej i wyj́sciowej przestrzeni na obszary. Z
ci ¾agu ucz ¾acego Sm wyznacza si¾e minimalne i maksymalne wartósci dla ka·zdej zmiennej.
Cecha x(1)m;N 2 h3; 13i, a x

(2)
m;N 2 h40; 80i dla N = 2; 3; :::; R = 14: Dla zmiennych

N = 1 inicjalizuj ¾acych ÷ańcuch obserwacji wyznacza si¾e równie·z wartósci minimalne i
maksymalne.
Nast¾epnie ka·zdy ze zde�niowanych powy·zej przedzia÷ów dzieli si¾e na obszary. Liczba

takich odcinków dla ka·zdego sygna÷u mo·ze býc inna. Przyjmijmy, ·ze mamy trzy takie
odcinku M (Ma÷y), S (Średni), D (Du·zy). Na rysunku 3.3 znajduje si¾e przyk÷ad takiego
podzia÷u.

SM D

)2(

,Nm
x

3 13

1

0
6

SM D

40 80

1

0
53

)( )1(

,Nm
x

)( )2(

,Nm
xµ

)1(

,Nm
x

0.41

0.68

0.83

0.22

5

44

0.63

0.78

0.47

0.29

(3.6)

Rysunek 3.3. Podzia÷przestrzeni wej́sciowej i wyj́sciowej na obszary i przyporzadkowanie im
funkcji przynale·znósci
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3.2. Model 2

Jest to przypadek trójk ¾atnych funkcji przynale·znósci. Mo·zna zaproponowác ró·zne
podzia÷y przestrzeni wej́sciowej na obszary i przyporz ¾adkowác im ró·zne funkcje przy-
nale·znósci.

KROK 2. Tworzenie regu÷rozmytych na podstawie danych ucz ¾a-
cych. W celu lepszego zobrazowania metody tworzenia regu÷rozmytych, do analizy
wzi¾eto dwa kolejne obiekty N = 9 i N = 10 W pierwszej kolejnósci wyznacza si¾e
stopnie przynale·znósci danych ucz ¾acych Sm do ka·zdego obszaru utworzonego w kroku
1. Stopnie te, to wartósci funkcji przynale·znósci dla odpowiednich zbiorów rozmy-
tych. Np. dla taktu N = 9, x(1)m;9 = 6; x

(2)
m;9 = 53; jm;9 = 1; dla N = 10; x

(1)
m;10 =

5; x
(2)
m;10 = 43; jm;10 = 1:Patrz ¾ac na rysunek 3.3 stopień przynale·znósci zmiennej x

(1)
m;9

do obszaru M wynosi �M
�
x
(1)
m;9

�
= 0:41, a do obszaru S; �S

�
x
(1)
m;9

�
= 0:68. Stopień

przynale·znósci zmiennej x
(2)
m;9 do obszaru M wynosi �M

�
x
(2)
m;9

�
= 0:22, a do obszaru

S; �S

�
x
(2)
m;9

�
= 0:83: Natomiast stopień przynale·znósci zmiennej x

(1)
m;10 do obszaru

M wynosi �M
�
x
(1)
m;10

�
= 0:63, a do obszaru S; �S

�
x
(1)
m;10

�
= 0:47. Stopień przy-

nale·znósci zmiennej x
(2)
m;10 do obszaru M wynosi �M

�
x
(2)
m;10

�
= 0:78, a do obszaru S;

�S

�
x
(2)
m;10

�
= 0:29 Do pozosta÷ych obszarów stopień przynale·znósci wynosi 0. Przy-

porz ¾adkowuje si¾e teraz dane ucz ¾ace do obszarów, w których maj ¾a one najwi¾eksze
wartósci tych stopni. ×atwo mo·zna zauwa·zýc, ·ze dla zmiennej x

(1)
m;9 jest to obszar

S, dla x(2)m;9 jest to obszar S. Dla ka·zdej pary danych ucz ¾acych na ka·zdym N etapie
wnioskowania mo·zemy utworzýc regu÷y rozmyte postaci:�

x
(1)
m;9 = 6; x

(2)
m;9 = 53; um;9 = 2; jm;9 = 1

�n
x
(1)
m;9 [max : 0:68 w S] ; x

(2)
m;9 [max : 0:83 w S] ; jm;9 = 1

o ; (3.7)

F (1) : IF CURRENTLY((x(1)m;9 jest S AND x
(2)
m;9 jest S

AND RECENTLY (um;8 = 1))
THEN (y jest 1).

(3.8)

�
x
(1)
m;10 = 5; x

(2)
m;10 = 43; um;9 = 2; jm;10 = 1

�n
x
(1)
m;10 [max : 0:63 w M ] ; x

(2)
m;10 [max : 0:78 w M ] ; jm;10 = 1

o ; (3.9)

F (2) : IF CURRENTLY((x(1)m;10 jest M AND x(2)m;10 jest M
AND RECENTLY (um;9 = 2))

THEN (y jest 1).
(3.10)

KROK 3. Generowanie bazy regu÷rozmytych. Baza regu÷rozmytych
jest pokazana na rysunku 3.4.
Jest to tablica, z wype÷nionymi regu÷ami rozmytymi. Sposób jej tworzenia jest

nast¾epuj ¾acy. Je·zeli regu÷a jest postaci 3.7 i poprzednio zastosowano sterowanie uN�1 =
1, to na przeci¾eciu kolumny S (dla zmiennej x(1)m;9) oraz wiersza S (dla zmiennej x

(2)
m;9)

doliczamy do licznika wyst ¾apienie klasy 1. Je·zeli poprzednio zastosowano sterowanie,
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Rysunek 3.4. Baza regu÷rozmytych

uN�1 = 2 to na przeci¾eciu kolumny M (dla zmiennej x(1)m;10) oraz wiersza M (dla zmi-

ennej x(2)m;10) wpisujemy do licznika klas¾e 1 W bazie regu÷rozmytych Y (k) jest rozmyt ¾a
macierz ¾a przej́śc zawieraj ¾ac ¾a relacje mi¾edzy klas ¾a decyzyjn ¾a zaobserwowan ¾a na etapie
N pod warunkiem wyst ¾apienia konkretnego sterowania w takcie N � 1:
Przyk÷adowo je·zeli zbiór Y

(k)
N �{114 elementy z klasy 1 i 63 elementy z klasy 2 pod

warunkiem zastosowanego sterowania w takcie poprzednim uN�1 = 1 i 29 elementów
z klasy 1 i 64 elementy z klasy 2 pod warunkiem zastosowanego w takcie poprzednim
sterowania uN�1 = 2, to funkcja masy rozmytej macierzy przej́śc:

m
�
Y
(k)
N

�
=

�
m(uN�1=1)(f1g) =0.64 m(uN�1=1)(f2g) =0.36
m(uN�1=2)(f1g) =0.31 m(uN�1=2)(f2g) =0.69

�
: (3.11)

Elementami fokalnymi s ¾a zde�niowane we wzorze 2.34 wiersze macierzy 3.11.
PRZYK×AD ROZPOZNAWANIA
W danym momencie czasu t wykonano dziewi ¾aty pomiary wartósci zmiennych

x
(1)
9 = 6 i x(2)9 = 53 oraz poprzednio zastosowane sterowanie uN�1 = 2: Maj ¾ac dan ¾a
baz¾e regu÷rozmytych przedstawion ¾a na rysunku 3.5 postawíc odpowiedni ¾a decyzj¾e w
takcie dziewi ¾atym. Przyj ¾ác wspó÷czynnik sprzecznósci regu÷rozmytych �F = 0:51:
Wpierwszej kolejnósci nale·zy wyznaczýc wartósci funkcji przynale·znósci do ka·zdego

zbioru rozmytego.
Dla przypadku pokazanego na rysunku 3.1 stopień przynale·znósci zmiennej x

(1)
m;9

do obszaru M wynosi �M
�
x
(1)
m;9

�
= 0:41, a do obszaru S; �S

�
x
(1)
m;9

�
= 0:68. Stopień
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57.043.0
39.061.0







67.033.0
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78.022.0
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30.070.0







46.04.0
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70.030.0
08.092.0







1.059.0
22.078.0







38.062.0
39.061.0

Rysunek 3.5. Baza regu÷rozmytych

przynale·znósci zmiennej x
(2)
m;9 do obszaruM wynosi �M

�
x
(2)
m;9

�
= 0:22, a do obszaru S;

�S

�
x
(2)
m;9

�
= 0:83: Do pozosta÷ych obszarów stopień przynale·znósci wynosi 0. Wobec

powy·zszego otrzymano cztery aktywowane regu÷y rozmyte. Nale·zy teraz wyznaczýc
stopnie spe÷nienia tych regu÷oraz na podstawie wielkósci tego wspó÷czynnika ponu-
merowác regu÷y do sk÷adania:
F (4) �(4) = �M

�
x
(1)
m;9

�
� �M

�
x
(2)
m;9

�
= 0:41 � 0:22 = 0:09;

F (2) �(2) = �M

�
x
(1)
m;9

�
� �S

�
x
(2)
m;9

�
= 0:41 � 0:83 = 0:34;

F (3) �(3) = �S

�
x
(1)
m;9

�
� �M

�
x
(2)
m;9

�
= 0:68 � 0:22 = 0:15;

F (1) �(1) = �S

�
x
(1)
m;9

�
� �S

�
x
(2)
m;9

�
= 0:68 � 0:83 = 0:56:

W pierwszej kolejnósci ÷¾aczy si¾e regu÷y F (1) z F (2): Oczywíscie wykorzystuj ¾ac fakt,
·ze w ósmym takcie wyst ¾api÷o sterowanie równe 2, regu÷y b¾ed ¾a mia÷y postác:

F (1) : m(Y
(1)
9 ) =

�
m(uN�1=2)(f1g) =0.54
m(uN�1=2)(f2g) =0.46 ;

F (2) : m(Y
(2)
9 ) =

�
m(uN�1=2)(f1g) =0.49
m(uN�1=2)(f2g) =0.51 ;

F (3) : m(Y
(3)
9 ) =

�
m(uN�1=2)(f1g) =0.59
m(uN�1=2)(f2g) =0.41 ;

F (4) : m(Y
(4)
9 ) =

�
m(uN�1=2)(f1g) =0.30
m(uN�1=2)(f2g) =0.70 :

×¾acz ¾ac powy·zsze regu÷y otrzymujemy:
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m(Y
(1;2)
9 ) = m(Y

(1)
9 )�m(Y (2)9 ) =

�
m(uN�1=2)(f1g) =0.53
m(uN�1=2)(f2g) =0.47 :

Wspó÷czynnik sprzecznósci regu÷wynosi �F = 0:49 i jest mniejszy od �F 0 = 0:51.
Spe÷niony jest zatem warunek niesprzecznósci regu÷2.11 i nie ma przeciwwskazań do
odrzucenia aktualizacji wiedzy. Nast¾epnie dokonujemy ÷¾aczenia regu÷:

m(Y
(1;2;3)
9 ) = m(Y

(1;2)
9 )�m(Y (3)9 ) =

�
m(uN�1=2)(f1g) =0.62
m(uN�1=2)(f2g) =0.38 :

Wspó÷czynnik sprzecznósci regu÷wynosi �F = 0:48 i jest mniejszy od �F 0 = 0:51:
×¾acz ¾ac regu÷y m(Y (1;2;3;4)9 ) = m(Y

(1;2;3)
9 ) � m(Y (4)9 ), okazuje si¾e, ·ze wspó÷czynnik

sprzecznósci wynosi 0:55 i jest wi¾ekszy od �F = 0:51. Zatem uznaje si¾e regu÷y za
sprzeczne i nie dokonuje ich ÷¾aczenia. Wyznacza si¾e teraz funkcj¾e przekonania z otrzy-
manej funkcji masy:

Bel(Y9) =
X

Y
(1;2;3)
9 �Y9

m(Y
(1;2;3)
9 ); (3.12)

Bel(Y9) =

�
0.62 dla r =1
0.38 dla r =2

: (3.13)

Wobec powy·zszego Bel(uN�1)(ij(xN ; uN�1; S)) = max
r2Y

Bel(uN�1)(rjY9) = 0:62 dla

i = 1:Z wiarygodnósci ¾a Pl(uN�1)(ij(xN ; uN�1; S)) = 0:62. Algorytm rozpoznawania
zaklasy�kowa÷rozpoznawany obiekt do klasy 1.

3.3. Model 3

Za÷ó·zmy, ·ze mamy na celu utworzenie baz regu÷rozmytych z rozmytymi macierzami
przej́śc dla uk÷adu dwóch wej́śc i jednym wyj́sciu. W tym celu musimy posiadác
odpowiednie dane w postaci zbioru ucz ¾acego S. W analizowanym przyk÷adzie niech
ci ¾ag taki sk÷ada si¾e z 15 obserwacji 3.5.
W analizowanym algorytmie kroki 1 i 2 s ¾a analogiczne jak w przypadku Modelu 2.

Ró·znica pojawia si¾e w regu÷ach rozmytych, które w tym przypadku opisuj ¾a rozmyty
zwi ¾azek mi¾edzy kolejno pojawiaj ¾acymi si¾e klasami obiektu. Przyk÷ad takich regu÷dla
rozmytej obserwacji cech obiektu, rysunek 3.3 przedstawíc mo·zna w postaci:�

x
(1)
m;9 = 6; x

(2)
m;9 = 53; jm;9 = 1

�n
x
(1)
m;9 [max : 0:68 w S] ; x

(2)
m;9 [max : 0:83 w S] ; jm;9 = 1

o ; (3.14)

F (1) : IF CURRENTLY ((x(1)m;9 jest S AND x
(2)
m;9 jest S)

AND RECENTLY (jm;8 = 2))
THEN (y jest 1).

(3.15)

�
x
(1)
m;10 = 5; x

(2)
m;10 = 43; jm;9 = 1

�n
x
(1)
m;10 [max : 0:63 w M ] ; x

(2)
m;10 [max : 0:78 w M ] ; jm;10 = 1

o ; (3.16)
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3.3. Model 3

F (2) : IF CURRENTLY ((x(1)m;10 jest M AND x(2)m;10 jest M)
AND RECENTLY (jm;9 = 1))

THEN (y jest 1 ).
(3.17)

KROK 3. Generowanie bazy regu÷rozmytych. Baza regu÷rozmytych
jest pokazana na rysunku 3.7.
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Rysunek 3.6. Baza regu÷rozmytych

Jest to tablica, z wype÷nionymi regu÷ami rozmytymi. Sposób jej tworzenia jest
nast¾epuj ¾acy. Je·zeli regu÷a jest postaci 3.14 i poprzednim stanem obiektu by÷a klasa 2,
to na przeci¾eciu kolumny S (dla x(1)m;9) oraz wiersza S (dla x

(2)
m;9) wpisujemy do licznika

wyst ¾apienie klasy 1. Je·zeli poprzednim stanem obiektu by÷a klasa 1, to na przeci¾eciu
kolumny M (dla x(1)m;10) oraz wiersza M (dla x(2)m;10) wpisujemy do licznika wyst ¾apienie
klasy 1 W bazie regu÷rozmytych Y (k) jest rozmyt ¾a macierz ¾a przej́śc zawieraj ¾ac ¾a ilósci
klas przypisanych do regu÷y k-tej na etapie N pod warunkiem zaobserwowanej klasy
w takcie N � 1:
Przyk÷adowo je·zeli zbiór Y

(k)
N �{134 elementy z klasy 1 i 83 elementy z klasy 2 pod

warunkiem zaobserwowanej jN�1 = 1 i 54 elementy z klasy 1 i 49 elementów z klasy 2
pod warunkiem zaobserwowanej jN�1 = 2, to:

m
�
Y
(k)
N

�
=

�
m(jN�1=1)(f1g) =0.61 m(jN�1=1)(f2g) =0.39
m(jN�1=2)(f1g) =0.52 m(jN�1=2)(f2g) =0.48

�
: (3.18)

Elementami fokalnymi s ¾a zde�niowane we wzorze 2.42 wiersze macierzy 3.18.
Blok wnioskowania dla modelu 3 jest analogiczny jak w przypadku modelu 2.
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3.4. Model 4

3.4. Model 4

Algorytm ten do podj¾ecia decyzji wykorzystuje rozmyt ¾a obserwacj¾e cech obiektu na
N -tym etapie rozpoznawania oraz klas¾e i sterowanie wyst¾epuj ¾ace w takcie poprzednim.
Kroki 1 i 2 s ¾a analogiczne jak dla Modeli 2 i3 natomiast istotna ró·znica pojawia si¾e w
budowie bazy regu÷rozmytych.

KROK 3. Generowanie bazy regu÷rozmytych. Baza regu÷rozmytych
jest pokazana na rysunku 3.7.
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Rysunek 3.7. Baza regu÷rozmytych

Jest to tablica, z wype÷nionymi regu÷ami rozmytymi. Sposób jej tworzenia jest
nast¾epuj ¾acy. Je·zeli poprzednim stanem obiektu by÷a klasa 2 i zastosowano sterowanie
1, oraz x(1)m;9 = 6; x

(2)
m;9 = 53 to dla macierzy uN�1 = 1 na przeci¾eciu kolumny S (dla

zmiennej x(1)m;9) oraz wiersza S (dla zmiennej x
(2)
m;9) wpisujemy do licznika wyst ¾apienie

klasy 1. Je·zeli poprzednim stanem obiektu by÷a klasa 1 oraz sterowanie 2, oraz x
(1)
m;10 =

5; x
(2)
m;10 = 33 to dla macierzy uN�1 = 2 na przeci¾eciu kolumnyM (dla zmiennej x(1)m;10)

oraz wiersza M (dla zmiennej x(2)m;10) wpisujemy do licznika wyst ¾apienie klasy 1
Blok wnioskowania dla modelu 4 jest analogiczny jak w przypadku modelu 2 i 3.

3.5. Model 5

Za÷ó·zmy, ·ze mamy na celu utworzenie rozmytej macierzy przej́śc oraz bazy regu÷
rozmytych dla uk÷adu dwóch wej́śc i jednym wyj́sciu. Podobnie jak dla innych anali-
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3.5. Model 5

zowanych wczésniej modeli musimy posiadác odpowiednie dane ucz ¾ace w postaci zbioru
ucz ¾acego. Dla uproszczenia niech ci ¾ag sk÷ada si¾e z R=16 obserwacji:

Sm =((6,41,1),(11,67,2),(14,68,2),(7,51,1),(11,72,2),(3,41,1),(11,62,2),(11,68,2),
(6,53,1),(6,43,1),(11,68,2),(12,75,2),(4,51,1),(12,81,2),(10,61,2),(12,67,2))

;

(3.19)
który mo·zna zapisác w postaci symbolicznej:

Sm = ((x
(1)
m;1; x

(2)
m;1; jm;1); (x

(1)
m;2; x

(2)
m;2; jm;2); (x

(1)
m;2; x

(2)
m;2; jm;2); :::; (x

(1)
m;R; x

(2)
m;R; jm;R):

KROK 1. Podzia÷wej́sciowej i wyj́sciowej przestrzeni na obszary. Z
ci ¾agu ucz ¾acego Sm wyznacza si¾e minimalne i maksymalne wartósci ka·zdej zmiennej.
Na podstawie tych wartósci okrésla si¾e przedzia÷y dopuszczalnych ich wartósci. Cecha
x
(1)
m;N 2 h3; 13i, a x

(2)
m;N 2 h40; 80i dla N = 2; 3; :::; R = 16: Dla zmiennych w takcie

N = 1 inicjalizuj ¾acych ÷ańcuch obserwacji wyznacza si¾e równie·z wartósci minimalne i
maksymalne. Poniewa·z przyk÷ad jest dla m = 1, wi¾ec nie ma mo·zliwósci utworzenia
bazy regu÷rozmytych dla takiego przypadku.
Nast¾epnie ka·zdy ze zde�niowanych powy·zej przedzia÷ów dzieli si¾e na obszary. Liczba

takich odcinków dla ka·zdej zmiennej mo·ze býc inna. Przyjmijmy, ·ze mamy trzy takie
odcinki M (Ma÷y), S (Średni), D (Du·zy) dla N-tej rozmytej obserwacji cech obiektu i
BM (Bardzo Ma÷y), M (Ma÷y) S (Średni), D (Du·zy), BD (Bardzo Du·zy) dla obserwacji
N-1 obiektu . Na rysunku 3.1 znajduje si¾e przyk÷ad takiego podzia÷u.

SM D

)2(

,Nm
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0
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Rysunek 3.8. Podzia÷przestrzeni wej́sciowej i wyj́sciowej na obszary i przyporzadkowanie im
funkcji przynale·znósci

KROK 2. Tworzenie bazy regu÷rozmytych na podstawie danych
ucz ¾acych. W pierwszej kolejnósci wyznacza si¾e stopnie przynale·znósci danych ucz ¾a-
cych Sm do ka·zdego obszaru utworzonego w kroku 1. Stopnie te to wartósci funkcji
przynale·znósci dla odpowiednich zbiorów rozmytych. Np. dla taktu N = 9, x(1)m;9 = 6;
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3.5. Model 5

x
(2)
m;9 = 53; jm;9 = 1. Nast¾epnie dokonuje si¾e obserwacji obiektu N � 1; czyli dla
analizowanego przypadku jest to N � 1 = 8; x

(1)
m;8 = 11; x

(2)
m;8 = 68; jm;8 = 2. Dla

przypadku przedstawionym na rysunku 3.8 wyznacza si¾e stopnie przynale·znósci:

dla zmiennej x(1)m;9 przynale·znóśc do obszaru M wynosi �M
�
x
(1)
m;9

�
= 0:41

dla zmiennej x(1)m;9 przynale·znóśc do obszaru S wynosi �S
�
x
(1)
m;9

�
= 0:68

dla zmiennej x(2)m;9 przynale·znóśc do obszaru M wynosi �M
�
x
(2)
m;9

�
= 0:22

dla zmiennej x(2)m;9 przynale·znóśc do obszaru S wynosi �S
�
x
(2)
m;9

�
= 0:83

dla zmiennej x(1)m;8 przynale·znóśc do obszaru D wynosi �D
�
x
(1)
m;8

�
= 0:84

dla zmiennej x(1)m;8 przynale·znóśc do obszaru M wynosi �M
�
x
(1)
m;8

�
= 0:32

dla zmiennej x(2)m;8 przynale·znóśc do obszaru D wynosi �D
�
x
(2)
m;8

�
= 0:80

dla zmiennej x(2)m;8 przynale·znóśc do obszaru M wynosi �M
�
x
(2)
m;8

�
= 0:25

Nast¾epnie wyznacza si¾e si÷¾e rozmytego zwi ¾azku mi¾edzy kolejno pojawiaj ¾acymi si¾e
obiektami. Poniewa·z w takcie N=8 maksymalna wartóśc funkcji przynale·znósci jest
do zbioru D, wi¾ec:
�D;M

�
x
(1)
m;9

�
= �D

�
x
(1)
m;8

�
� �M

�
x
(1)
m;9

�
= 0:84 � 0:41 = 0:34;

�D;S

�
x
(1)
m;9

�
= �D

�
x
(1)
m;8

�
� �S

�
x
(1)
m;9

�
= 0:84 � 0:68 = 0:57;

�D;M

�
x
(2)
m;9

�
= �D

�
x
(2)
m;8

�
� �M

�
x
(2)
m;9

�
= 0:80 � 0:22 = 0:18;

�D;S

�
x
(2)
m;9

�
= �D

�
x
(2)
m;8

�
� �S

�
x
(2)
m;9

�
= 0:84 � 0:83 = 0:70:

Wyznacza si¾e regu÷¾e o najwi¾ekszej wartósci wspó÷czynnika spe÷nienia. ×atwo mo·zna
zauwa·zýc, ·ze dla zmiennej x

(1)
m;9 jest to przej́scie ze zbioru D do S, dla x(2)m;9 jest to

przej́scie ze zbioru D do S. Mo·zna teraz utworzýc regu÷¾e rozmyt ¾a postaci:

�
x
(1)
m;9 = 6; x

(2)
m;9 = 53; jm;9 = 1

�
i
�
x
(1)
m;8 = 11; x

(2)
m;8 = 68; jm;8 = 2

�n
x
(1)
m;9 [max : 0:57 w D ! S] ; x

(2)
m;9 [max : 0:70 w D ! S] ; jm;9 = 1

o : (3.20)

IF RECENTLY((x(1)m;8 jest D AND x(2)m;8 jest D)
AND CURRENTLY(x(1)m;9 jest S AND x

(1)
m;9 jest S))

THEN (y jest Y (5)9 = (f1g) z �(5) = 0:57 � 0:70 = 0:40).
(3.21)

KROK 3. Generowanie bazy regu÷rozmytych. Baza regu÷rozmytych
jest pokazana na rysunku 3.9.
Jest to tablica, z wype÷nionymi regu÷ami rozmytymi. Sposób jej tworzenia jest

nast¾epuj ¾acy. Je·zeli regu÷a jest postaci 3.20, to na przeci¾eciu kolumny S (dla zmiennej
x
(1)
m;9) oraz wiersza S (dla zmiennej x

(2)
m;9) zwi¾ekszamy rang¾e pojawienia si¾e dla takiego

przypadku klasy 1 o wartóśc iloczynu Z(k)N
�n
i
(k)
r

o�
= 0:70 � 0:57 = 0:40:Powy·zszy

iloczyn jest rang ¾a okréslaj ¾ac ¾a si÷¾e zwi ¾azku mi¾edzy kolejnymi stanami obiektu. Suma
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3.5. Model 5

M

S

M

D

D

)1(

Nx

)1(

1−Nx

)2(

1−Nx

M

D

SM D

)5(Y)2(

Nx
0.40

Rysunek 3.9. Baza regu÷rozmytych

wartósci takich iloczynów jest sum ¾a rang dla poszczególnych klas w konkretnej regule
rozmytej.
Przyk÷adowo je·zeli Z

(k)
N (f1g) = 1540 dla klasy jN = 1 i Z(k)N (f2g) = 920; jN = 2,

wówczas:

m(Y
(k)
N ) =

�
jN = 1 m(f1g) = 1540

1540+920
= 0:626

jN = 2 m(f2g) = 1540
1540+920

= 0:374
:

PRZYK×AD 1.
Przyk÷ad ten zosta÷opracowany z pomoc ¾a eksperta lekarza. Kszta÷t i rozmieszcze-

nie funkcji przynale·znósci s ¾a oszacowane subiektywnie, na podstawie wiedzy specjalisty
chorób wewn¾etrznych. U pacjenta po przyj¾eciu do szpitala zaobserwowano wyniki krwi:
Hemoglobina Hb = 7:7, P÷ytki krwi PLT = 35: Po pewnym okresie obserwacji wyniki
nieznacznie poprawi÷y si¾e Hb = 8:6; PLT = 90: Nale·zy podj ¾ác decyzj¾e odnósnie
stanu pacjenta maj ¾ac dane funkcje przynale·znósci na rysunku 3.11 oraz baz¾e regu÷
rozmytych, przedstawion ¾a na rysunku 3.12. Przyj ¾ác wspó÷czynnik sprzecznósci regu÷
rozmytych �F = 0:3:
gdzie:
1 - stan normalny
2 - anemia
3 - stan zapalny
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3.5. Model 5

4 - infekcja
5 - krwotok
6 - bia÷aczka
7 - niedobór witaminy B12 i kwasu foliowego
8 - odwodnienie
9 - reumatyzm.
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Rysunek 3.10. Baza regu÷rozmytych

W pierwszej kolejnósci nale·zy zde�niowác przestrzeń � = f1; 2; 3; 4; 5; 6; 7; 8; 9g:
Jest to przyk÷ad rozpoznawania sekwencyjnego. Wiedza o aktualnym stanie pac-

jenta jest zale·zna od stanu poprzedniego. Z rysunku 3.11 odczytuje si¾e wartósci funkcji
przynale·znósci do odpowiednich zbiorów rozmytych:
�M (HbN) = 0:66 �M (PLTN) = 0:66
�S (HbN) = 0:43 �S (PLTN) = 0:23
�BM (HbN�1) = 0:63 �BM (PLTN�1) = 0:72
�M (HbN�1) = 0:44 �M (PLTN�1) = 0:21
Nast¾epnie wyznacza si¾e rangi. Poniewa·z w poprzednim pomiarze maksymalna

wartóśc funkcji przynale·znósci jest do zbioru rozmytego BM, wi¾ec:
�BM;M (HbN) = �BM (HbN�1) � �M (HbN) = 0:63 � 0:66 = 0:42;
�BM;S (HbN) = �BM (HbN�1) � �S (HbN) = 0:63 � 0:43 = 0:27;
�BM;M (PLTN) = �BM (PLTN�1) � �M (PLTN) = 0:72 � 0:66 = 0:48;
�BM;S (PLTN) = �BM (PLTN�1) � �S (PLTN) = 0:72 � 0:23 = 0:17:
W ten sposób otrzymano cztery aktywowane regu÷y rozmyte:
F1 :IF(Hb jest M AND PLT jest M) THEN (y jest m(Y (1)N ) z �(1) = 0:20),
F2 :IF(Hb jest S AND PLT jest M) THEN (y jest m(Y

(2)
N ) z �(2) = 0:13),

F3 :IF(Hb jest M AND PLT jest S) THEN (y jest m(Y (3)N ) z �(3) = 0:07),
F4 :IF(Hb jest S AND PLT jest S) THEN (y jest m(Y

(4)
N ) z �(4) = 0:05).

W pierwszej kolejnósci sk÷ada si¾e regu÷¾e F (1) z F (2)
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Rysunek 3.11. Podzia÷przestrzeni wej́sciowej i wyj́sciowej na obszary i przyporzadkowanie
im funkcji przynale·znósci

m(Y
(1;2)
N ) = m(Y

(1)
N )�m(Y (2)N ) (3.22)

m(Y
(1)
N ) =

8><>:
0.25 dla Y (1)N ={2,6,7}
0.70 dla Y (1)N ={5}
0.05 dla Y (1)N = �

; m(Y
(2)
N ) =

8><>:
0.65 dla Y (2)N ={5,7}
0.25 dla Y (2)N ={6}
0.10 dla Y (2)N = �

:

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷3.22 wynosi 0:175 i jest mniejszy ni·z
�F = 0:3: Zatem regu÷y mo·zna uznác za niesprzeczne. Obliczaj ¾ac sum¾e ortogonaln ¾a
3.22 otrzymujemy:

m(Y
(1;2)
N ) =

8>>>>>>>><>>>>>>>>:

0.64 dla Y (1;2)N ={5}
0.09 dla Y (1;2)N ={6}
0.20 dla Y (1;2)N ={7}
0.04 dla Y (1;2)N ={5,7}
0.03 dla Y (1;2)N ={2,6,7}
0.006 dla Y (1;2)N = �

: (3.23)

Nast¾epnie
m(Y

(1;2;3)
N ) = m(Y

(1;2)
N )�m(Y (3)N ): (3.24)

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷3.24 wynosi 0:789 i jest wi¾ekszy ni·z
�F = 0:3: Zatem regu÷y mo·zna uznác sprzeczne. Wobec powy·zszego nie ÷¾aczymy tych
regu÷. Ostatecznie sprawdzamy, czy mo·zliwe jest po÷¾aczenie regu÷:

m(Y
(1;2;4)
N ) = m(Y

(1;2)
N )�m(Y (4)N ): (3.25)
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3.5. Model 5

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷3.24 wynosi 0:974 i jest wi¾ekszy
ni·z �F = 0:3: Zatem regu÷y mo·zna uznác sprzeczne. Wobec powy·zszego 3.23 jest
rozk÷adem rozmytej funkcji alokacji prawdopodobieństwa opisuj ¾acym stan pacjenta.
W ostatniej kolejnósci wyznacza si¾e funkcj¾e przekonania:

Bel(Y ) =
X

Y
(1;2)
N �Y

m(Y
(1;2)
N ); (3.26)

Bel(Y ) =

8>>>>>><>>>>>>:

0.68 dla Y (1;2) ={5}
0.12 dla Y (1;2) ={6}
0.24 dla Y (1;2) ={7}
0.04 dla Y (1;2) ={5,7}
0.03 dla Y (1;2) ={2,6,7}
0.006 dla Y (1;2) = �

: (3.27)

Rozk÷ad funkcji wiarygodnósci jest nast¾epuj ¾acy:

Pl(Y ) =

8>>>>>><>>>>>>:

0.68 dla Y (1;2) ={5}
0.13 dla Y (1;2) ={6}
0.27 dla Y (1;2) ={7}
0.912 dla Y (1;2) ={5,7}
0.366 dla Y (1;2) ={2,6,7}
0.006 dla Y (1;2) = �

: (3.28)

Wobec powy·zszego Bel(ijY ) = max
r2Y

Bel(rjY ):
Bel(f5g) = 0:68 z wiarygodnósci ¾a Pl(f5g) = 0:68: Na podstawie pomiaru cech

mo·zna wnioskowác, ·ze jestésmy przekonani ·ze pacjent mo·ze miéc krwotok wewn¾etrzny.
Lekarz analizuj ¾ac taki wynik zdaje sobie spraw¾e, ·ze osoba badana ma anemi¾e ale jest
powa·zny sygna÷, ·ze jej przyczyn ¾a jest krwotok wewn¾etrzny, o czym świadczy niski
wynik PLT i Hb. Wartósci mierzone nieznacznie poprawi÷y si¾e z czasem. Za ma÷o
jednak w tym przypadku jest danych, aby mo·zna by÷o stwierdzíc, ·ze wzrost PLT i Hb
nie by÷spowodowany np. podaniem krwi choremu. W takim przypadku dodatkowym
źród÷em informacji i bardzo istotnym jest zastosowane leczenie po pierwszym badaniu
krwi. Przyk÷ad drugi ilustruje takie wnioskowanie. W celu zobrazowania jak zmieni
si¾e przekonanie o zdrowiu pacjenta wprowadzono takie same wartósci wektora cech.
PRZYK×AD 2.
U pacjenta po przyj¾eciu do szpitala zaobserwowano wyniki krwi: Hemoglobina

Hb = 7:7, P÷ytki krwi PLT = 35: Pacjentowi na skutek ubytku krwi podano dwie
jednostki krwi. Po dwóch dniach obserwacji wyniki wynosi÷y Hb = 8:6; PLT = 90:
Nale·zy podj ¾ác decyzj¾e odnósnie stanu pacjenta maj ¾ac dane funkcje przynale·znósci na
rysunku 3.11 oraz baz¾e regu÷rozmytych, przedstawion ¾a na rysunku 3.12. Przyj ¾ác
wspó÷czynnik sprzecznósci regu÷rozmytych �F = 0:3:
Poniewa·z wiemy, ·ze pacjent dosta÷krew, wi¾ec przy wnioskowaniu nale·zy przyj ¾ác

baz¾e regu÷rozmytych opisuj ¾acych zwi ¾azek pomi¾edzy zmiennymi po zastosowanym
leczeniu.
Funkcje przynale·znósci s ¾a zilustrowane na rysunku 3.11. Na podstawie danych tok

post¾epowania do momentu sk÷adania regu÷jest taki sam jak w przyk÷adzie 2.
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Rysunek 3.12. Baza regu÷rozmytych

W pierwszej kolejnósci sk÷ada si¾e regu÷¾e F (1) z F (2):

m(Y
(1;2)
N ) = m(Y

(1)
N )�m(Y (2)N ); (3.29)

m(Y
(1)
N ) =

8><>:
0.15 dla Y (1)N ={2,6}
0.80 dla Y (1)N ={5}
0.05 dla Y (1)N = �

; m(Y
(2)
N ) =

(
0.78 dla Y (2)N ={5}
0.22 dla Y (2)N = �

:

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷3.29 wynosi 0:117 i jest mniejszy ni·z
�F = 0:3: Zatem regu÷y mo·zna uznác za niesprzeczne. Obliczaj ¾ac sum¾e ortogonaln ¾a
3.29 otrzymujemy:

m(Y (1;2)) =

8<:
0.95 dla Y (1;2) ={5}
0.03 dla Y (1;2) ={2,6}
0.02 dla Y (1;2) = �

: (3.30)

Nast¾epnie
m(Y

(1;2;3)
N ) = m(Y

(1;2)
N )�m(Y (3)N ): (3.31)

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷3.24 wynosi 0:118 i jest mniejszy
ni·z �F = 0:3: Zatem regu÷y mo·zna uznác sprzeczne. Wobec powy·zszego nie ÷¾aczymy
tych regu÷. Ostatecznie sprawdzamy, czy mo·zliwe jest po÷¾aczenie regu÷:

m(Y
(1;2;4)
N ) = m(Y

(1;2)
N )�m(Y (4)N ): (3.32)

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷3.31 wynosi 0:951 i jest wi¾ekszy
ni·z �F = 0:3: Wobec powy·zszego 3.30 jest rozk÷adem rozmytej funkcji alokacji praw-
dopodobieństwa opisuj ¾acym schorzenie pacjenta. W ostatniej kolejnósci wyznacza si¾e
funkcj¾e przekonania:
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3.6. Model 6

Bel(YN) =
X

Y
(1;2)
N �YN

m(Y
(1;2)
N ); (3.33)

Bel(YN) =

8><>:
0.95 dla Y (1;2)N ={5}
0.03 dla Y (1;2)N ={2,6}
0.02 dla Y (1;2)N = �

: (3.34)

Wobec powy·zszego Bel(ij (xN ; xN�1; S)) = max
r2�

Bel(rjYN); jest dla iN = 5 z wiary-
godnósci ¾a Pl(ij (xN ; xN�1; S)) =0.95. Analiza lekarska potwierdza poprawnóśc co do
rokowań na podstawie wyników badań i diagnozy postawionej za pomoc ¾a algorytmu.
Wed÷ug lekarza je·zeli wyniki krwi PLT i HB s ¾a niskie, wr¾ecz bardzo niskie, to po
podaniu czerwonych krwinek parametry krwi po dwóch dniach obserwacji raczej nie
odstaj ¾a du·zo od normy, Hb=[12-16]. PLT=[150-400]. W analizowanym przypadku
wyniki powtórnie bardzo spad÷y. Wobec tego mo·zna powiedziéc, ·ze oprócz bia÷aczki,
anemii i nieprzyswajalnósci witaminy B12 i kwasy foliowego wyniki wskazuj ¾a bardzo
na krwotok wewn¾etrzny, co potwierdza wynik rozpoznawania. Analizuj ¾ac przyk÷ady
2 i 3 i konsultuj ¾ac je z lekarzem pojawi÷a si¾e istotna uwaga. Przy projektowaniu sys-
temu rozpoznawania nale·zy podzielíc przestrzeń wej́sciow ¾a na co najmniej pi¾éc zbiorów
rozmytych. Jest to spowodowane tym, ·ze wyniki hemoglobiny i trombocyty mog ¾a býc
bardzo niskie, niskie, średnie, wysokie i bardzo wysokie. Wynik bardzo niski i niski
ró·znicuj ¾a mi¾edzy sob ¾a. Przy wyniku niskim nie jest konieczne podanie krwi, a przy
bardzo niskim taka koniecznóśc istnieje. Rozk÷ad bazowy regu÷rozmytych równie·z
si¾e zmieni i w konsekwencji otrzymamy baz¾e regu÷rozmytych dok÷adniej opisuj ¾ac ¾a
przestrzeń wyników. Do potrzeb przyk÷adu podzia÷na 3 obszary jest wystarczaj ¾acy.

3.6. Model 6

Za÷ó·zmy, ·ze mamy na celu utworzenie rozmytych macierzy przej́śc w bazie regu÷
rozmytych dla uk÷adu dwóch wej́śc i jednym wyj́sciu. Podobnie jak dla innych anali-
zowanych wczésniej modeli musimy posiadác odpowiednie dane ucz ¾ace w postaci zbioru
ucz ¾acego. Niech tak jak to przedstawiono w modelu 5 ci ¾ag ucz ¾acy sk÷ada si¾e z 16
obserwacji.3.19.
Poniewa·z obliczenia w krokach 1 i 2 s ¾a takie same jak dla modelu 5 (patrz model

5) w zwi ¾azku z czym analiz¾e algorytmu dla zmiennych x(1)m;N 2 h3; 13i i x
(2)
m;N 2

h40; 80i.oraz dla jN�1 = 2 i jN = 1 rozpocz¾eto od kroku 3.
KROK 3. Generowanie bazy regu÷rozmytych. Baza regu÷rozmytych

jest pokazana na rysunku 3.13.
Jest to tablica, z wype÷nionymi regu÷ami rozmytymi. Podobnie jak w Modelu

5 wyznacza si¾e rangi dla regu÷rozmytych. W analizowanym przypadku najwi¾eksza
wartóśc funkcji przynale·znósci dla zmiennych mierzonych w takcie poprzednim jest do
zbioru rozmytego M . Zbiory te towarzysz ¾a pojawieniu si¾e zbiorów rozmytych M i S
dla obu zmiennych w takcie nast¾epnym. Sposób budowy bazy regu÷rozmytych jest
prosty. Przyk÷adowo dla zbiorów rozmytych SN (dla zmiennej x

(1)
m;9) oraz wiersza SN

(dla zmiennej x(2)m;9) zwi¾ekszamy sum¾e rang o wartóśc rangi dla klasy 1 pod warunk-
iem zaobserwowanej klasy 2, w takcie poprzednim, o iloczyn 0:70 � 0:57 = 0:399:W
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Rysunek 3.13. Baza regu÷rozmytych

bazie regu÷rozmytych P(jN�1)(Y (k)) jest macierz ¾a przej́śc mi¾edzy klasami z rangami
elementów klasy 1 i 2, które na skutek uczenia znalaz÷y si¾e w odpowiedniej regule, pod
warunkiem zaobserwowanej konkretnej klasy w takcie poprzednim.
Przyk÷adowo je·zeli:" P

Z
(k)
N (f1g) = 233

P
Z
(k)
N (f2g) = 678P

Z
(2;k)
N (f1g) = 1045

P
Z
(k)
N (f2g) = 560

#
; to (3.35)

P(jN�1)(DN) =

=

�
m(jN�1=1)(f1g) = 233

233+678
= 0:266 m(jN�1=1)(f2g) = 344

233+678
= 0:744

m(jN�1=2)(f1g) = 1045
1045+560

= 0:651 m(jN�1=2)(f2g) = 560
1045+560

= 0:349

�
:

(3.36)
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PRZYK×AD 1.
W celu pokazania jak realizowane jest wnioskowanie Modelu 6 niech dane b¾ed ¾a

wartósci zmiennych x(1)N�1 = 6; x
(1)
N = 10; x

(2)
N�1 = 52, x(1)N = 69 oraz poprzednio

zakwali�kowano obiekt do klasy jN�1 = 1: Dodatkowo dane s ¾a funkcje przynale·znósci
na rysunku 3.15 oraz baza regu÷rozmytych, przedstawiona na rysunku 3.14. Przyj ¾ác
wspó÷czynnik sprzecznósci regu÷rozmytych �F = 0:51:
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Rysunek 3.14. Baza regu÷rozmytych
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Rysunek 3.15. Podzia÷przestrzeni wej́sciowej i wyj́sciowej na obszary i przyporzadkowanie
im funkcji przynale·znósci

W pierwszej kolejnósci nale·zy zde�niowác przestrzeń � = f1; 2g:
Jest to przyk÷ad rozpoznawania sekwencyjnego. Wiedza o aktualnym stanie pac-

jenta jest zale·zna od stanu poprzedniego. Z rysunku 3.15 odczytuje si¾e wartósci funkcji
przynale·znósci do odpowiednich zbiorów rozmytych:
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�S

�
x
(1)
N

�
= 0:67 �S

�
x
(2)
N

�
= 0:64;

�D

�
x
(1)
N

�
= 0:45 �D

�
x
(2)
N

�
= 0:48;

�M

�
x
(1)
N�1

�
= 0:66 �D

�
x
(2)
N�1

�
= 0:41;

�D

�
x
(1)
N�1

�
= 0:46 �M

�
x
(2)
N�1

�
= 0:69:

Najwi¾eksz ¾a wartóśc funkcji przynale·znósci w takcie N � 1 otrzymujemy dla zbioru
rozmytego M; w zwi ¾azku z powy·zszym :
�M;S

�
x
(1)
N

�
= �M

�
x
(1)
N�1

�
� �S

�
x
(1)
N

�
= 0:66 � 0:67 = 0:44;

�M;D

�
x
(1)
N

�
= �M

�
x
(1)
N�1

�
� �D

�
x
(1)
N

�
= 0:66 � 0:45 = 0:30;

�M;S

�
x
(2)
N

�
= �M

�
x
(2)
N�1

�
� �S

�
x
(2)
N

�
= 0:69 � 0:64 = 0:44;

�M;D

�
x
(2)
N

�
= �M

�
x
(2)
N�1

�
� �D

�
x
(2)
N

�
= 0:69 � 0:48 = 0:33:

Na podstawie powy·zszych analiz mo·zna wyznaczýc wspó÷czynniki spe÷nienia regu÷:
�(1) = �M;S

�
x
(1)
N

�
� �M;S

�
x
(2)
N

�
= 0:19;

�(2) = �M;D

�
x
(1)
N

�
� �M;S

�
x
(2)
N

�
= 0:14;

�(3) = �M;S

�
x
(1)
N

�
� �M;D

�
x
(2)
N

�
= 0:13;

�(4) = �M;D

�
x
(1)
N

�
� �M;D

�
x
(2)
N

�
= 0:10:

W ten sposób otrzymano cztery aktywowane regu÷y rozmyte
F (1) :IF(x(1)N jest S AND x(2)N jest S) THEN (y jest m(Y (1)N ) z �(1) = 0:19),
F (2) :IF(x(1)N jest D AND x(2)N jest S) THEN (y jest m(Y (2)N ) z �(2) = 0:14),
F (3) :IF(x(1)N jest S AND x(2)N jest D) THEN (y jest m(Y (3)N ) z �(3) = 0:13),
F (4) :IF(x(1)N jest D AND x(2)N jest D) THEN (y jest m(Y (4)N ) z �(4) = 0:10).
Poniewa·z poprzednim stanem pacjenta by÷a klasa 1, wi¾ec funkcje alokacji praw-

dopodobieństwa m(Y (k)N ) s ¾a to odpowiednie pierwsze wiersze macierzy przej́śc, co
przedstawiono na rysunku 3.14.
W pierwszej kolejnósci sk÷ada si¾e regu÷¾e F (1) z F (2):

m(Y
(1;2)
N ) = m(Y

(1)
N )�m(Y (2)N );

m(Y
(1)
N ) =

(
0.44 dla Y (1)N ={1}
0.56 dla Y (1)N ={2}

; m(Y
(2)
N ) =

(
0.34 dla Y (2)N ={1}
0.66 dla Y (2)N ={2}

:

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷wynosi 0:48 i jest mniejszy ni·z �F =
0:51: Zatem regu÷y mo·zna uznác za niesprzeczne.

m(Y
(1;2)
N ) =

(
0.29 dla Y (1;2)N ={1}
0.71 dla Y (1;2)N ={2}

:

Nast¾epnie
m(Y

(1;2;3)
N ) = m(Y

(1;2)
N )�m(Y (3)N ):
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Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷wynosi 0:46 i jest mniejszy ni·z �F =
0:51: Zatem regu÷y mo·zna uznác nie sprzeczne. Wobec powy·zszego nie ÷¾aczymy te
regu÷y i otrzymujemy:

m(Y
(1;2;3)
N ) =

(
0.22 dla Y (1;2)N ={1}
0.78 dla Y (1;2)N ={2}

: (3.37)

Ostatecznie sprawdzamy, czy mo·zliwe jest po÷¾aczenie regu÷:

m(Y
(1;2;3;4)
N ) = m(Y

(1;2;3)
N )�m(Y (4)N ): (3.38)

Wspó÷czynnik sprzecznósci dla ÷¾aczonych regu÷wynosi �F = 0:56 i jest wi¾ekszy
ni·z �F = 0:51: Zatem regu÷y uznajemy za sprzeczne. Wobec powy·zszego 3.37 jest
ostatecznym rozk÷adem rozmytej funkcji alokacji prawdopodobieństwa. W ostatniej
kolejnósci wyznacza si¾e funkcj¾e przekonania:

Bel(YN) =
X

Y
(1;2;3)
N �YN

m(jN�1=1)(Y
(1;2;3)
N ); (3.39)

Bel(YN) =

(
0.22 dla Y (1;2;3)N ={1}
0.78 dla Y (1;2;3)N ={2}

(3.40)

z wiarygodnósci ¾a 2.71 :

Pl(YN): (3.41)

Wobec powy·zszego Bel(ij(xN ; jN�1; xN�1; S)) = max
r2�

Bel(rjYN) dla iN = 2 z wiary-

godnósci ¾a Pl(ij(xN ; jN�1; xN�1; S)) = 0:78: Na podstawie wartósci zmiennych x(1)N�1 =
6; x

(1)
N = 10; x

(2)
N�1 = 52, x(1)N = 69 oraz jN�1 = 1 mo·zna wnioskowác, ·ze jestésmy

przekonani ·ze stan pacjenta mo·zna zaklasy�kowác do klasy iN = 2.



Rozdzia÷4

Generowanie informacji

4.1. Generowanie sztucznego zbioru ucz ¾acego

W zadaniu generowania zbioru ucz ¾acego zmienne pochodz ¾a z rozk÷adu normal-
nego g¾estósci prawdopodobieństwa f(x). Wery�kacj¾e istotnósci statystycznej wygen-
erowanej próby z ww. rozk÷adu dokonano z wykrzystaniem testów statystycznych (Ko÷-
mogorowa Smirnowa, Lillieforsa, W Shapiro-Wilka). Na poziomie istotnósci statysty-
cznej p<<0.01 wygenerowana próba nie ró·zni si¾e istotnie statystycznie od rozk÷adu
normalnego. Przy generowaniu zbioru ucz ¾acego w pierwszej kolejnósci ustalíc nale·zy
zwi ¾azki w postaci prawdopodobieństw opisuj ¾acych przej́scia mi¾edzy wyst¾epuj ¾acymi
kolejno klasami dla ka·zdego sterowania oraz prawdopodobieństwa stanów inicjuj ¾a-
cych ci ¾ag ucz ¾acy. Proces generowania zbioru ucz ¾acego mo·zna przedstawíc za pomoc ¾a
schematu 4.1:
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4.1. Generowanie sztucznego zbioru ucz ¾acego

ST ART

m=1
N=1

Czy
N=1 ?

Losuj wartość klasy j 1 z rozkładu
równomiernego z określonym

prawdopodobieństwem
początkowym pj1

Pod warunkiem wylosowanej wcześniej
klasy j 1 losuj z zadanym
prawdopodobieństwem z
rozkładu równomiernego
wartość sterowania u1

Pod warunkiem wylosowanej
wcześniej klasy j 1 losuj wartości

zmiennych  X
z rozkładów normalnych

N=N+1

Pod warunkiem zaobserwowanej w takice
N1 klasy j N1  i wartości sterowania uN1

losuj wartość klasy j N z rozkładu
równomiernego z określonym
prawdopodobieństwem   p jN

Pod warunkiem wylosowanej wcześniej
klasy j N1    losuj z zadanym

prawdopodobieństwem z rozkładu
równomiernego

wartość sterowania uN

Pod warunkiem wylosowanej
wcześniej klasy j N losuj wartości

zmiennych  X
z rozkładów normalnych

Czy
N>R ?

N=N+1

m=m+1

Czy
m>L ?

NIETAK

NIE

TAK

NIE

KONIEC TAK

Rysunek 4.1. Schemat generowania sztucznego zbioru ucz ¾acego
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Rozdzia÷5

W÷asnósci algorytmów sekwencyjnych

5.1. Badania symulacyjne i ocena jakósci algorytmów
sekwencyjnych

W pracy dokonano sprawdzenia eksperymentalnie w÷ásciwósci proponowanych al-
gorytmów.
W celu ich porównania pod wzgl¾edem cz¾estósci poprawnych klasy�kacji wyko-

nano szereg eksperymentów. Dane by÷y generowane komputerowo, a rozk÷ady praw-
dopodobieństwa cech w klasach mia÷y rozk÷ady normalne. Dane eksperymentalne
by÷y generowane dla ró·znych charakterystyk ÷ańcucha danych. Przyj¾eto dwa rodzaje
opisu zale·znósci mi¾edzy kolejnymi stanami obiektu: bez sterowania i ze sterowaniem.
Prawdopodobieństwa pocz ¾atkowe i przej́śc zosta÷y dobrane tak, aby dokonác oceny
poprawnósci klasy�kacji w zale·znósci od si÷y zwi ¾azku mierzonego mi¾edzy kolejnymi
stanami (klasami) obiektu rozpoznawanego. Powy·zsza zale·znóśc mo·ze býc mierzona
dla dwuklasowego zadania jako suma prawdopodobieństw na przek ¾atnej macierzy prze-
j́śc [39]. Je·zeli suma jest równa 0, to oznacza to, ·ze stan poprzedni w pe÷ni determin-
uje nast¾epny stan. Zale·znóśc ta s÷abnie je·zeli suma d ¾a·zy do 1, wówczas elementy w
÷ańcuchu s ¾a niezale·zne. Nast¾epnie rósnie do 2, gdzie podobnie jak dla 0, stan poprzedni
w pe÷ni determinuje wyst ¾apienie stanu bie·z ¾acego.
W badaniach eksperymentalnych przetestowano algorytmy rozpoznawania tak, aby

odpowiedziéc na poni·zsze pytania:

1. Jak d÷ugóśc zbioru ucz ¾acego wp÷ywa na cz¾estóśc poprawnych klasy�kacji ?
2. Jak zmienia si¾e jakóśc klasy�kacji dla danych bez i ze sterowaniem ?
3. W jaki sposób si÷a zwi ¾azku miedzy kolejnymi stanami obiektu wp÷ywa na jakóśc
klasy�kacji algorytmów ?

4. Jak bardzo nachodzenie na siebie funkcji g¾estósci prawdopodobieństwa cech w
klasach wp÷ywa na jakóśc klasy�kacji ?
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych

5. Jak liczba zbiorów rozmytych pokrywaj ¾acych zmiennóśc cech wp÷ywa na cz¾estóśc
poprawnych rozpoznań ?

6. Jak bardzo wspó÷czynnik sprzecznósci w teorii Dempstera-Shafera wp÷ywa na cz¾es-
tóśc poprawnych klasy�kacji ?

W badaniach porównano széśc modeli opracowanych w pracy mi¾edzy sob ¾a i z al-
gorytmami:

� Algorytm k najbli·zszych s ¾asiadów k-NN (11 najbli·zszych s ¾asiadów). Algorytm ten
ogranicza zbiór danych w rozpoznawaniu stanu jN do elementów dla których stany
poprzednie s ¾a równe jN�1:

� Algorytm Bayesa, wykorzystuj ¾acy prawdopodobieństwa wyst ¾apienia klasy jN po
warunkiem, ·ze wczésniej w zbiorze wyst ¾api÷a klasa jN�1:

� Algorytm Model jedn. z rozmyt ¾a obserwacj ¾a cech obiektu zaproponowany w pracy
[58].

Kszta÷t funkcji przynale·znósci dla zbiorów rozmytych zosta÷dobrany w pracy arbi-
tralnie i jest on trójk ¾atny. Nie badano kszta÷tu i rozmieszczenia funkcji przynale·znósci.
Tak jak zosta÷o to wyjásnione w przyk÷adach algorytmów jeden wierzcho÷ek le·zy w
środku obszaru i ma wartóśc funkcji przynale·znósci równ ¾a jeden, a dwa pozosta÷e
wierzcho÷ki le·z ¾a w środkach s ¾asiednich obszarów i maj ¾a wartóśc funkcji przynale·znósci
równ ¾a zero. W przypadku modeli 5 i 6 dla zadania dwuklasowego obserwowano cechy
obiektu w takcie poprzednim dziel ¾ac rozpi¾etóśc ich dziedziny na dwa zbiory rozmyte.
Dla takiego podzia÷u uzyskano najlepsze cz¾estósci poprawnych klasy�kacji. Testowanie
algorytmów odbywa÷o si¾e metod ¾a walidacji krzy·zowej dziesi¾ecio-krotnej. Przyk÷adowo
dla d÷ugósci zbioru licz ¾acego 300 podci ¾agów, podzielono prób¾e na 10 równych cz¾ésci.
Najpierw 270 ci ¾agów s÷u·zy÷o do uczenia, a 30 do testowania. Nast¾epnie testowane
30 podci ¾agów nale·za÷o do zbioru ucz ¾acego a inna trzydziestka wykorzystana by÷a do
testowania. D÷ugóśc podci ¾agu jak ju·z wczésniej wspomniano jest sta÷a i wynosi R=20.
Zatem materia÷testuj ¾acy sk÷ada÷si¾e z 600 ci ¾agów, a ucz ¾acy z 5400 ci ¾agów. D÷ugóśc
zbioru ucz ¾acego 6000.

Eksperyment 1 - Badanie, wp÷ywu pokrywania si ¾e funkcji g¾estósci
prawdopodobieństwa klas w cechach na poprawnóśc klasy�kacji
p1 = 0:550; p2 = 0:450:
Prawdopodobieństwa przej́scia dla uN�1 = 1 :
p11 = 0:670; p12 = 0:330; p21 = 0:370; p22 = 0:630:
Dla uN�1 = 2 dolny wiersz macierzy przej́śc dla uN�1 = 1; jest górnym wierszem.
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:7.
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 1 z puN=1 = 0:630:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 2 z puN=2 = 0:370:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 1 z puN=1 = 0:377:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 2 z puN=2 = 0:623:
pu - oznacza prawdopodobieństwo zastosowanego sterowania u po wczésniejszej

obserwacji klasy jN :
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Wykres 5.1 i tabeli 5.2 prezentuj ¾a wyniki eksperymentów.
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych

Tablica 5.1. 11 przypadków stopniowania nachodzenia na siebie rozk÷adów g¾estósci praw-
dopodobienstwa klas w cechach

Klasa 1 Klasa 2 Klasa 1 Klasa 2
1 przypadek 1 N(65,20) N(65,20) N(40,20) N(40,20)
2 przypadek 2 N(65,20) N(66,20) N(40,20) N(41,20)
3 przypadek 3 N(65,20) N(67,20) N(40,20) N(42,20)
4 przypadek 4 N(65,20) N(68,20) N(40,20) N(43,20)
5 przypadek 5 N(65,20) N(69,20) N(40,20) N(44,20)
6 przypadek 6 N(65,20) N(70,20) N(40,20) N(45,20)
7 przypadek 7 N(65,20) N(71,20) N(40,20) N(46,20)
8 przypadek 8 N(65,20) N(73,20) N(40,20) N(48,20)
9 przypadek 9 N(65,20) N(75,20) N(40,20) N(50,20)

10 przypadek 10 N(65,20) N(77,20) N(40,20) N(52,20)
11 przypadek 11 N(65,20) N(80,20) N(40,20) N(55,20)

Zmienna 1 Zmienna 2
Lp Eksperyment

Tablica 5.2. Procentowe wyniki średnich i b÷kedów standardowych dla eksperymentu 1

Przypadek Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 50,6364 54,7315 57,9845 60,0987 55,0669 60,0914 41,6579 51,9175 55,8214
Bł. Std. 3,5434 2,7305 2,1707 2,4499 1,3313 3,1875 1,3923 0,2875 1,1390
Średnia 53,3394 54,7476 58,5198 61,2406 57,2015 63,9370 44,6666 53,6527 59,1263
Bł. Std. 2,6748 1,6536 2,0084 1,9759 0,7098 1,2100 0,8611 0,7474 0,3087
Średnia 56,3259 59,1847 62,8734 65,3721 59,5980 68,3149 46,2600 58,8416 64,8520
Bł. Std. 1,9753 0,8883 0,9123 0,8825 0,6244 0,1986 0,9427 0,7249 0,3639
Średnia 60,9217 63,9247 68,3144 70,2206 66,2600 75,1224 51,3687 65,2080 67,7500
Bł. Std. 0,9616 0,3211 0,4004 0,1984 2,2010 0,1767 0,5701 0,1726 1,1484
Średnia 67,0935 70,1014 74,6646 77,3313 70,1423 81,8945 57,0409 72,7532 75,3612
Bł. Std. 0,5640 0,2830 0,2841 0,3137 0,6919 0,4722 0,6737 0,3088 0,3372
Średnia 73,9303 74,3677 78,2830 80,8029 73,9829 85,1232 62,0123 78,2620 81,2477
Bł. Std. 0,7176 1,3523 0,9184 1,0382 0,8903 0,8652 0,7437 0,4621 0,1877
Średnia 76,2721 77,2020 79,3130 83,3614 75,7270 86,6995 69,5290 81,3390 84,5011
Bł. Std. 0,6310 0,5675 0,3495 0,3835 0,9550 0,1669 0,5044 0,2502 0,3505
Średnia 83,6356 83,4589 87,1050 89,5075 83,2578 92,1192 77,2729 88,8458 91,0334
Bł. Std. 0,5368 0,5666 0,5060 0,2481 0,6299 0,4309 0,4601 0,2901 0,3768
Średnia 88,7476 89,2489 91,4261 94,1470 88,7851 96,3647 84,7399 93,6311 94,1994
Bł. Std. 1,1585 0,6550 0,5636 0,1434 0,6310 0,1785 0,8156 0,2981 0,2330
Średnia 95,9981 94,2211 95,0302 98,1458 93,5795 99,3573 93,6393 96,4224 97,6678
Bł. Std. 0,4887 0,2593 0,4351 0,3794 0,6956 0,3436 0,2616 0,3755 0,2123
Średnia 99,8540 98,2456 98,7075 99,8960 98,0447 99,3560 98,5283 99,9374 99,3562
Bł. Std. 0,0350 0,1325 0,2974 0,0517 0,1274 0,0246 0,2013 0,1301 0,1776

1

2

3

4

5

6

7

8

9

10

11

Eksperyment 2 - Badanie w jaki sposób si÷a zwi ¾azku miedzy kolejnymi
stanami obiektu wp÷ywa na jakóśc klasy�kacji algorytmów
p1 = 0:480; p2 = 0:520:
Prawdopodobieństwa przej́scia dla uN�1 = 1:
Dla uN�1 = 2 dolny wiersz macierzy przej́śc dla uN�1 = 1; jest górnym wierszem.
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 1 z puN=1 = 0:645:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 2 z puN=2 = 0:355:
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Rysunek 5.1. 11 przypadków nachodzenia funkcji gestósci klas na siebie
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych

Tablica 5.3. Charakterystyki macierzy przej́śc mi¾edzy stanami obiektu

lp p11 p12 p21 p22 α
1 1.000 0,000 0,000 1.000 0.000
2 0.950 0.050 0.050 0.950 0.100
3 0.900 0.100 0.100 0.900 0.200
4 0.850 0.150 0.150 0.850 0.300
5 0.800 0.200 0.200 0.800 0.400
6 0.750 0.250 0.250 0.750 0.500
7 0.700 0.300 0.300 0.700 0.600
8 0.650 0.350 0.350 0.650 0.700
9 0.600 0.400 0.400 0.600 0.800

10 0.550 0.450 0.450 0.550 0.900
11 0.500 0.500 0.500 0.500 1,000
12 0.450 0.550 0.550 0.450 1.100
13 0.400 0.600 0.600 0.400 1.200
14 0.350 0.650 0.650 0.350 1.300
15 0.300 0.700 0.700 0.300 1.400
16 0.250 0.750 0.750 0.250 1.500
17 0.200 0.800 0.800 0.200 1.600
18 0.150 0.850 0.850 0.150 1.700
19 0.100 0.900 0.900 0.100 1.800
20 0.050 0.950 0.950 0.050 1.900
21 0.000 1.000 1.000 0.000 2.000

Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 1 z puN=1 = 0:346:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 2 z puN=2 = 0:654:
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Na wykresie 5.2 i w tabeli 5.4 zaprezentowano wyniki eksperymentów.

Eksperyment 3 - Badanie, wp÷ywu ilósci zbiorów rozmytych
pokrywaj ¾acych zmienne na poprawnóśc klasy�kacji
p1 = 0:467; p2 = 0:533:
Prawdopodobieństwa przej́scia dla uN�1 = 1:
p11 = 0:670; p12 = 0:330; p21 = 0:370; p22 = 0:630:
Dla uN�1 = 2 dolny wiersz macierzy przej́śc dla uN�1 = 1; jest górnym wierszem.
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:7.
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 1 z puN=1 = 0:660:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 2 z puN=2 = 0:340:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 1 z puN=1 = 0:342:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 2 z puN=2 = 0:658:
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Rysunek 5.2. Si÷a zwi ¾azku mi¾edzy kolejnymi stanami rozpoznawanego obiektu dla ekspery-
mentu 2
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Tablica 5.4. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 2

α Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 97,6370 87,3826 93,5267 98,0683 86,0647 95,0815 72,6668 94,1982 92,7574
Bł. Std. 0,2402 0,3097 0,1612 0,7655 0,4000 0,0874 0,1910 0,2035 0,2048
Średnia 94,6946 87,0809 93,1939 95,6566 85,6983 94,7913 72,2354 93,7240 92,1991
Bł. Std. 0,2977 0,3662 0,1384 0,0767 0,3457 0,1149 0,2748 0,2005 0,1347
Średnia 91,8354 87,1634 93,0191 95,3881 85,5027 94,7008 72,3937 93,2916 91,9808
Bł. Std. 0,5945 0,4127 0,1521 0,7671 0,1494 0,2090 0,1983 0,2559 0,2289
Średnia 90,1903 87,1521 92,6804 93,1951 85,5840 94,1130 72,1805 92,4386 91,5146
Bł. Std. 0,5085 0,3979 0,2499 0,1889 0,1651 0,2318 0,2780 0,1739 0,2140
Średnia 90,0168 87,0283 92,4028 92,6950 85,3923 93,6971 72,1666 91,8807 91,1976
Bł. Std. 0,5529 0,3648 0,5021 0,1437 0,1890 0,3445 0,1960 0,2107 0,1448
Średnia 89,8796 87,3552 91,6621 92,4924 85,6084 93,8216 72,2453 91,6445 90,8423
Bł. Std. 0,7650 0,3901 0,4438 0,2166 0,3651 0,2833 0,3234 0,2445 0,0823
Średnia 89,1158 86,4269 90,6009 91,8743 85,1907 93,6628 72,0219 91,1836 90,4889
Bł. Std. 0,7092 0,4028 0,3994 0,1002 0,2891 0,5985 0,2646 0,0536 0,1867
Średnia 87,9329 85,2926 89,5991 90,6898 83,9525 92,2475 72,2838 90,4196 89,2220
Bł. Std. 0,7114 0,4654 0,2110 0,3254 0,3584 0,3718 0,3837 0,1396 0,1298
Średnia 86,1910 82,6312 88,2146 89,5768 81,3292 91,1312 72,3321 89,4914 88,3867
Bł. Std. 0,7600 0,2844 0,4675 0,1910 0,5106 0,5330 0,2163 0,1014 0,1058
Średnia 81,7172 79,2163 84,7965 86,7950 78,2292 86,9176 72,5676 87,9284 87,5041
Bł. Std. 0,7076 0,4564 0,5780 0,1717 0,5547 0,3070 0,2696 0,2084 0,1171
Średnia 77,1084 76,9920 81,1434 81,6222 76,6773 82,1295 72,1263 87,6529 87,7802
Bł. Std. 1,2433 0,8343 0,8337 0,3801 0,4798 1,5229 0,2954 0,2334 0,0182
Średnia 81,4005 79,8338 85,4851 86,1177 79,0980 86,5928 71,6645 87,9882 88,1046
Bł. Std. 1,5221 0,7262 0,3826 0,6354 0,8507 0,8282 0,1614 0,1412 0,0896
Średnia 84,6333 82,7957 88,3896 89,4207 81,3544 89,6482 72,3348 89,5258 88,5156
Bł. Std. 0,7286 0,8363 0,3176 0,6174 1,0225 0,7408 0,3241 0,1493 0,1435
Średnia 86,3533 84,6365 90,3693 90,9342 83,4928 90,8929 71,8623 90,2562 89,1940
Bł. Std. 1,3073 0,5265 0,2012 0,4695 0,3585 0,7419 0,4302 0,0420 0,2700
Średnia 87,4352 86,3214 91,4480 91,6676 84,4063 92,5354 72,2531 91,1136 89,8819
Bł. Std. 0,9474 0,3063 0,3329 0,2695 0,1642 0,4505 0,2129 0,1281 0,1789
Średnia 89,3548 86,9305 91,7463 92,4110 85,5287 93,9565 72,0876 91,2382 90,5781
Bł. Std. 0,5753 0,3747 0,3915 0,2618 0,4625 0,4537 0,3298 0,1582 0,2471
Średnia 89,7053 87,0823 92,2300 92,8018 85,0583 94,2524 72,5878 91,7372 90,8266
Bł. Std. 0,4674 0,2682 0,3900 0,2455 0,1687 0,1745 0,0787 0,2072 0,2676
Średnia 90,5158 87,6192 92,1780 93,3327 85,1040 94,6664 72,2572 91,8604 90,7910
Bł. Std. 0,4203 0,3751 0,2761 0,3138 0,4225 0,3276 0,3470 0,2119 0,2610
Średnia 91,9405 87,2336 92,6175 94,5480 85,6082 94,5644 72,1955 92,3095 91,3242
Bł. Std. 0,4489 0,3080 0,3677 0,2285 0,3092 0,2404 0,1643 0,1495 0,2442
Średnia 94,2438 87,3443 92,6003 95,8558 85,5722 95,0278 72,2928 93,4355 92,1275
Bł. Std. 0,0564 0,4185 0,1315 0,2714 0,2302 0,2314 0,2886 0,2069 0,2675
Średnia 96,7413 87,4245 92,9926 98,7798 85,9201 95,2457 72,5846 94,1892 93,0065
Bł. Std. 0,7184 0,2561 0,3586 0,3371 0,3924 0,4427 0,3422 0,1205 0,2765
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Liczba zbiorów rozmytych 3,5,7,9. Sposób pokrywania cech zbiorami rozmytymi
zosta÷wyjásniony w rozdziale póswi¾econym algorytmom rozpoznawania w bloku bu-
dowa regu÷rozmytych.
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Wyniki eksperymentu 3 znajduj ¾a si¾e na wykresie 5.3 oraz w tabeli 5.5.
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych
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Rysunek 5.3. Skutecznóśc algorytmów w zale·znósci od ilósci zbiorów rozmytych pokrywaj ¾a-
cych zmienne dla eksperymentu 3
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych

Tablica 5.5. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 3

Ilość zbior. Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 83,1771 79,5918 83,8298 86,7893 80,5278 89,0395 68,5075 88,4212 87,3459
Bł. Std. 0,3855 0,3481 0,5853 0,3207 0,4670 0,3845 1,3600 0,1465 0,1304
Średnia 87,3318 84,3335 88,0883 90,6868 84,1106 91,2404 72,3406 88,4360 87,2866
Bł. Std. 0,4489 0,3179 0,3095 0,1852 0,2249 0,2167 1,1200 0,1600 0,1717
Średnia 88,1000 85,4030 88,7297 91,0550 84,4059 91,6832 73,5097 88,4711 87,3638
Bł. Std. 0,2409 0,1773 0,2623 0,1353 0,1556 0,2173 1,2200 0,1393 0,1247
Średnia 88,4465 85,8600 89,0100 91,2552 84,5786 91,7757 73,8763 88,4135 87,3350
Bł. Std. 0,2932 0,2544 0,1720 0,1579 0,1507 0,2258 1,4500 0,1400 0,1300

3

5

7

9

Eksperyment 4 - Badanie, wp÷ywu wspó÷czynnika sprzecznósci regu÷y
kombinacji Dempstera-Shafera na jakóśc poprawnych klasy�kacji
p1 = 0:453; p2 = 0:547:
Prawdopodobieństwa przej́scia dla uN�1 = 1:
p11 = 0:670; p12 = 0:330; p21 = 0:370; p22 = 0:630:
Dla uN�1 = 2 dolny wiersz macierzy przej́śc dla uN�1 = 1; jest górnym wierszem.
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:7.
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 1 z puN=1 = 0:620:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 2 z puN=2 = 0:380:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 1 z puN=1 = 0:343:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 2 z puN=2 = 0:657:
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Wspó÷czynniki sprzecznósci regu÷y kombinacji Demsptera-Shafera �F 2< 0�1 > :
Wyniki eksperymentu znajduj ¾a si¾e na wykresie 5.4 i w tabeli 5.6.

Eksperyment 5 - Badanie cz¾estósci poprawnych klasy�kacji w zale·znósci
od d÷ugósci zbioru ucz ¾acego. Przypadek ze sterowaniem
Prawdopodobieństwa pocz ¾atkowe:
p1 = 0:432; p2 = 0:568:
Prawdopodobieństwa przej́scia dla uN�1 = 1:
p11 = 0:856; p12 = 0:144; p21 = 0:156; p22 = 0:844:
Dla uN�1 = 2 dolny wiersz macierzy przej́śc dla uN�1 = 1; jest górnym wierszem.
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:3.
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 1 z puN=1 = 0:360:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 2 z puN=2 = 0:640:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 1 z puN=1 = 0:329:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 2 z puN=2 = 0:671:
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Wyniki eksperymentu znajduj ¾a si¾e na wykresie 5.5 i w tabeli 5.7
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych
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Rysunek 5.4. Poprawne klasy�kacje algorytmów rozpoznawania w zale·znósci od wspó÷czyn-
nika sprzecznósci regu÷rozmytych dla eksperymentu 4
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych

Tablica 5.6. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 4

αF Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 78,4327 75,0147 78,0298 79,9075 74,5847 80,8197 73,3079 87,1902 88,1612
Bł. Std. 0,4897 0,8825 0,7639 0,7977 0,7238 0,5909 0,1981 0,5501 0,2928
Średnia 78,4447 74,9308 78,0038 80,0819 74,5714 80,9201 73,2069 88,2241 88,2332
Bł. Std. 0,2835 0,7160 0,7825 0,6539 0,5189 0,5408 0,2527 0,2630 0,3381
Średnia 78,3749 75,6716 78,5044 80,4899 75,1712 81,4583 73,2642 87,6228 87,7868
Bł. Std. 0,3243 0,6097 0,7752 0,5935 0,4525 0,5288 0,1869 0,3469 0,5562
Średnia 79,4760 76,1712 79,2601 81,6761 76,2847 82,0605 72,9425 87,7581 87,4789
Bł. Std. 0,2806 0,8191 0,7588 0,7815 0,4470 0,3074 0,2839 0,3371 0,3669
Średnia 81,9539 78,8985 82,0282 84,2414 78,2169 85,1935 73,1213 87,7986 87,7451
Bł. Std. 0,4078 0,6812 0,5908 0,5913 0,5106 0,2923 0,1074 0,2949 0,5360
Średnia 85,0137 80,8574 84,3253 86,8175 79,7113 87,6620 72,9354 88,1197 88,1906
Bł. Std. 0,2261 0,3538 0,3145 0,3559 0,3009 0,3482 0,2331 0,3264 0,3365
Średnia 86,6790 82,6220 86,1796 88,6147 80,8418 89,2204 73,1297 87,5496 87,9799
Bł. Std. 0,2160 0,2683 0,2648 0,3393 0,2509 0,3290 0,2464 0,3692 0,4317
Średnia 87,5946 83,7589 87,0733 89,8694 82,2010 90,6669 73,3441 88,0338 87,3854
Bł. Std. 0,1165 0,3777 0,2464 0,2775 0,3765 0,4476 0,3326 0,4846 0,5711
Średnia 86,5200 81,2176 83,6024 87,8697 79,7531 88,0895 73,0810 87,9424 86,5310
Bł. Std. 0,2200 0,3674 0,2781 0,3429 0,4708 0,2598 0,2818 0,3258 0,3329
Średnia 79,5529 76,2035 77,1588 82,2905 76,4206 83,6616 73,7040 87,8024 86,3675
Bł. Std. 0,2505 0,9567 0,8423 0,3720 0,4211 0,2732 0,1485 0,2076 0,5050
Średnia 99,8540 66,1178 67,9199 99,8960 67,8785 99,3560 73,1597 87,4213 86,4528
Bł. Std. 0,1783 1,1665 1,1239 0,9198 0,7001 0,5477 0,2779 0,3679 0,4340
Średnia 63,5357 61,3037 63,8600 67,7603 63,0766 73,0390 73,0344 87,9728 87,3808
Bł. Std. 0,5535 0,8581 0,7960 0,7962 0,8581 0,3960 0,2966 0,2529 0,5733
Średnia 63,0221 61,3711 63,4991 66,9574 62,2544 70,9099 73,4614 87,1354 87,8839
Bł. Std. 0,4149 0,7709 0,8816 0,6029 0,8637 0,5863 0,2262 0,3610 0,3614
Średnia 62,6359 60,8283 63,5946 67,1668 61,6851 70,0698 73,1892 87,8389 88,0283
Bł. Std. 0,6740 0,8822 0,7479 0,5176 1,1096 0,7775 0,4434 0,5086 0,2925
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Eksperyment 6 - Badanie cz¾estósci poprawnych klasy�kacji w zale·znósci
od d÷ugósci zbioru ucz ¾acego. Przypadek ze sterowaniem
Prawdopodobieństwa pocz ¾atkowe dla uN�1 = 1:
p1 = 0:560; p2 = 0:440:
Prawdopodobieństwa przej́scia:
p11 = 0:588; p12 = 0:412; p21 = 0:288; p22 = 0:722:
Dla uN�1 = 2 dolny wiersz macierzy przej́śc dla uN�1 = 1; jest górnym wierszem.
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:7.
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 1 z puN=1 = 0:620:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 2 z puN=2 = 0:380:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 1 z puN=1 = 0:373:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 2 z puN=2 = 0:627:
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):

Wyniki eksperymentu znajduj ¾a si¾e na wykresie 5.6 i w tabeli 5.8

Eksperyment 7 - Badanie cz¾estósci poprawnych klasy�kacji w zale·znósci
od d÷ugósci zbioru ucz ¾acego. Przypadek ze sterowaniem
Prawdopodobieństwa pocz ¾atkowe:
p1 = 0:470; p2 = 0:530:
Prawdopodobieństwa przej́scia dla uN�1 = 1:
p11 = 0:570; p12 = 0:430; p21 = 0:470; p22 = 0:530:
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Rysunek 5.5. Poprawne klasy�kacje algorytmów rozpoznawania w zale·znosci od d÷ugosci
ci ¾agu ucz ¾acego dla eksperymentu 5

66



5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych

Tablica 5.7. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 5

L Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 79,2085 72,3008 76,4766 75,4863 66,1471 74,3136 57,0995 83,4343 80,0438
Bł. Std. 0,6094 0,8669 0,7369 0,6962 1,1191 1,0262 1,1931 0,3748 0,5050
Średnia 83,1949 77,6723 82,2317 83,2804 73,8736 83,1566 64,7470 86,1651 83,6829
Bł. Std. 0,4392 0,6091 0,6966 0,3892 0,7141 0,5370 0,4936 0,2583 0,3625
Średnia 85,7532 81,3942 85,4095 86,2047 78,7963 86,5409 68,3092 87,7653 86,0594
Bł. Std. 0,3253 0,2106 0,3344 0,5118 0,4677 0,1395 0,3693 0,2334 0,5922
Średnia 86,1962 81,9439 86,3581 87,9249 82,8070 88,8758 70,4177 88,6600 87,9828
Bł. Std. 0,2878 0,4376 0,3128 0,3431 0,4165 0,3226 0,2229 0,2830 0,2184
Średnia 87,7851 82,7444 87,8037 88,8043 84,4084 89,9765 71,3706 88,5332 88,2466
Bł. Std. 0,2156 0,2999 0,3383 0,2373 0,3129 0,2917 0,4193 0,1512 0,2116
Średnia 87,8398 83,7272 88,4837 89,9630 84,5676 90,4312 71,6702 89,0551 88,0577
Bł. Std. 0,2882 0,4022 0,3120 0,3849 0,2103 0,1250 0,1198 0,2522 0,2537
Średnia 88,1614 83,9946 89,1710 91,4171 84,7749 92,2474 73,6637 88,8034 87,9009
Bł. Std. 0,1968 0,3817 0,2233 0,3357 0,2124 0,3368 0,2049 0,1583 0,3207
Średnia 89,0454 84,0672 89,7152 91,4445 84,7970 92,3438 73,8426 88,9867 88,0278
Bł. Std. 0,3793 0,4107 0,1936 0,3526 0,2848 0,2727 0,2516 0,2850 0,3351
Średnia 88,7515 84,3036 89,9394 91,6397 84,7262 92,3435 74,0999 89,0006 88,0551
Bł. Std. 0,2692 0,4688 0,1944 0,4631 0,2647 0,2534 0,1167 0,1807 0,2906
Średnia 88,9987 84,5152 88,9098 91,9465 85,0331 92,2069 73,8079 89,0832 88,2236
Bł. Std. 0,3981 0,4036 0,3565 0,2832 0,2774 0,1558 0,2856 0,2631 0,1845
Średnia 89,3993 84,7784 89,2706 91,7602 85,0779 92,2938 73,8351 88,9898 88,1321
Bł. Std. 0,3752 0,4369 0,4040 0,2158 0,2214 0,2915 0,2825 0,2503 0,2561
Średnia 88,7576 84,6889 89,5371 91,6548 85,0170 92,6508 73,9085 88,8839 88,4666
Bł. Std. 0,3550 0,1935 0,3662 0,1878 0,1980 0,3727 0,2438 0,0782 0,1755
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Dla uN�1 = 2 dolny wiersz macierzy przej́śc dla uN�1 = 1; jest górnym wierszem.
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:9.
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 1 z puN=1 = 0:680:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 1, to uN = 2 z puN=2 = 0:310:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 1 z puN=1 = 0:313:
Je·zeli w takcie N wyst ¾api÷a klasa jN = 2, to uN = 2 z puN=2 = 0:687:
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Wyniki eksperymentu znajduj ¾a si¾e na wykresie 5.7 i w tabeli 5.9

Eksperyment 8 - Badanie cz¾estósci poprawnych klasy�kacji w zale·znósci
od d÷ugósci zbioru ucz ¾acego. Przypadek bez sterowania
Prawdopodobieństwa pocz ¾atkowe:
p1 = 0:467; p2 = 0:533:
Prawdopodobieństwa przej́scia:
p11 = 0:850; p12 = 0:150; p21 = 0:150; p22 = 0:850:
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:3.
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Wyniki eksperymentu znajduj ¾a si¾e na wykresie 5.8 i w tabeli 5.10
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Rysunek 5.6. Poprawne klasy�kacje algorytmów rozpoznawania w zale·znósci od d÷ugósci
ci ¾agu ucz ¾acego dla eksperymentu 6
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych

Tablica 5.8. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 6

L Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 72,1062 59,6836 75,0624 69,3690 77,7191 66,2418 64,8215 76,4622 76,6550
Bł. Std. 0,5535 0,5551 0,4678 0,5985 1,5488 0,8484 1,0939 0,5139 1,1027
Średnia 78,9981 70,3721 80,6033 78,1366 80,5673 78,0123 68,5934 81,8672 81,0727
Bł. Std. 0,5047 0,6751 0,7727 0,4508 0,8392 0,8994 0,6316 0,5015 0,3530
Średnia 81,8538 76,0618 83,2025 82,6005 81,7865 83,0461 70,6002 85,6450 84,2953
Bł. Std. 0,2063 0,5558 0,4491 0,2549 0,8527 0,6604 0,7855 0,5296 0,7098
Średnia 84,0556 78,8786 84,3971 85,4977 82,6416 85,4251 71,6800 86,5748 85,6114
Bł. Std. 0,3256 0,3518 0,4100 0,1287 0,6911 0,5161 0,5620 0,4911 0,5816
Średnia 84,8306 80,2683 85,0663 85,0692 83,0996 86,5565 72,5476 87,7763 86,1315
Bł. Std. 0,3919 0,4527 0,3767 0,1039 0,4778 0,1700 0,5333 0,4277 0,3474
Średnia 85,3498 80,6911 85,8195 86,3456 83,8361 88,5727 73,2456 87,7100 86,3701
Bł. Std. 0,3392 0,0555 0,4312 0,3002 0,3623 0,4384 0,3539 0,2518 0,2133
Średnia 85,6829 81,5049 85,8843 88,4760 83,8676 90,3108 73,3072 88,5364 87,0542
Bł. Std. 0,2086 0,2051 0,3609 0,0958 0,3170 0,1948 0,3895 0,2972 0,2471
Średnia 85,8751 82,1605 86,0122 88,6285 83,9564 90,6922 73,0700 88,1934 86,8315
Bł. Std. 0,2448 0,3199 0,3698 0,0662 0,2644 0,2013 0,3337 0,0949 0,0500
Średnia 86,4422 82,5594 86,3839 88,5509 83,7926 90,6619 73,1018 88,4375 86,8571
Bł. Std. 0,3849 0,4037 0,2084 0,3143 0,1953 0,1530 0,2446 0,3460 0,2752
Średnia 86,2085 82,8934 85,7940 88,3707 83,6184 90,3755 73,1312 88,0266 86,5920
Bł. Std. 0,2431 0,3216 0,5095 0,4334 0,3573 0,3442 0,3581 0,1141 0,1287
Średnia 85,7762 82,5869 85,9600 88,4193 83,9361 90,5401 73,6448 88,0656 86,6839
Bł. Std. 0,3255 0,6009 0,3515 0,4762 0,2409 0,2580 0,3568 0,1147 0,1633
Średnia 85,9746 82,4837 86,2393 87,9857 83,6382 90,4240 73,1078 88,3675 86,9573
Bł. Std. 0,5081 0,3164 0,5197 0,3150 0,4701 0,2549 0,5314 0,1845 0,1716
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Eksperyment 9 - Badanie cz¾estósci poprawnych klasy�kacji w zale·znósci
od d÷ugósci zbioru ucz ¾acego. Przypadek bez sterowania
Prawdopodobieństwa pocz ¾atkowe:
p1 = 0:543; p2 = 0:457:
Prawdopodobieństwa przej́scia:
p11 = 0:630; p12 = 0:370; p21 = 0:320; p22 = 0:680:
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:7.
f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):

Wyniki eksperymentu znajduj ¾a si¾e na wykresie 5.9 i w tabeli 5.11

Eksperyment 10 - Badanie cz¾estósci poprawnych klasy�kacji w zale·znósci
od d÷ugósci zbioru ucz ¾acego. Przypadek bez sterowania
Prawdopodobieństwa pocz ¾atkowe:
p1 = 0:447; p2 = 0:553:
Prawdopodobieństwa przej́scia:
p11 = 0:560:; p12 = 0:440; p21 = 0:460; p22 = 0:540:
Zale·znóśc mi¾edzy kolejnymi stanami obiektu � = 0:9.
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5.1. Badania symulacyjne i ocena jakósci algorytmów sekwencyjnych
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Rysunek 5.7. Poprawne klasy�kacje algorytmów rozpoznawania w zale·znósci od d÷ugósci
ci ¾agu ucz ¾acego dla eksperymentu 7
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5.2. Wnioski

Tablica 5.9. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 7

L Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 71,2203 61,3121 71,2380 63,2524 60,7919 67,5030 52,4346 72,9600 72,9771
Bł. Std. 0,3428 1,2754 0,6701 1,1265 1,0770 0,7310 0,6731 0,4964 1,0264
Średnia 75,6403 69,4107 76,9105 72,7201 68,0378 75,9115 62,1365 78,9018 77,4009
Bł. Std. 0,2544 0,7463 0,3976 0,7825 1,0753 0,4356 0,8121 0,3605 1,2239
Średnia 78,3290 72,4021 78,7778 77,2617 70,3836 79,2194 67,0124 81,4688 81,4411
Bł. Std. 0,2900 0,5413 0,3040 0,5512 0,9279 0,2877 0,3072 0,3632 0,8043
Średnia 78,7523 73,9845 79,5194 79,6515 74,4220 80,8351 69,1439 83,5210 84,8249
Bł. Std. 0,2690 0,5014 0,3268 0,4804 0,7226 0,3732 0,4260 0,3128 0,6046
Średnia 79,3744 75,2798 80,2206 80,9460 77,0087 81,8424 71,7192 84,8219 85,4165
Bł. Std. 0,2234 0,4630 0,3244 0,0773 0,6724 0,4421 0,3535 0,2592 0,3133
Średnia 80,3174 75,5909 80,8912 81,9692 76,7691 83,7517 72,0328 84,9025 85,7954
Bł. Std. 0,2586 0,2663 0,3765 0,2098 0,3212 0,2060 0,3767 0,4188 0,4374
Średnia 80,6134 75,9943 80,9602 83,9645 76,9164 84,0942 73,0130 86,1447 86,7012
Bł. Std. 0,3181 0,1946 0,2983 0,3421 0,2830 0,3280 0,1668 0,3768 0,5894
Średnia 79,9492 76,0901 81,3498 83,6557 77,4941 84,1787 72,8819 86,2822 86,8734
Bł. Std. 0,2421 0,2545 0,3513 0,5327 0,3084 0,3397 0,2582 0,3132 0,5165
Średnia 80,4750 76,2213 80,8559 83,4678 78,0953 84,2928 73,2275 86,6477 87,1966
Bł. Std. 0,3743 0,2403 0,2731 0,3737 0,6233 0,3713 0,2400 0,4060 0,5389
Średnia 79,9355 76,5334 80,5567 83,2587 77,8668 83,8755 72,3720 85,8872 86,8669
Bł. Std. 0,3068 0,4889 0,4025 0,3173 0,4524 0,3553 0,3680 0,6090 0,7430
Średnia 80,7259 76,7250 81,6590 84,1579 77,0190 83,7751 72,5461 85,8494 86,5376
Bł. Std. 0,3309 0,5209 0,3967 0,2964 0,3030 0,2355 0,2424 0,4883 0,7325
Średnia 80,3891 76,5547 81,0629 83,1560 77,9028 83,9326 72,7222 85,7972 86,5643
Bł. Std. 0,3211 0,4843 0,4058 0,0523 0,4361 0,2350 0,2313 0,3246 0,6687
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f1(x1) = N(65; 20); f2(x1) = N(73; 20); f1(x2) = N(40; 20); f2(x2) = N(48; 20):
Wyniki eksperymentu znajduj ¾a si¾e na wykresie 5.10 i w tabeli 5.12

5.2. Wnioski

W badaniach eksperymentalnych wykonano dziesi¾éc eksperymentów. Autor stara÷
si¾e zbadác jak ró·zne czynniki wp÷ywaj ¾a na cz¾estóśc poprawnych klasy�kacji. Po
przeprowadzonych eksperymentach mo·zna wysnúc nast¾epuj ¾ace wnioski:

1. Im bardziej funkcje g¾estósci prawdopodobieństwa cech w klasach na siebie na-
chodz ¾a, tym mniejsza jest cz¾estóśc poprawnych klasy�kacji algorytmów rozpoz-
nawania, co obrazuje wykres 5.1 i tabela 5.2. Eksperyment 1 pokaza÷, ·ze Model
6 ma najlepsze cz¾estósci poprawnych klasy�kacji. Model ten jest równie·z lepszy
od k-NN i algorytmu Bayesa. Model 4 gorzej rozpoznaje ni·z Model 6 ale jest
porównywalny z k-NN, i algorytmem Bayesa.

2. Im bardziej funkcje g¾estósci prawdopodobieństwa cech w klasach s ¾a oddalone od
siebie, tym ró·znica w cz¾estósciach poprawnych klasy�kacji mi¾edzy wszystkimi al-
gorytmami maleje i osi ¾agaj ¾a one wyniki bliskie i dok÷adnie równe 100%.

3. Dla s÷abej zale·znósci mi¾edzy kolejnymi klasami (wykres 5.2 i tabela 5.4) zdecy-
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5.2. Wnioski
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Rysunek 5.8. Poprawne klasy�kacje algorytmów rozpoznawania w zale·znósci od d÷ugósci
ci ¾agu ucz ¾acego dla eksperymentu 8
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5.2. Wnioski

Tablica 5.10. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 8

L Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes

Średnia 77,7632 66,2042 78,1837 78,1388 74,2351 76,5998 55,5947 83,8749 84,3305

Bł. Std. 0,5923 1,2197 0,7519 0,7616 0,9440 0,5717 0,7567 0,5784 0,4812

Średnia 81,5157 70,5774 84,1592 84,2153 77,4423 83,6594 64,6791 86,3240 86,0105

Bł. Std. 0,1116 0,5939 0,6238 0,6555 0,5577 0,6419 0,6414 0,3009 0,1669

Średnia 84,1478 73,4169 86,4459 86,4154 79,2911 86,7560 67,5573 87,5100 87,1445

Bł. Std. 0,1973 0,5681 0,5042 0,4802 0,8125 0,2283 0,6277 0,1855 0,1552

Średnia 85,0294 74,2616 87,9134 87,9275 81,6218 89,1407 70,1011 88,0335 87,5585

Bł. Std. 0,2153 0,5269 0,5009 0,5105 0,4574 0,3999 0,2634 0,1375 0,1956

Średnia 86,1570 74,9434 88,7940 88,8002 82,0934 89,9056 70,7507 88,4394 87,9649

Bł. Std. 0,2546 0,3764 0,3816 0,3848 0,2846 0,3210 0,2475 0,1651 0,1044

Średnia 86,9950 75,7805 89,8318 89,8106 83,3469 91,3597 72,2905 89,1157 88,3455

Bł. Std. 0,1817 0,1966 0,4062 0,3984 0,3613 0,3668 0,2546 0,2244 0,0348

Średnia 86,9972 76,3014 90,8015 90,7292 83,6447 92,3065 72,9061 89,4391 88,5375

Bł. Std. 0,2429 0,2732 0,2332 0,2032 0,2196 0,1666 0,3446 0,1263 0,1435

Średnia 87,3449 76,6040 90,6127 90,6204 83,9804 92,2301 73,7042 89,6462 88,5841

Bł. Std. 0,2412 0,2165 0,3692 0,3722 0,2094 0,3239 0,2654 0,2295 0,2115

Średnia 87,5149 76,6629 89,7532 89,7661 83,9794 92,5283 73,6320 89,4489 88,4768

Bł. Std. 0,2821 0,3213 0,3319 0,3333 0,2915 0,3256 0,3628 0,1654 0,1633

Średnia 87,0629 76,8843 89,6639 89,7148 84,4583 92,0508 74,0169 89,2646 88,6841

Bł. Std. 0,2497 0,2178 0,2879 0,2991 0,3129 0,1912 0,2626 0,2587 0,0611

Średnia 87,3403 77,4398 89,9969 89,9719 84,8496 92,1907 73,9437 89,1960 88,4545

Bł. Std. 0,2040 0,1373 0,3915 0,3746 0,1559 0,2533 0,1704 0,2393 0,1812

Średnia 87,3270 77,1618 90,0823 90,0774 84,4433 92,0041 73,7590 89,0036 88,3627

Bł. Std. 0,2667 0,2256 0,4054 0,4029 0,1852 0,2669 0,1787 0,1889 0,2119
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dowanie najlepiej rozpoznaj ¾a algorytmy k-NN, i Bayesa. Gdy zale·znóśc ta rósnie,
algorytmy Model 6, Model 4 i Model 3 daj ¾a lepsze wyniki, natomiast Model 1 daje
porównywalne wyniki.

4. W przypadku kiedy zmienne pierwotnie ci ¾ag÷e pokryte s ¾a trzema zbiorami rozmy-
tymi, algorytmy k-NN i Bayesa lepiej rozpoznaj ¾a od Modeli 1-5, natomiast Mod-
ele 4 i 6 daj ¾a porównywalne wyniki wykres 5.3 i tabela 5.5 Przy pi¾eciu zbiorach
rozmytych Model 6 lepiej rozpoznaje ni·z wszystkie analizowane w eksperymencie
algorytmy. Model 4 jest o nieca÷y 1% gorszy od Modelu 6 i lepiej rozpoznaje od
k-NN i Bayesa. Model 3 ma cz¾estósci poprawnych klasy�kacji o oko÷o 3% gorsze
od Modeli 4 i 6 i porównywalne z k-NN i Bayesem.

5. Cz¾estóśc poprawnych klasy�kacji dla modeli 1-6 poprawia si¾e znacznie o oko÷o 3-5
% jak cechy s ¾a pokryte pi¾ecioma zbiorami rozmytymi a nie trzema. Mi¾edzy 5 a
7 i 9 zbiorami rozmytymi pokrywaj ¾acymi zmienne obserwuje si¾e niewielki wzrost
poprawnych klasy�kacji średnio o oko÷o 1%. Wyniki te pokazuj ¾a zbie·znóśc cz¾estósci
poprawnych klasy�kacji algorytmów przy zwi¾ekszaniu ilósci zbiorów rozmytych
pokrywaj ¾acych cechy pierwotnie ci ¾ag÷e.

6. Wspó÷czynnik sprzecznósci regu÷rozmytych �F wywiera zasadniczy wp÷ywa na
cz¾estóśc poprawnych klasy�kacji modeli 1-6, co obrazuj ¾a wykres 5.4 i tabela 5.6.
Je·zeli �F d ¾a·zy do zera, wówczas skutecznóśc modeli 1-6 maleje o oko÷o 6-10 %. Dla
�F = 0 spósród wszystkich aktywowanych regu÷rozmytych do wnioskowania brana
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5.2. Wnioski
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Rysunek 5.9. Poprawne klasy�kacje algorytmów rozpoznawania w zale·znósci od d÷ugósci
ci ¾agu ucz ¾acego dla eksperymentu 9
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5.2. Wnioski

Tablica 5.11. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 9

L Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 77,9474 70,6855 71,1486 71,1984 77,8962 71,7663 65,1443 79,0974 79,4663
Bł. Std. 0,5124 0,9240 1,0961 1,1051 1,1456 0,6144 1,3074 0,6374 0,7973
Średnia 81,5391 73,4934 82,7377 82,7960 80,6656 78,9697 69,4341 83,2701 83,1295
Bł. Std. 0,5366 0,4903 0,4857 0,4558 0,7307 0,6908 0,5265 0,4620 0,4654
Średnia 83,7965 74,8702 85,2865 85,3120 82,2367 84,0055 71,8552 84,4662 84,6941
Bł. Std. 0,5517 0,5646 0,2467 0,2440 0,6988 0,4694 0,6677 0,4833 0,3613
Średnia 86,6494 75,5043 87,9002 87,8861 83,6140 85,7390 72,9964 87,3407 87,0574
Bł. Std. 0,4926 0,5784 0,4334 0,4270 0,7204 0,7275 0,5880 0,6225 0,3408
Średnia 87,9862 76,3921 88,5492 88,6148 84,0102 87,7836 73,9529 88,4579 87,6502
Bł. Std. 0,5799 0,4443 0,4427 0,4150 0,3765 0,5820 0,4005 0,5078 0,3011
Średnia 87,9865 76,4644 89,6799 89,6717 84,1882 89,2189 73,8997 88,7782 87,4152
Bł. Std. 0,2372 0,3497 0,2472 0,2434 0,2894 0,3339 0,3226 0,3172 0,5996
Średnia 88,1469 76,7061 89,8105 89,8135 84,1191 90,5119 74,1376 88,7934 87,3343
Bł. Std. 0,2375 0,3786 0,2449 0,2473 0,2794 0,4689 0,4265 0,3737 0,5297
Średnia 88,2092 76,7097 89,6230 89,5613 84,4481 90,9609 74,4928 89,1411 87,7987
Bł. Std. 0,0030 0,3713 0,4431 0,4048 0,4088 0,2968 0,4429 0,2727 0,4518
Średnia 88,8407 76,6090 89,7896 89,8400 84,1809 90,9825 73,8438 89,3687 87,9269
Bł. Std. 0,2406 0,2543 0,5797 0,6041 0,2859 0,3003 0,2431 0,2379 0,5370
Średnia 88,5657 76,5614 88,8344 88,8677 84,2369 90,2360 73,8139 88,6573 87,8038
Bł. Std. 0,6037 0,2505 0,6353 0,6221 0,1791 0,4603 0,2845 0,5028 0,4857
Średnia 88,8120 76,0263 89,2330 89,2276 84,1945 90,9112 74,2693 88,4039 87,0486
Bł. Std. 0,3668 0,2884 0,4663 0,4662 0,2555 0,4385 0,5768 0,0845 0,2840
Średnia 88,0205 76,8169 90,1528 90,2057 84,1387 90,7008 73,8237 88,5864 87,6821
Bł. Std. 0,4548 0,2720 0,5218 0,4827 0,1175 0,4412 0,1434 0,1356 0,1798
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jest tylko jedna regu÷a o najwi¾ekszym wspó÷czynniku spe÷nienia. Je·zeli �F d ¾a·zy
do jednósci, wówczas skutecznóśc modeli 1-6 maleje o oko÷o 18-22%. Dla �F = 1;
÷¾aczone s ¾a wszystkie regu÷y rozmyte aktywowane w procesie wnioskowania. Na-
jwi¾eksz ¾a cz¾estóśc poprawnych klasy�kacji dla przypadku dwuklasowego uzyska÷y
algorytmy dla �F � 0:52; dla której Model 6 najlepiej rozpoznawa÷ze wszystkich
modeli i lepiej ni·z k-NN i algorytm Bayesa. Model 4 mia÷o oko÷o 0,6% wyniki
gorsze od Modelu 6 i porównywalne z k-NN i Bayesem. Modele 1 i 3 uzyska÷y
porównywaln ¾a cz¾estóśc poprawnych klasy�kacji co k-NN i Bayes. Wszystkie mod-
ele s ¾a lepsze ni·z Model jedn. ale w przypadku gdy �F d ¾a·zy do 1, Model ten daje
lepsze wyniki klasy�kacji ni·z modele 1-6.

7. D÷ugóśc zbioru ucz ¾acego wp÷ywa na zwi¾ekszenie poprawnych klasy�kacji wszystkich
algorytmów.

8. Algorytmy k-NN i Bayesa szybciej ni·z pozosta÷e modele osi ¾agaj ¾a sta÷¾a cz¾estóśc
poprawnych klasy�kacji w zale·znósci od d÷ugósci zbioru ucz ¾acego. Czynnikiem
warunkuj ¾acym tak ¾a sytuacj¾e jest to, ·ze do budowy bazy regu÷rozmytych, gdzie dla
ka·zdej regu÷y rozmytej budowane s ¾a macierze przej́scia, potrzeba d÷u·zszego zbioru
ucz ¾acego aby te macierze wype÷níc.

9. Wyniki zale·zne od d÷ugósci zbioru ucz ¾acego potwierdzaj ¾a, ·ze dla s÷abej zale·znósci
mi¾edzy klasami kolejno pojawiaj ¾acych si¾e obiektów najlepiej rozpoznaj ¾a algorytmy
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Rysunek 5.10. Poprawne klasy�kacje algorytmów rozpoznawania w zale·znósci od d÷ugósci
ci ¾agu ucz ¾acego dla eksperymentu 10
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5.2. Wnioski

Tablica 5.12. Procentowe wyniki średnich i b÷¾edów standardowych dla eksperymentu 10

L Statyst. Model 1 Model 2 Model 3 Model 4 Model 5 Model 6 Model jedn. kNN Bayes
Średnia 70,5466 64,7208 74,2486 74,2854 72,2392 68,9723 58,1382 74,4941 76,1905
Bł. Std. 0,2559 1,4826 0,7261 0,7231 1,3709 0,5008 1,0498 0,4636 0,8439
Średnia 75,0754 70,1548 80,0610 79,9728 74,1282 74,5836 66,4472 78,9406 80,7464
Bł. Std. 0,1568 0,5579 0,4718 0,4169 0,6192 0,3597 0,2135 0,8107 0,8458
Średnia 76,4892 72,3834 81,5890 81,5560 74,8395 80,1542 69,1359 82,2201 83,0992
Bł. Std. 0,2994 0,6417 0,5216 0,4908 0,4877 0,6860 0,3282 0,4916 0,6482
Średnia 77,3383 72,3867 82,6737 82,6031 76,1221 82,2636 70,3865 83,9584 84,3791
Bł. Std. 0,3503 0,4357 0,5749 0,5079 0,3473 0,4505 0,3786 0,5609 0,5548
Średnia 78,2302 73,7427 83,2251 83,3121 76,9209 82,7885 71,4433 84,4360 85,5893
Bł. Std. 0,2200 0,7718 0,4335 0,4889 0,4302 0,3292 0,5353 0,2299 0,3907
Średnia 78,6421 74,3200 83,7757 83,8449 77,4673 84,2597 71,9272 85,2690 85,6989
Bł. Std. 0,3271 0,5120 0,3708 0,4165 0,2397 0,2730 0,6224 0,4106 0,3744
Średnia 78,9057 74,4772 84,5180 84,5585 77,4480 84,6238 72,9151 85,8607 86,2970
Bł. Std. 0,3473 0,3367 0,4404 0,4300 0,4053 0,3634 0,3974 0,1750 0,0597
Średnia 78,9878 74,5235 84,5112 84,5371 77,8442 85,0207 73,1739 86,3734 86,7695
Bł. Std. 0,3103 0,3057 0,3838 0,4034 0,2479 0,2529 0,1780 0,4169 0,3201
Średnia 79,1508 74,8091 84,4039 84,3691 78,1090 84,6851 73,4396 86,5159 86,7211
Bł. Std. 0,3955 0,4017 0,4061 0,3739 0,3500 0,3757 0,4763 0,4563 0,3098
Średnia 78,9984 74,4646 84,7240 84,7587 77,5189 84,4301 73,2184 85,9382 86,7553
Bł. Std. 0,3814 0,4123 0,3082 0,3044 0,3210 0,4067 0,4247 0,5985 0,3988
Średnia 78,7374 74,6531 84,4436 84,3664 77,9167 84,1414 73,2593 86,5026 86,6668
Bł. Std. 0,2742 0,4076 0,4116 0,3385 0,3640 0,1979 0,4858 0,4235 0,4469
Średnia 78,7292 74,6143 84,3701 84,4530 77,8214 84,5912 73,2905 85,8430 86,5350
Bł. Std. 0,3040 0,2948 0,3827 0,4589 0,3294 0,4407 0,3105 0,4846 0,2585
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k-NN i Bayesa, a dla mocnych zale·znósci najlepszy jest Model 6,4 i 3. Model 3
daje porównywalne rezultaty co k-NN i Bayes.

10. Porównuj ¾ac dane w których wyst¾epuje sterowanie z danymi gdzie ono nie wys-
t¾epuje mo·zna wysnúc wniosek, ·ze Modele 1,2, 4, 5 gorzej klasy�kuj ¾a w przy-
padku danych bez sterowania ni·z ze sterowaniem. Takiego wyniku mo·zna si¾e
by÷o spodziewác, gdy·z owe modele wykorzystuj ¾a do rozpoznawania wiedz¾e, o zas-
tosowanym sterowaniu w takcie poprzednim.

11. Dla danych bez sterowania modele 3, 4 maj ¾a takie same cz¾estósci poprawnych
klasy�kacji. Jest to równie·z wynik oczywisty, gdy·z model 3 jest szczególnym przy-
padkiem modelu 4 i w przypadku braku sterowania modele te s ¾a to·zsame.

Badania symulacyjne wydaje si¾e ·ze potwierdzaj ¾a, i·z algorytmy Modele 1-6 s ¾a
u·zyteczne. Najbardziej u·zytecznym jest Model 6, który w ka·zdym przypadku badań
lepiej rozpoznaje ni·z reszta opracowanych modeli. Wszystkie modele lepiej rozpoznaj ¾a
ni·z model jedn. opisany w pracy [58]. Algorytmy takie mo·zna stosowác po ustaleniu
wspó÷czynniku �F dla którego uzyskuje si¾e najlepsze cz¾estósci poprawnych klasy�kacji.
Poniewa·z ró·znice w cz¾estósciach poprawnych klasy�kacji uzyskanych mi¾edzy pi¾ecioma
a siedmioma i dziewi¾ecioma zbiorami rozmytymi pokrywaj ¾acymi zmienne s ¾a niewielkie,
to dla zmniejszenia z÷o·zonósci obliczeniowej mo·zna w tych algorytmach zastosowác 5
zbiorów rozmytych dla ka·zdej cechy.
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Eksperymenty przeprowadzone w pracy maj ¾a ograniczony zakres. Dotycz ¾a one
wybranych parametrów �F , �; rozk÷adów g¾estósci prawdopodobieństwa cech w klasach,
ilóśc zbiorów rozmytych pokrywaj ¾acych zmienne oraz ich rozmieszczenia. Uwzgl¾ednie-
nie wielu czynników mog ¾acych wp÷ywác na jakóśc klasy�kacji jest procesem trudnym
i czasoch÷onnym w sensie symulacji komputerowej.
W pracy nie skupiono si¾e na optymalizacji algorytmów, np. poprzez dopasowanie

najlepszego wspó÷czynnika �F , optymalnego kszta÷tu funkcji przynale·znósci oraz ilósci,
rozmieszczenia i kszta÷tu funkcji przynale·znósci zbiorów rozmytych. Pokazano pewne
zwi ¾azki przyczynowo-skutkowe od których zale·zy jakóśc klasy�kacji i które dobrano
na podstawie wyników symulacyjnych. Nasuwa to pewien wniosek. Przy optymaliza-
cji ww. parametrów mo·zna zapewne jeszcze bardziej zwi¾ekszýc cz¾estóśc poprawnych
klasy�kacji opracowanych algorytmów. Jest to sygna÷do dalszych badań, które autor
w przysz÷ósci zamierza kontynuowác.
Uzyskane wyniki w badaniach eksperymentalnych znajduj ¾a potwierdzenie w prob-

lemie rozpoznawania z wykorzystaniem danych rzeczywistych. Opis owych badań oraz
wyniki rozpoznawania za pomoc ¾a tych danych zaprezentowane s ¾a w rozdziale nast¾ep-
nym.



Rozdzia÷6

Zastosowanie sekwencyjnych algorytmów
rozpoznawania w diagnostyce medycznej

Poni·zej opracowany aspekt medyczny zadania rozpoznawania zosta÷opisany z po-
moc ¾a lekarza nefrologa Romana Papisa pracuj ¾acego w Szpitalu Wojewódzkim we
W÷oc÷awku na Oddziale Wewn¾etrznym i Nefrologii oraz autorskich opracowań Victora
W. Rodwella.
Biochemia dotyczy w wi¾ekszósci w÷ásciwósci i reakcji chemicznych zwi ¾azków organ-

icznych. W organizmach ·zywych wi¾ekszóśc reakcji chemicznych przebiega w środowisku
wodnym. Dla zdrowia cz÷owieka niezb¾edna jest sta÷óśc środowiska wewn¾etrznego or-
ganizmu. Dotyczy to ogólnego rozmieszczenia wody, jak i równie·z utrzymania pH
i st¾e·zenia ró·znych elektrolitów, np. Na+,K+,Ca2+,Mg2+ i fosforanów w organízmie.
U osób zdrowych pH p÷ynu poza komórkowego utrzymuje si¾e w granicach 7,35-7,45.
Bufor wodorow¾eglanowy (HCO�3 /H2CO3) odgrywa szczególnie wa·zn ¾a rol¾e. Kiedy
pH osi ¾aga wartóśc poni·zej 7,35, wtedy dochodzi do stanu okréslonego jako kwasica,
je·zeli zás pH przekroczy wartóśc 7,45 wyst¾epuje zasadowica. Zaburzenia równowago
kwasowo-zasadowej mo·zna zwykle rozpoznác oznaczaj ¾ac pH krwi t¾etniczej, pr¾e·znóśc
dwutlenku w¾egla pCO2 i HCO�3 . Istniej ¾a liczne przyczyny kwasicy (katocydoza cukrzy-
cowa, kwasica mleczanowa itp.) i zasadowicy (wymioty kwásn ¾a trésci ¾a ·zo÷¾adkow ¾a, dzi-
a÷anie niektórych leków moczop¾ednych itp.).W÷ásciwa znajomóśc patogenezy zaburzeń
równowagi kwasowo-zasadowej jest podstaw ¾a w÷ásciwej diagnozy i leczenia. Z punktu
widzenia medycyny najwa·zniejszy jest podzia÷powy·zszych zaburzeń na:

� kwasica metaboliczna
� kwasica oddechowa (ostra i przewlek÷a)
� alkaloza oddechowa
� alkaloza metaboliczna
� stan normalny.
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Podzia÷zaburzeń równowagi kwasowo-zasadowej najlepiej zrozumiéc pos÷uguj ¾ac si¾e
równaniem Hendersona-Hasselbalcha. Poniewa·z st¾e·zenie kwasu w¾eglowego jest funkcj ¾a
císnienia parcjalnego dwutlenku w¾egla (pCO2), mo·zna pH wyrazíc wzorem:

pH = 6:1 + log
[HCO�3 ] komponent nie oddechowy
0:03 � pCO2  komponent oddechowy

; (6.1)

przy czym pCO2 nale·zy wyrazíc w mmHg. Przy wyra·zeniu pCO2 w kPa równanie
6.1 przybiera postác:

pH = 6:1 + log
[HCO�3 ] komponent nie oddechowy
0:22506 � pCO2  komponent oddechowy

; (6.2)

1 kPa=7.502 mmHg lub 1 mmHg=0.133 kPa.
Z powy·zszego równania wynika, ·ze pH krwi jest uwarunkowane dwoma komponen-

tami: metabolicznym (reprezentowanym przez st¾e·zenie wodorow¾eglanów w liczniku
u÷amka) oraz oddechowym (reprezentowanym przez wartóśc pCO2 w mianowniku
u÷amka).
Zmiany pH wywo÷ane wzrostem lub spadkiem císnienia parcjalnego CO2 nazywamy

kwasicami czy zasadowicami oddechowymi lub gazowymi, bo zale·zne s ¾a przewa·znie od
czynnósci uk÷adu oddechowego.
Je·zeli stwierdza si¾e zmiany pCO2, a pH krwi utrzymuje si¾e mimo to w granicach

normy, to mówimy o kwasicy lub zasadowicy oddechowej wyrównanej, w przeciwnym
przypadku kiedy w nast¾epstwie zmian pCO2 dochodzi do zmian pH krwi, to mówimy
o kwasicy lub zasadowicy oddechowej niewyrównanej.
Zmiany pH wywo÷ane zwi¾ekszeniem lub zmniejszeniem wodorow¾eglanów nazy-

wamy kwasicami lub zasadowicami niegazowymi (nieodechowymi) lub metabolicznymi.
Mog ¾a one býc, podobnie jak zaburzenia oddechowe wyrównane (zmianie st¾e·zenia
HCO�3 towarzyszy równoczesna zmiana pCO2; przez co pH krwi nie ulega zmianie
lub nie wyrównane, w których zmianie st¾e·zenia HCO�3 towarzyszy zmiana pH krwi.
Zaburzenia mieszane s ¾a zmianami równowagi kwasowo-zasadowej, które s ¾a uwarunk-

owane zarówno oddechowo jak i metabolicznie. Metaboliczne uwarunkowanie zaburzeń
równowagi kwasowo-zasadowej mog ¾a býc kompensowane drog ¾a oddechow ¾a i odwrotnie,
zaburzenia oddechowe wyrównywane s ¾a drog ¾a metaboliczn ¾a.
Poni·zej scharakteryzowano powy·zsze zaburzenia.

KWASICE ODDECHOWE

Kwasice oddechowe s ¾a wynikiem upósledzonego wydalania dwutlenku w¾egla przez
p÷uca, co uwarunkowane jest pogorszeniem wentylacji p¾echerzyków p÷ucnych, utrud-
nion ¾a dyfuzj ¾a CO2 lub zaburzeniami prawid÷owego stosunku wentylacji do perfuzji
p÷uc. pierwotn ¾a przyczyn ¾a kwasicy oddechowej mog ¾a býc:

a) zmiany w samych p÷ucach (obturacja dróg oddechowych, rozrost tkanki w÷óknistej
w p÷ucach, zanik p¾echerzyków p÷ucnych lub czynnósciowe ich wy÷¾aczenie wywo÷ane
zaburzeniem wentylacji lub perfuzji p÷uc),

b) zmiany w aparacie mi¾ésniowo-kostnym uk÷adu oddechowego (zanik lub pora·zenie
mi¾ésni oddechowych, zniekszta÷cenie kr¾egos÷upa i klatki piersiowej)
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c) zaburzona czynnóśc ósrodka oddechowego (depresja ósrodka). Zwi¾ekszenie pCO2
pobudza wydalanie H+ przez nerki w wyniku czego dochodzi do wzrostu regener-
acji HCO�3 . Wzrost st¾e·zenia wodorow¾eglanów we krwi warunkuje z kolei wzrost
wartósci u÷amka 6.1 oraz normalizacj¾e pH. Wyrównana kwasica oddechowa cechuje
si¾e wzrostem zarówno st¾e·zenia HCO�3 , jak i pCO2. Nerkowa kompensacja kwa-
sicy oddechowej jest procesem bardzo wolnym i skutecznym przede wszystkim w
przewlek÷ych kwasicach oddechowych. Kwasica oddechowa mo·ze miéc charakter os-
try i przewlek÷y. Przyczyn ¾a ostrej kwasicy oddechowej mo·ze býc: pora·zenie ósrodka
oddechowego i mi¾ésni oddechowych, z÷amania kósci klatki piersiowej, obecnóśc w
jamach op÷ucnowych powietrza (odma), krwi lub p÷ynu, obrz¾ek p÷uc (wywo÷any
niewydolnósci ¾a mi¾ésnia sercowego lub innymi czynnikami), ostre zapalenie mi ¾a·zszu
p÷ucnego, ostra niedro·znóśc dróg oddechowych.

ZASADOWICA ODDECHOWA

Jest nast¾epstwem nadmiernej eliminacji CO2 przez p÷uca, uwarunkowanej stymu-
lacj ¾a ósrodka oddechowego (toksyny bakteryjne, stany zapalne lub zwyrodnieniowe
ósrodkowego uk÷adu nerwowego, hiperwentylacja psychogenna). Spadek pCO2 we
krwi, zwi¾ekszaj ¾ac wartósci u÷amka w równaniu 6.1 wywo÷uje wzrost pH. Nerkowa kom-
pensacja zasadowicy oddechowej polega na zwi¾ekszonym wydalaniu wodorow¾eglanów
oraz zmniejszonej regeneracji zasad (spadek wydalania H+ pod postaci ¾a kwásnósci
miareczkowej i kationu NH+4 ). Proces ten wymaga jednak pewnego czasu i ujawnia
si¾e w pe÷ni dopiero po kilku dniach. W wyniku nerkowej kompensacji spada st¾e·zenie
HCO�3 we krwi, co z kolei, zmniejszaj ¾ac wartósci u÷amka w równaniu 6.1, warunkuje
spadek pH. Wyrównana zasadowica oddechowa charakteryzuje si¾e spadkiem zarówno
st¾e·zenia HCO�3 jak i pCO2.

KWASICE METABOLICZNE (NIEODDECHOWE)

Kwasica metaboliczna mo·ze býc wynikiem:

a) nadmiernej poda·zy silnych donatorów wodorowych,
b) zwi¾ekszonego wytwarzania w ustroju silnych kwasów (np. kwasu mlekowego),
c) upósledzonej regeneracji zasad przez nerki (np. w przewlek÷ych stanach zapalnych
nerek),

d) utraty zasad przez przewód pokarmowy lub nerki

Charakteryzuje si¾e ona pierwotnym zmniejszeniem st¾e·zenia HCO�3 we krwi. Spadek
HCO�3 zmniejszaj ¾ac z kolei wartóśc u÷amka w równaniu 6.1, zmniejsza wartóśc pH.
Spadek pH krwi jest bezpósredni ¾a przyczyn ¾a uruchomienia kompensacji oddechowej.
Polega ona na stymulacji przez zwi¾ekszone st¾e·zenie H+ ósrodka oddechowego, w wyniku
czego dochodzi do wzrostu wentylacji p÷uc oraz spadku pCO2:.Ten ostatni zmniejszaj ¾ac
wartóśc u÷amka w równaniu 6.1, przywraca prawid÷owe pH krwi. Wyrównana kwasica
metaboliczna cechuje si¾e wi¾ec zmniejszeniem zarówno st¾e·zenia HCO�3 ; jak i pCO2:

ZASADOWICE METABOLICZNE (NIEODDECHOWE)

Wspóln ¾a cech ¾a zasadowic metabolicznych jest wzrost st¾e·zenia wodorow¾eglanów we
krwi. Wzrost st¾e·zenia HCO�3 ; zwi¾ekszaj ¾ac wartóśc u÷amka w równaniu 6.1, pod-
nosi wartóśc pH krwi. Zmniejszenie H+ (wzrost pH krwi) uruchamia kompensacj¾e

81



Zastosowanie sekwencyjnych algorytmów rozpoznawania w diagnostyce medycznej

oddechow ¾a, polegaj ¾ac ¾a na spadku czynnósci ósrodka oddechowego i spadku wentylacji
p÷uc. W nast¾epstwie tej kompensacji dochodzi do wzrostu pCO2;co z kolei przywraca
prawid÷owy stosunek st¾e·zenia HCO�3 ;do pCO2 i tym samym prawid÷owe pH. Oprócz
kompensacji oddechowej i nerkowej zostaje uruchomiona kompensacja metaboliczna,
polegaj ¾aca na wzmo·zonym wytwarzaniu kwasu mlekowego i pirogronowego. Wyrów-
nana zasadowica metaboliczna charakteryzuje si¾e wi¾ec wzrostem zarówno st¾e·zenia
HCO�3 ; jak i pCO2;(podobne zmiany stwierdza si¾e w wyrównane kwasicy oddechowej).
Ca÷kowita normalizacja zasadowicy metabolicznej wymaga jednak eliminacji nadmiaru
zasad przez nerki. Proces ten zachodzi jednak tylko w obecnósci dostatecznej ilósci
jonów Cl� i potasu. Przy niedoborze tych ostatnich nerki wydalaj ¾a jony wodorowe
pomimo istniej ¾acej zasadowicy. Mo·zna mu zapobiec jedynie przez poda·z dostatecznej
ilósci chlorków. Przyczyn ¾a zasadowic metabolicznych mo·ze býc:

a) nadmierna utrata kwasów przez przewód pokarmowy (wymioty) lub nerki,
b) nadmierna poda·z zasad (NaHCO3),
c) niedobór potasu w pokarmach lub jego utrata z wydzielinami i wydalinami.

Leczenie zaburzeń równowagi kwasowo-zasadowej musi býc oparte na precyzyjnym
rozpoznaniu. Jak w ka·zdej dziedzinie patologii ludzkiej, rozpoznanie charakteru ist-
niej ¾acych zaburzeń opiera si¾e na :

1. wywiadzie,
2. wyniku badania przedmiotowego,
3. obrazie klinicznym,
4. wynikach badań laboratoryjnych

W celu zdiagnozowania zaburzenia równowagi kwasowo-zasadowej nale·zy zmierzýc:

� pH krwi
� pr¾e·znóśc dwutlenku w¾egla pCO2;
� aktualne st¾e·zenie dwuw¾eglanów (wodorow¾eglanów) HCO�3 ;
� pr¾e·znóśc tlenu we krwi pO2;
� badania elektrolitowe: Na, K, Ca, Mg, Cl, fosforanów nieorganicznych, kreatyniny,
azotu pozabia÷kowego, glukozy, bia÷ek, st¾e·zenia Hb we krwi, średniego st¾e·zenia Hb
w krwinkach i średniej obj¾etósci erytrocytu oraz wartósci hematokrytowej,

� RTG klatki piersiowej,
� stan kliniczny pacjenta,
� císnienie t¾etnicze,
� t¾etno,
� ocena przytomnósci pacjenta,
� wyst¾epowanie sinicy,
� wyst¾epowanie dusznósci,
� temperatura cia÷a,
� wymioty,
� diureza,

� wywiad oraz dotychczasowy przebieg choroby i leczenia.

Ze wzgl¾edu na to, ·ze rozpoznanie zaburzeń równowagi kwasowo-zasadowej musi
býc szybkie, wi¾ec g÷ównie do diagnozowania wykorzystywane s ¾a trzy parametry pCO2;
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HCO�3 i pH. Zaburzenia gospodarki kwasowo-zasadowej szybko si¾e zmieniaj ¾a, zatem
wa·zne jest cz¾este wykonywanie badań i stosowanie odpowiedniego leczenia w zale·znósci
od aktualnego stanu pacjenta.
Poniewa·z badania s ¾a powtarzane cz¾esto, a obecny stan pacjenta zale·zy od jego

historii choroby, czyli od poprzednich stanów i przebiegu leczenia tak wi¾ec omawiane w
pracy algorytmy nadaj ¾a si¾e do rozpoznawania stanów równowagi kwasowo-zasadowej.

6.1. Statystyczny opis zadania rozpoznawania

Rozpoznawanie stanów równowagi kwasowo-zasadowej zosta÷o wykonane na dwóch
rodzajach materia÷u empirycznego. Pierwszy zbiór ucz ¾acy zosta÷skompletowany przez
Zespó÷Katedry i Systemów Komputerowych w Klinice Neurochirurgii Akademii Me-
dycznej we Wroc÷awiu. Sk÷ada si¾e on z obserwacji 78 pacjentów. Ilóśc R kolejnych
badań waha÷a si¾e od 7 do 25, przy czym średnia d÷ugóśc ci ¾agu w zbiorze ucz ¾acym
wynosi 18. Badania wykonywane by÷y w okresie kilku dni w odst¾epach 12 godzinnych
(rano i wieczorem). Drugi zestaw danych zosta÷skompletowany przez autora pracy w
Szpitalu Wojewódzkim weW÷oc÷awku na Oddziale Nefrologii i Wewn¾etrznym. D÷ugóśc
zbioru sk÷ada si¾e z 66 pacjentów. Ilóśc R kolejnych badań waha÷a si¾e od 5 do 24, przy
czym średnia d÷ugóśc ci ¾agu w zbiorze ucz ¾acym wynosi R=15. Badania wykonywane
by÷y w okresie kilku dni w odst¾epach 3-4 godzinnych.
Zmienne wykorzystywane w zadaniu rozpoznawania w przypadku obu materia÷ów

empirycznych s ¾a takie same, co przedstawia tabela 6.1:

Tablica 6.1. Zmienne wykorzystane w zadaniu rozpoznawania

Zmienna Jednostka
pH krwi liczbowe
prężność dwutlenku węgla liczbowe

aktualne stężenie dwuwęglanów HCO3 liczbowe ][ 1−mEql
][mmHg

Zmienne zawarte w tabeli 6.1 s ¾a wystarczaj ¾ace do okréslenia klas, które tak jak
rodzaje leczeń s ¾a zgodne w obu przypadkach danych.
Klasy:

1. ostra lub przewlek÷a kwasica oddechowa,
2. alkaloza oddechowa,
3. kwasica metaboliczna,
4. alkaloza oddechowa,
5. stan normalny.

W trakcie badań pacjent by÷poddawany okréslonemu leczeniu, które podzielono
na trzy typy:

1. leczenie oddechowe,
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2. leczenie farmakologiczne,
3. brak leczenia.

Ponadto na podstawie testu W Shapiro-Wilka stwierdzono na poziomie istotnósci
statystycznej p<0.01, ·ze zmienne zawarte w tabeli 6.1 pochodz ¾a z rozk÷adu normal-
nego.
Jednym z problemów jakie nale·zy rozwi ¾azác, jest to, czy oba ci ¾agi mo·zna bez

konsekwencji po÷¾aczýc w jeden licz ¾acy 144 pacjentów materia÷empiryczny. W tym
celu wykonano szereg analiz statystycznych które w konsekwencji daj ¾a odpowied́z na
powy·zsze pytanie. Pierwsz ¾a cech ¾a ró·zni ¾ac ¾a dwa zestawy danych jest ich źród÷o. Pac-
jenci z zaburzeniami równowagi kwasowo-zasadowej na Oddzia÷Neurochirurgii tra�aj ¾a
g÷ównie po urazach. W przypadku Oddzia÷u Nefrologii s ¾a to pacjenci po zatruci-
ach (g÷ównie alkoholowych, metanolem, paraldehydem lub glikolem etylenowym), nie
leczeni na cukrzyc¾e, z nadczynnósci ¾a tarczycy oraz z ró·znymi zaburzeniami pracy
nerek.
Analizuj ¾ac równanie 6.1 mo·zna ÷atwo stwierdzíc, ·ze zmienna pH istotnie statysty-

cznie powinna zale·zéc od HCO�3 i pCO2:Aby sprawdzíc t ¾a zale·znóśc wykonano analiz¾e
regresji wielokrotnej, której wyniki znajduj ¾a si¾e w tabeli 8.1. Mo·zna zatem stwierdzíc,
·ze pH istotnie zale·zy od HCO�3 i pCO2:Dla danych z Oddzia÷u Neurochirurgii R

2=0.950,
a dla materia÷u z Nefrologii R2=0.957. Ponadto zmienna pH istotnie koreluje (tabela
8.8) ujemnie z pCO2 i dodatnio z HCO�3 . Dla danych z Nefrologii wspó÷czynnik ko-
relacji Pearsona jest wi¾ekszy mi¾edzy HCO�3 a pH (R=0.48) ni·z mi¾edzy tymi zmien-
nymi dla danych z Neurochirurgii (R=0.31). Odwrotnie koreluje pCO2 z pH. Tutaj
mocniejsza korelacja jest dla materia÷u z Neurochirurgii (R=-0.48) ni·z z Nefrologii
(R=-0.34). Przyczyn ¾a takich wyników jest cz¾estóśc pojawiania si¾e pewnych zaburzeń
w tych danych. W przypadku materia÷u pochodz ¾acego z W÷oc÷awka najcz¾ésciej wys-
t¾epuje kwasica metaboliczna (klasa 3), natomiast na oddziale intensywnej terapii alka-
loza oddechowa (rysunki 8.2,8.3,8.4) oraz tabela 8.2. Kwasica metaboliczna wyst¾epuje
na oddziale na Nefrologii 580 razy na 1023 obserwacji, a na Neurochirurgii zasadowica
oddechowa wyst¾epuje 787 razy na 1416 obserwacji. Poniewa·z kwasica metaboliczna
cechuje si¾e najni·zszymi wartósciami HCO�3 przy niewielkim spadku wartósci pCO2;
spósród wszystkich zaburzeń, tak wi¾ec wp÷ywa to na wysoki wspó÷czynnik korelacji
omawiany wy·zej mi¾edzy HCO�3 a pH (R=0.48). W tabeli 8.9 znajduj ¾a si¾e porówna-
nia średnich wartósci cech w odpowiednich klasach mi¾edzy dwoma zestawami danych
z wykorzystaniem parametryzacji z sigma-ograniczeniami i parametrycznego testu
Tukeya dla prób nie równo licznych. Na podstawie otrzymanych wyników mo·zna
wysnúc wniosek, ·ze poziom istotnósci p=0.658>>0.01 wskazuje na brak ró·znic w
wartósciach średnich mi¾edzy materia÷em empirycznym z Oddzia÷u Neurochirurgii i
Nefrologii w tych samych klasach decyzyjnych de�niuj ¾acych zmienne pH, HCO�3 i
pCO2: Ró·znic¾e mi¾edzy materia÷ami empirycznymi zaobserwowano po wykonaniu testu
Levene�a jednorodnósci wariancji. Okazuje si¾e, ·ze te same zaburzenia równowagi
kwasowo-zasadowej w obu ci ¾agach ucz ¾acych maj ¾a istotnie p>0.01 ró·zne w wariancje.
Jest to spowodowane najprawdopodobniej ró·znorodnym w obu przypadkach pod÷o·zem
chorób. Wykonano test jednorodnósci wariancji Levene�a do sprawdzenia, czy rozk÷ady
g¾estósci prawdopodobieństwa cech w klasach maj ¾a jednorodne wariancje w ka·zdym
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materiale osobno. Okazuje si¾e, ·ze klasy mi¾edzy sob ¾a maj ¾a istotnie p>0.01 niejed-
norodne wariancje.
W tabelach 8.6 * przy prawdopodobieństwach oznacza, ·ze nie mo·zna ich by÷o

wyestymowác z posiadanego materia÷u empirycznego. Prawdopodobieństwa te maj ¾a
charakter subiektywny i s ¾a oszacowane przez lekarza specjalist¾e. W przypadku anali-
zowanego zbioru ucz ¾acego s ¾a to prawdopodobieństwa zdarzeń które nie pojawiaj ¾a si¾e
na oddziale Neurochirurgii. Przyk÷adowo nie leczy si¾e pacjenta którego stan jest w
normie.
Powy·zsze analizy statystyczne oraz wykresy i tabele nie omówione wy·zej, mog ¾a

cz¾ésciowo wyjásniác skutecznóśc w sensie poprawnych diagnoz algorytmów rozpoz-
nawania opracowanych w pracy. Poniewa·z oba zbiory maj ¾a inne pod÷o·ze chorób wi¾ec
zdecydowano, ·ze b¾ed ¾a one traktowane jako dwa osobne materia÷y rzeczywiste.

6.2. Wyniki rozpoznawania dla danych z Oddzia÷u
Neurochirurgii

Zbiór ucz ¾acy zebrany na Oddziale Neurochirurgii wykorzystano do przetestowania
przydatnósci algorytmów rozpoznawania opracowanych w pracy.
Przy realizacji zadania testowania algorytmów przyj¾eto nast¾epuj ¾ace wytyczne:

1. W realizacji testowania przyj¾eto oryginalnie zmody�kowan ¾a metod¾e leave-one-out
[12], b¾ed ¾ac ¾a specy�cznym przypadkiem walidacji krzy·zowej. Polega÷a ona na wielo-
krotnym testowaniu otrzymanych klasy�katorów na podstawie pojedynczej sek-
wencji ucz ¾acej. Oznacza to, ·ze ka·zdy klasy�kator by÷uczony 77 sekwencjami, a
testowany na jednym ci ¾agu. Proces ten by÷powtórzony 78 razy. Przyj¾eto tak ¾a
metod¾e testowania poniewa·z algorytmy z którymi porównywane s ¾a Modele opra-
cowane w niniejszej pracy s ¾a testowane t ¾a w÷ásnie metod ¾a.

2. W pierwszym eksperymencie porównano opracowane Modele z algorytmem Bayesa
i k-NN opisane na pocz ¾atku rozdzia÷u póswieconego badaniom eksperymentalnym.

3. Przyj¾eto wspó÷czynnik sprzecznósci regu÷rozmytych �F = 0:31:Dobrano go ekspery-
mentalnie dla analizowanego pi¾ecio-klasowego przypadku medycznego. Dla takiej
wartósci uzyskano najlepsze wyniki klasy�kacji.

4. Ka·zd ¾a z trzech zmiennych (HCO�3 ; pCO2 i pH), podzielono na 5 zbiorów rozmytych
wykorzystuj ¾ac parametry funkcji g¾estósci prawdopodobieństwa (rysunki 8.2a, 8.3a,
8.4a) oraz wykresy g¾estósci prawdopodobieństwa cech w klasach (rysunek 8.1a):

T (pH) = fT (pH)1 = (�1; 7:15; 7:35); T (pH)2 = (7:15; 7:35; 7:45);

T
(pH)
3 = (7:35; 7:45; 7:50); T

(pH)
4 = (7:45; 7:50; 7:89); T

(pH)
5 = (7:50; 7:89;1)g;

T (pCO2) = fT (pCO2)1 = (�1; 15; 25); T (pCO2)2 = (15; 25; 32); T
(pCO2)
3 = (30; 32; 40);

T
(pCO2)
4 = (32; 50; 68); T

(pCO2)
5 = (50; 68;1)g;

T (HCO
�
3 ) = fT (HCO

�
3 )

1 = (�1; 13:4; 21:0); T (HCO
�
3 )

2 = (13:4; 21:0; 25:0); T
(HCO�3 )
3 =

(21:0; 25:0; 30:0); T
(HCO�3 )
4 = (25:0; 30:0; 40:0); T

(HCO�3 )
5 = (30:0; 62:2;1)g:
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Po wykonaniu testowania wyniki úsredniono, wyliczono b÷¾ad standardowy i osza-
cowano 95% przedzia÷ufnósci dla wartósci średniej. Wyniki rozpoznawania zestawiono
w tabeli 6.2 i na rysunku 6.1.
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Rysunek 6.1. Wyniki rozpoznawania materia÷u pochodz ¾acego z Kliniki Neurochirurgii we
Wroc÷awiu

Tablica 6.2. Statystyki opisowe wyników rozpoznawania materia÷u pochodz ¾acego z Kliniki
Neurochirurgii we Wroc÷awiu

Ufność Ufność Odch. Błąd
95,000% +95,000% standard. standard.

Model 1 87,0770 84,8535 89,3005 87,2150 3,1083 0,9829
Model 2 82,3550 80,8209 83,8891 82,3400 2,1445 0,6782
Model 3 91,1150 89,6562 92,5738 91,4500 2,0393 0,6449
Model 4 91,4220 90,1192 92,7248 91,8800 1,8212 0,5759
Model 5 85,1120 82,9987 87,2253 85,3500 2,9542 0,9342
Model 6 93,3300 92,0799 94,5801 93,5900 1,7476 0,5526

Model jedn. 80,5330 78,1287 82,9373 80,5200 3,3610 1,0628
kNN 91,4200 90,4491 92,3909 92,1400 1,3572 0,4292
Bayes 89,0960 87,5650 90,6270 89,6200 2,1402 0,6768

Algorytm Średnia Mediana

Dla dok÷adnie tych samych danych istniej ¾a znane w literaturze algorytmy rozpoz-
nawania sekwencyjnego tj.:
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� Algorytm MGAP - z odpowiednim zbiorem regu÷eksperckich [69],
� Algorytm kombinowany MGAP-k-NN - najbli·zszych s ¾asiadów ze zbiorem regu÷
eksperckich [69],

� Algorytm Markov 0 - traktuje zadanie diagnostyki sekwencyjnej jako ci ¾ag poje-
dynczych niezale·znych zdarzeń, dla których nie uwzgl¾edniamy wst¾epuj ¾acych pomi¾edzy
nimi powi ¾azań. Jest to dobrze znany algorytm bayesowski.

� Algorytm Markov I - jest algorytmem diagnostycznym dla ÷ańcucha Markowa I
rz¾edu. Przyjmuje on, ·ze aktualny stan pacjenta w danej chwili jest zale·zny od
stanu poprzedniego. Charakterystyka takiej zale·znósci jest uwarunkowana ostatnio
zastosowan ¾a teriapi ¾a i klasy [23].

� Algorytm Markov II - jest algorytmem diagnostycznym dla ÷ańcucha Markowa II
rz¾edu. Przyjmuje on, ·ze aktualny stan pacjenta w danej chwili jest zale·zny od
dwóch poprzednich taktów. Charakterystyka takiej zale·znósci jest uwarunkowana
ostatnio zastosowanymi terapiami i klasami [23].

� Algorytm AK0 - model z wykorzystaniem relacji rozmytej nie wykorzystu ¾acy mo·zli-
wósci wyst¾epuj ¾acych zale·znósci mi¾edzy kolejno pojawiaj ¾acymi si¾e obiektami.

� Algorytmy AK1,AK2 - modele z wykorzystaniem relacji rozmytej uwzgl¾edniaj ¾ace
odpowiednio jeden i dwa ostatnie takty rozpoznawania. Modele te wykorzystuj ¾a
do podj¾ecia decyzji ostatnio zastosowane sterowania i obserwacje objawów [23].

� Algorytm ZTK1 - zredukowany algorytm z "kontekstem·zz¾edu 1 wykorzystuj ¾acy
"tward ¾a histori¾e". Decyzja jest podejmowana na podstawie N-tej obserwacji cech
obiektu z pósrednim uwzgl¾ednieniem obserwacji cech obiektu w momencie N-1,
bior ¾ac pod uwag¾e w ich miejsce ci ¾ag N-1 poprzednich klas [23].

� Algorytm ZTK2 - model ten ró·zni si¾e od opisanego algorytmu w poprzednim pod-
punkcie tym, ·ze uwzgl¾ednia dwa poprzednie takty N-2 i N-1 [23].

� Algorytm ZMK1 - zredukowany algorytm z "kontekstem·zz¾edu 1 wykorzystuj ¾acy
"mi¾ekk ¾a histori¾e". W algorytmie tym bierze si¾e pod uwag¾e decyzje w N-1 takcie i
wykorzystuje si¾e ca÷¾a zawart ¾a w niej mi¾ekk ¾a histori¾e [23].

� Algorytm ZMK2 - zredukowany algorytm z "kontekstem·zz¾edu 2 wykorzystuj ¾acy
"mi¾ekk ¾a histori¾e". W algorytmie tym bierze si¾e pod uwag¾e decyzje w N-2, N-1
taktach i wykorzystuje si¾e ca÷¾a zawart ¾a w nich mi¾ekk ¾a histori¾e [23].

� NN-BP-0 i NN-CP-0, s ¾a to odpowiednio sieci typu Back Propagation (BP) i Counter
Propagation (CP) z danymi obejmuj ¾acymi wy÷¾acznie zmienne w takcie N , to jest
symptomy w÷ásciwe dla aktualnie rozpoznawanego stanu. Przypadek taki oznacza,
i·z nie uwzgl¾edniamy wyst¾epuj ¾acych zale·znósci pomi¾edzy stanami pacjenta i kolejne
zadania diagnostyczne traktujemy jak niezale·zne zadania decyzyjne [23].

� Algorytmy NN-BP-1A i NN-CP-1A oznaczaj ¾a odpowiednie sieci wykorzystuj ¾ace do
podj¾ecia decyzji aktualny wektor cech, cechy i terapie z taktu N � 1, NN-BP-1B i
NN-CP-1B oznaczaj ¾a odpowiednie sieci wykorzystuj ¾ace do podj¾ecia decyzji aktu-
alny wektor cech, terapie i decyzje z taktu N�1 , i wreszcie algorytmy NN-BP-2A i
NN-CP-2A oraz NN-BP-2B i NN-CP-2B oznaczaj ¾a sieci typu BP i CP odpowiednio
oznaczaj ¾a sieci wykorzystuj ¾ace do podj¾ecia decyzji aktualny wektor cech, cechy i
terapie z taktu N � 2, N � 1 oraz aktualny wektor cech, terapie i decyzje z taktu
N � 2, N � 1 [23]:
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Powy·zsze algorytmy porównano z modelami opracowanymi w niniejszej pracy i
otrzymano wyniki zawarte na wykresie 6.2
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Rysunek 6.2. Poprawne klasy�kacje algorytmów rozpoznawania

Na podstawie otrzymanych wyników mo·zna stwierdzíc, ·ze:

1. Jakóśc klasy�kacji modelu 6 jest lepsza ni·z pozosta÷ych algorytmów, w tym k-NN
i Bayesa.

2. Modele 3 i 4 maj ¾a cz¾estóśc poprawnych klasy�kacji porównywaln ¾a ze sob ¾a oraz
algorytmami k-NN, Bayesa ale gorsz ¾a od Modelu 6.

3. Model 5 jest o oko÷o 8% gorszy od modelu 6.
4. Model 2 jest o oko÷o 11% gorszy od modelu 6 i jest gorszy od powy·zej anali-
zowanych algorytmów. Model 2 wykorzystuje do podj¾ecia decyzji zale·znóśc mi¾edzy
poprzednio zastosowanym leczeniem, a klas ¾a decyzyjn ¾a w takcie nast¾epnym. Anal-
izuj ¾ac tabel¾e 8.8 a, korelacja Gamma zwi ¾azku zastosowanego leczenia w takcie
poprzednim z diagnoz ¾a w nast¾epnym takcie wynosi R=-0.036 i jest nieistotna
statystycznie na poziomie p=0.01. Wydaje si¾e zatem logiczne, ·ze je·zeli nie ist-
nieje istotny taki zwi ¾azek, to algorytm wykorzystuj ¾acy opisuj ¾acy takie zale·znósci
nie b¾edzie konkurencyjny w stosunku do algorytmów wykorzystuj ¾acych istotny
zwi ¾azek miedzy klasami w kolejnych obserwacjach pacjenta.

5. Wszystkie modele w pracy daj ¾a lepsze wyniki klasy�kacji ni·z algorytm MGAP i
Model jedn. z [58].

6. Najmniejszy b÷¾ad standardowy (tabela 6.2) maj ¾a kolejno algorytmy k-NN (A =
0:4292). Model 6 (A = 0:5526), Model 4 (A = 0:5759) i Bayes (A = 0:6768).
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7. Porównuj ¾ac algorytmy opracowane w pracy z algorytmami dla których by÷y ju·z
przeprowadzone badania na tym samym zbiorze ucz ¾acym, (wykres 6.2), mo·zna
stwierdzíc, ·ze Model 6 ma najlepsze cz¾estósci poprawnych klasy�kacji. Nast¾epnie
bardzo dobre rezultaty daj ¾a sieci neuronowe NN-BP-2A, wykorzystuj ¾ace do pod-
j¾ecia decyzji aktualny wektor cech, cechy i terapie z taktu N � 2, N � 1. Niedu·zo
gorszy rezultat uzyskuje algorytm Markova II rz¾edu i MGAP-k-NN. Porównywalne
rezultaty usyskuj ¾a równie·z Modele 3 i 4. W dalszej cz¾ésci mo·zna wyminíc al-
gorytmy bazuj ¾ace na relacji rozmytej, Modele 1, 5, 2 oraz siéc neuronow ¾a typu
Counter Propagation i na końcu wymieníc nale·zy algorytm MGAP.

8. Analizuj ¾ac (wykres 6.2) mo·zna zauwa·zýc, ·ze algorytmy nie uwzgl¾edniaj ¾ace za-
le·znósci pomi¾edzy stanami pacjenta (Markov 0, NN-BP-0, NN-CP-0, AK0), s ¾a za-
wsze gorsze pod wzgl¾edem cz¾estósci poprawnych klasy�kacji od algorytmów, które
takie zale·znósci uwzgl¾edniaj ¾a. Świadczy to o przyj¾etej dobrej koncepcji konstrukcji
takich modeli dla diagnostyki sekwencyjnej.

6.3. Wyniki rozpoznawania dla danych z Oddzia÷u Nefrologii

Dane ucz ¾ace zebrane na Oddziale Nefrologii s ¾a drugim zbiorem empirycznym, który
wykorzystano do analizy zaproponowanych w pracy algorytmów rozpoznawania.
Przy realizacji zadania testowania algorytmów przyj¾eto nast¾epuj ¾ace wytyczne:

1. W realizacji testowania przyj¾eto oryginalnie zmody�kowan ¾a metod¾e leave-one-out
[12], b¾ed ¾ac ¾a specy�cznym przypadkiem walidacji krzy·zowej.

2. Cz¾estóśc poprawnych rozpoznań zosta÷a wyznaczona dla modeli b¾ed ¾acych przed-
miotem pracy i dla algorytmów jednoetapowych: k-NN (9 s ¾asiadów), Bayesa i
algorytmem z modelem rozmytym z pracy [58]. Algorytmy k-NN i Bayesa opisane
w poprzednim rozdziale wykorzystuj ¾a histori¾e do podj¾ecia decyzji o aktualnym
stanie w postaci wczésniej zaobserwowanego stanu pacjenta.

3. Przyj¾eto wspó÷czynnik sprzecznósci regu÷rozmytych �F = 0:31:Dobrano go ekspery-
mentalnie badaj ¾ac skutecznóśc algorytmów stopniuj ¾ac jego wartóśc od 0 do 1,
co 0:1: Dla analizowanego pi¾ecio-klasowego przypadku medycznego. Dla takiej
wartósci �F uzyskano najlepsze wyniki klasy�kacji.

4. Ka·zd ¾a z trzech zmiennych (HCO�3 ; pCO2 i pH), podzielono na 5 zbiorów rozmy-
tych wykorzystuj ¾ac parametry rozk÷adów g¾estósci prawdopodobieństwa, których
histogramy przedstawiaj ¾a (rysunki 8.2b, 8.3b, 8.4b) oraz wykresy g¾estósci praw-
dopodobieństwa cech w klasach (rysunek 8.1b):

T (pH) = fT (pH)1 = (�1; 7:20; 7:35); T (pH)2 = (7:20; 7:35; 7:45);

T
(pH)
3 = (7:35; 7:45; 7:50); T

(pH)
4 = (7:45; 7:50; 7:80); T

(pH)
5 = (7:50; 7:80;1)g;

T (pCO2) = fT (pCO2)1 = (�1; 17; 25); T (pCO2)2 = (17; 25; 32); T
(pCO2)
3 = (30; 32; 40);

T
(pCO2)
4 = (32; 50; 66); T

(pCO2)
5 = (50; 66;1)g;

T (HCO
�
3 ) = fT (HCO

�
3 )

1 = (�1; 12:4; 21:0); T (HCO
�
3 )

2 = (13:4; 21:0; 25:0); T
(HCO�3 )
3 =

(21:0; 25:0; 30:0); T
(HCO�3 )
4 = (25:0; 30:0; 52:0); T

(HCO�3 )
5 = (30:0; 52:0;1)g:

89



6.3. Wyniki rozpoznawania dla danych z Oddzia÷u Nefrologii

Po wykonaniu testowania wyniki úsredniono, wyliczono b÷¾ad standardowy i osza-
cowano 95% przedzia÷ufnósci dla wartósci średniej. Wyniki rozpoznawania zestawiono
w tabeli 6.3 i na rysunku 6.3.
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Rysunek 6.3. Wyniki rozpoznawania materia÷u pochodz ¾acego z Kliniki Nefrologii we
W÷oc÷awku

Tablica 6.3. Statystyki opisowe wyników rozpoznawania materia÷u pochodz ¾acego z Kliniki
Nefrologii we W loc÷awku

Ufność Ufność Odch. Błąd
95,000% +95,000% standard. standard.

Model 1 88,2460 86,4153 90,0767 88,3450 2,5592 0,8093
Model 2 82,6420 81,1014 84,1826 82,6750 2,1536 0,6810
Model 3 90,2070 88,6132 91,8008 90,2400 2,2280 0,7045
Model 4 92,7550 91,4221 94,0879 92,8050 1,8633 0,5892
Model 5 85,7360 83,6362 87,8358 85,5000 2,9353 0,9282
Model 6 93,4880 92,1381 94,8379 93,4750 1,8871 0,5967

Model jedn. 80,2880 78,2234 82,3526 80,4400 2,8862 0,9127
kNN 92,4050 90,8009 94,0091 92,8500 2,2423 0,7091
Bayes 92,2160 90,8149 93,6171 92,5100 1,9585 0,6193

MedianaŚredniaAlgorytm
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Na podstawie otrzymanych wyników mo·zna stwierdzíc, ·ze:

1. Jakóśc klasy�kacji modelu 6 jest lepsza o oko÷o 1% od algorytmu k-NN i Bayesa.
Model 6 jest najlepszy w sensie cz¾estósci poprawnych klasy�kacji z pozosta÷ych
algorytmów.

2. Modele 4 jest gorszy od modelu 6 średnio o oko÷o 1% i porównywalny z algorytmami
k-NN i Bayesa ale lepszy od pozosta÷ych modeli. Nast¾epnie wymieníc mo·zna Model
3, który jest o oko÷o 3% gorszy od Modelu 6.

3. Model 5 jest o oko÷o 9% gorszy od modelu 6.
4. Model 2 jest o oko÷o 11% gorszy od modelu 6 i jest gorszy od powy·zej analizowanych
algorytmów. Model 2 wykorzystuje do podj¾ecia decyzji zale·znóśc mi¾edzy poprzed-
nio zastosowanym leczeniem, a klas ¾a decyzyjn ¾a w takcie nast¾epnym. Analizuj ¾ac
tabel¾e 8.8b, korelacja Gamma mi¾edzy zastosowanym leczeniem w takcie poprzed-
nim i wyst ¾apieniem diagnozy w takcie nast¾epnym wynosi R=0.075 i jest nieistotna
statystycznie na poziomie p=0.01. Podobnie jak w przypadku danych pochodz ¾a-
cych z Oddzia÷u Neurochirurgii nie obserwuje si¾e istotnego zwi ¾azku mi¾edzy lecze-
niem w takcie poprzednim, a klas ¾a decyzyjn ¾a wyst¾epuj ¾ac ¾a w takcie kolejnym.
Model 2 ma najs÷absze wyniki klasy�kacji z algorytmów b¾ed ¾acych przedmiotem
pracy. Jest on jednak lepszy średnio o oko÷o 2.5% od algorytmu Model jedn. z
pracy [58].

5. Analizuj ¾ac otrzymane wyniki, mo·zna wnioskowác, ·ze cz¾estóśc poprawnych klasy-
�kacji dla algorytmów omawianych w pracy mog÷aby si¾e zwi¾ekszýc wraz ze wzrostem
d÷ugósci zbioru ucz ¾acego.

6. Najmniejszy b÷¾ad standardowy A ma Model 4 (A = 0; 5892), nast¾epnie Model 6,
Bayes, k-NN (tabela 6.3) maj ¾a b÷¾edy standardowe mniejsze od pozosta÷ych algo-
rytmów.



Rozdzia÷7

Wnioski końcowe

W pracy opracowano széśc algorytmów rozpoznawania sekwencyjnego i jeden algo-
rytm dla przypadku jednoetapowego, który nie uwzgl¾ednia zale·znósci mi¾edzy kolejno
pojawiaj ¾acymi si¾e obiektami. Modele te maj ¾a praktyczny sens w zadaniu rozpoznawa-
nia gdzie mi¾edzy kolejno pojawiaj ¾acymi si¾e obiektami wyst¾epuj ¾a zwi ¾azki. Przyk÷adem
mo·ze býc zadanie rozpoznawania kolejnych stanów pacjenta.
W algorytmach rozpoznawania jednoetapowego i sekwencyjnego po÷¾aczono teori¾e

ewidencji matematycznej z teori ¾a zbiorów rozmytych. Zaproponowano now ¾a interpre-
tacj¾e wyostrzania, ÷¾acz ¾ac regu÷¾a kombinacji rozmyte regu÷y aktywowane w procesie
wnioskowania na takim poziomie szczegó÷owósci, jaki jest w danej chwili potrzebny.
WModelu 1 zaproponowano de�nicje opisuj ¾ace ÷¾aczenie regu÷rozmytych z macierz ¾a

przej́śc opisuj ¾ac ¾a zwi ¾azki mi¾edzy klasami wyst¾epuj ¾acymi w kolejnych taktach, dla
ka·zdego zastosowanego sterowania (w przypadku danych medycznych - terapii) w tak-
cie poprzednim.
Badania wykaza÷y, ·ze wspó÷czynnik sprzecznósci w sensie teorii DS wp÷ywa istotnie

na cz¾estóśc poprawnych klasy�kacji algorytmów rozpoznawania. Ponadto w badaniach
symulacyjnych dla przypadku dwuklasowego najlepsze rezultaty klasy�kacji uzyskano
dla �F � 0:52. Powy·zsza wartóśc wspó÷czynnika sprzecznósci regu÷rozmytych zosta÷a
wprowadzona do algorytmów i przeprowadzono badania na danych rzeczywistych.
Jakóśc klasy�kacji by÷a gorsza ni·z algorytmów k-NN i Bayesa. W zwi ¾azku z powy·zszym
ustalono eksperymentalnie �F dla pi¾ecioklasowego przypadku danych rzeczywistych i
uzyskano dla �F � 0:31 najlepsze cz¾estósci poprawnych klasy�kacji.
We wszystkich algorytmach przyj¾eto nowatorsk ¾a metod¾e budowy bazy regu÷rozmy-

tych z uwzgl¾ednieniem zale·znósci mi¾edzy kolejno pojawiaj ¾acymi si¾e klasami i zas-
tosowanym sterowaniem w takcie poprzednim. W modelach 5 i 6 przy budowie
bazy regu÷rozmytych, przyj¾eto wartóśc funkcji przynale·znósci do obszaru rozmytego
jako rang¾e dla odpowiedniej klasy. W ka·zdej regule rozmytej wyznaczane s ¾a sumy
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Wnioski końcowe

rang dla poszczególnych klas, które s ¾a normalizowane tak aby suma alokacji praw-
dopodobieństwa dla wszystkich klas by÷a równa 1.
W pracy pokazano, ·ze liczba regu÷rozmytych wywiera wp÷yw na jakóśc klasy�kacji.

Najwi¾eksze ró·znice zaobserwowano mi¾edzy 3 a 5 zbiorami rozmytymi pokrywaj ¾acymi
zmiennóśc ka·zdej cechy. Cz¾estóśc klasy�kacji dla 7 i 9 zbiorów rozmytych nieznacznie
ró·zni÷a si¾e o oko÷o 1% od przypadku 5 zbiorów rozmytych. Wraz ze wzrostem ilósci
zbiorów rozmytych uwidacznia si¾e zbie·znóśc algorytmów rozpoznawania.
Wykonano równie·z szereg eksperymentów maj ¾acych na celu sprawdzenie jak na-

chodzenie rozk÷adów g¾estósci prawdopodobieństwa cech w klasach wp÷ywa na poprawne
rozpoznawanie. Otrzymano dóśc oczywiste rezultaty. Im bardziej rozk÷ady g¾estósci
prawdopodobieństwa s ¾a od siebie oddalone, tym bardziej zwi¾eksza si¾e cz¾estóśc popraw-
nych klasy�kacji, która d ¾a·zy do 100%. Ponadto najwi¾eksze ró·znice mi¾edzy algoryt-
mami uzyskano dla przypadków, w których rozk÷ady g¾estósci prawdopodobieństwa
bardzo na siebie nachodzi÷y. Im funkcje te by÷y bardziej od siebie oddalone, tym
ró·znice mi¾edzy algorytmami w poprawnym rozpoznawaniu mala÷y.
Przeprowadzono szereg eksperymentów pokazuj ¾acych jak d÷ugóśc zbioru ucz ¾acego

oraz jak zale·znósci pomi¾edzy kolejno pojawiaj ¾acymi si¾e na obiektami wp÷ywaj ¾a na cz¾es-
tóśc poprawnych klasy�kacji. Dla danych testowych dla silnych zwi ¾azków pomi¾edzy
kolejno pojawiaj ¾acymi si¾e obiektami algorytmy odpowiednio w kolejnósci Modele 3,
4 i 6 daj ¾a lepsze wyniki rozpoznawania ni·z algorytm prosty Model jedn., k-NN i
Bayesa. Dla s÷abej zale·znósci pomi¾edzy kolejno pojawiaj ¾acymi si¾e klasami na wyj́sciu,
algorytmy k-NN, Parzena i Bayesa najlepiej rozpoznaj ¾a. Wraz ze wzrostem d÷ugósci
zbioru ucz ¾acego rósnie cz¾estóśc poprawnych klasy�kacji wszystkich algorytmów. Al-
gorytmy k-NN i Bayesa szybciej osi ¾agaj ¾a sta÷¾a cz¾estóśc poprawnych klasy�kacji ni·z
zaproponowane w pracy Modele.
Na podstawie uzyskanych wyników mo·zna uznác, ze najlepszym algorytmem dla

analizowanego przypadku danych jest Model 6, nast¾epnie Model 4, który daje wyniki
porównywalne do k-NN, Bayesa, a nawet lepsze. Model 3 ma cz¾estóśc poprawnych
klasy�kacji rozpoznawania zbli·zon ¾a do k-NN i Bayesa, a model 1 nieco gorsz ¾a. Mod-
ele 2 i 5 s ¾a gorsze od proponowanych algorytmów w zadaniu rozpoznawania sekwen-
cyjnego. Wszystkie algorytmy lepiej rozpoznaj ¾a ni·z Model jedn. Porównano algorytmy
b¾ed ¾ace przedmiotem pracy z algorytmami wykorzystuj ¾acymi zwi ¾azki mi¾edzy kolejno
pojawiaj ¾acymi si¾e obiektami (wykres 6.2). Na podstawie otrzymanych wyników mo·zna
stwierdzíc, ·ze najlepsze klasy�kacje uzyska÷Model 6. Pozosta÷e Modele daj ¾a cz¾estósci
porównywalne z istniej ¾acymi algorytmami wykorzystuj ¾acymi zale·znósci mi¾edzy kolejno
pojawiaj ¾acymi si¾e obiektami.
Najlepiej klasy�kuj ¾acy model 6 znalaz÷swe odzwierciedlenie w systemie wspoma-

gaj ¾acym diagnostyk¾e medyczn ¾a. Zosta÷on przetestowany w Szpitalu Wojewódzkim we
W÷oc÷awku na Oddzia÷ach: Nefrologii i Wewn¾etrznym, Intensywnej Terapii oraz przez
lekarza anestezjologa. Eksperci uznali, ·ze system jest przydatnym narz¾edziem wspo-
magaj ¾acym diagnozowanie zaburzeń kwasowo-zasadowych. Na Oddziale Pulmunologii
nale·za÷o by wzbogacíc materia÷rzeczywisty o wyniki PO2 i wskáznik BE, które s ¾a
podstaw ¾a pe÷nych diagnoz. Opinia lekarzy jest do÷¾aczona do pracy po bibliogra�i.
Uzyskane wyniki badań potwierdzaj ¾a tez¾e pracy: "Istnieje mo·zliwóśc zbudowa-

nia algorytmów rozpoznawania sekwencyjnego z modelem ÷¾acz ¾acym teori¾e ewidencji
matematycznej z teori ¾a zbiorów rozmytych. Model taki poprawia dok÷adnóśc klasy-
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�kacji w warunkach niepewnósci oraz niepe÷nósci informacji. Jest on co najmniej tak
skuteczny, a nawet lepszy w sensie cz¾estósci poprawnych klasy�kacji od istniej ¾acych
algorytmów rozpoznawania sekwencyjnego". Algorytmy nie uwzgl¾edniaj ¾ace zale·znósci
pomi¾edzy stanami pacjenta np. (Model jedn. Markov 0, NN-BP-0, NN-CP-0, AK0), s ¾a
zawsze gorsze pod wzgl¾edem cz¾estósci poprawnych klasy�kacji od algorytmów, które
takie zale·znósci uwzgl¾edniaj ¾a. Świadczy to o przyj¾etej dobrej koncepcji konstrukcji
takich modeli dla diagnostyki sekwencyjnej.
Opis zwi ¾azkówmi¾edzy kolejno pojawiaj ¾acymi obiektami z wykorzystaniem rozmytej

obserwacji cech obiektu w kolejno pojawiaj ¾acych si¾e stanach, rozmytych macierzy prze-
j́śc dla kolejno pojawiaj ¾acych si¾e klasach obiektu i ÷¾aczenie regu÷rozmytych regu÷¾a kom-
binacji Dempstera-Shafera sprawi÷y, ·ze uzyskano efektywne algorytmy wnioskowania
w warunkach niepewnych, nieprecyzyjnych. Algorytmy rozpoznawania s ¾a co najm-
niej tak skuteczne jak przytaczane w pracy algorytmy rozpoznawania wykorzystuj ¾ace
zwi ¾azki mi¾edzy pojawiaj ¾acymi si¾e obiektami. Model 6 daje lepsze rezultaty ni·z doty-
chczas opracowane algorytmy.
Poniewa·z wyniki przedstawione w pracy maj ¾a ograniczony zakres wi¾ec mo·zna

nakréslíc dalsze kierunki badań:

� opracowanie metod wyznaczania optymalnego wspó÷czynnika sprzecznósci regu÷
rozmytych �F dla którego uzyska si¾e najlepsz ¾a cz¾estóśc poprawnych klasy�kacji,

� optymalizacja kszta÷tu i rozmieszczenia zbiorów rozmytych,
� opracowanie algorytmów ÷¾aczenia regu÷eksperckich z ci ¾agiem ucz ¾acym z wykorzys-
taniem teorii ewidencji matematycznej dla przypadku zadania sekwencyjnego,

� przeprowadzenie eksperymentów badaj ¾acych jak ilóśc cech, ilóśc klas, kszta÷t i
rozmieszczenie zbiorów rozmytych, wp÷ywaj ¾a na cz¾estóśc poprawnych klasy�kacji,

� opracowanie metod selekcji cech najlepiej dyskryminuj ¾acych klasy decyzyjne wyko-
rzystuj ¾ac ÷¾aczenie metod statystycznych np. analizy czynnikowej z teori ¾a ewidencji
matematycznej.

� opracowanie zbioru ucz ¾acego, gdzie na podstawie obserwacji cech pacjenta lekarz
podejmuje decyzj¾e o przynale·znósci np do kilku klas decyzyjnych. Dane takie
zaproponowano w przyk÷adzie praktycznym wykorzystania Modelu 5, w rozdziale
póswi¾econym algorytmom rozpoznawania.

� opracowanie analitycznych w÷ásciwósci algorytmów rozpoznawania b¾ed ¾acych przed-
miotem niniejszej pracy.

Kończ ¾ac, chc¾e bardzo podzi¾ekowác promotorowi Panu prof. dr hab. in·z. Markowi
Kurzyńskiemu za szereg wielu cennych uwag i wskazówek, za opiek¾e naukow ¾a i du·z ¾a
·zyczliwóśc w trakcie trwania moich studiów doktoranckich. Zast¾epcy Ordynatora
Oddzia÷u Nefrologii, Szpitala Wojewódzkiego we W÷oc÷awku, Doktorowi Romanowi
Papisowi za pomoc w skompletowaniu zbioru ucz ¾acego w powy·zszym Szpitalu i wiele
cennych informacji na temat problematyki medycznej, wykorzystanej w pracy. Dz-
i¾ekuj¾e pracownikom Katedry Systemów i Sieci Komputerowych za ·zyczliwóśc i wiele
cennych uwag dzi¾eki którym praca uzyska÷a ostateczny kszta÷t. Na zakończenie pragn¾e
podzi¾ekowác Pracownikom Zak÷adu Elektroniki Biomedycznej, Instytutu Elektroniki,
Politechniki Śl ¾askiej za wzbogacaj ¾ace mnie naukowe dyskusje.

Mariusz Topolski



Rozdzia÷8

Tabele i rysunki z analizy statystycznej
materia÷u empirycznego

Tablica 8.1. Regresja wielokrotna dla zmiennych modelu, a) Neurochirurgia, b) Nefrologia

)a

)b

Błąd st. Błąd st.
BETA B

W. wolny 7,525 0,002 3473,083 0,000
pCO2 1,240 0,008 0,012 0,000 154,732 0,000
HCO3 1,138 0,008 0,015 0,000 141,971 0,000

BETA B t(1413) poziom pN=1416

Podsumowanie regresji zmiennej zależnej: pH
R= 0,974 R2= 0,950 Skoryg. R^2= 0,950
F(2,1413)=13326, p<0,000 Błąd std. estymacji: 0,014

Błąd st. Błąd st.
BETA B

W. wolny 7,450 0,002 4407,734 0,000
pCO2 1,746 0,013 0,012 0,000 131,094 0,000
HCO3 2,006 0,013 0,018 0,000 150,687 0,000

t(1413) poziom pN=1023 BETA B

Podsumowanie regresji zmiennej zależnej: pH
R= 0,978 R2= 0,957 Skoryg. R^2= 0,957
F(2,1020)=11354, p<0,000 Błąd std. estymacji: 0,014
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Tabele i rysunki z analizy statystycznej materia÷u empirycznego

Tablica 8.2. Statystyki opisowe danych z oddzia÷ów a) Neurochirurgii, b) Nefrologii

pH pH pCO2 pCO2 HCO3 HCO3
Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1023 7,450 0,066 35,699 9,407 24,269 7,344
Takt N>1 957 7,451 0,067 35,625 9,291 24,264 7,214
Takt N=1 66 7,436 0,059 36,776 10,982 24,342 9,087
j(N) 1 157 7,455 0,039 56,318 1,958 38,371 2,772
j(N) 2 86 7,531 0,077 28,540 3,343 23,083 2,600
j(N) 3 580 7,414 0,044 30,859 2,198 19,078 1,216
j(N) 4 142 7,528 0,033 37,160 2,112 29,872 1,447
j(N) 5 58 7,489 0,060 35,323 2,713 26,051 3,192
Takt*j(N) N>1 1 141 7,454 0,034 56,382 1,923 38,244 2,422
Takt*j(N) N>1 2 79 7,534 0,078 28,434 3,418 23,135 2,626
Takt*j(N) N>1 3 537 7,414 0,044 30,859 2,235 19,084 1,221
Takt*j(N) N>1 4 142 7,528 0,033 37,160 2,112 29,872 1,447
Takt*j(N) N>1 5 58 7,489 0,060 35,323 2,713 26,051 3,192
Takt*j(N) N=1 1 16 7,470 0,066 55,756 2,234 39,494 4,865
Takt*j(N) N=1 2 7 7,500 0,053 29,729 2,145 22,486 2,379
Takt*j(N) N=1 3 43 7,412 0,041 30,860 1,692 19,007 1,169

Efekt C1 C2 Liczność

pH pH pCO2 pCO2 HCO3 HCO3
Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1416 7,503 0,061 32,680 6,189 24,709 4,545
Takt N=1 78 7,503 0,074 31,654 7,602 23,717 4,085
Takt N>1 1338 7,502 0,060 32,739 6,095 24,767 4,565
j(N) 1 31 7,433 0,132 56,226 5,772 37,797 11,795
j(N) 2 787 7,523 0,051 29,136 3,619 23,109 2,857
j(N) 3 51 7,417 0,064 30,775 3,936 19,076 1,865
j(N) 4 226 7,528 0,044 36,969 3,812 29,716 3,366
j(N) 5 321 7,455 0,032 36,377 3,096 24,738 2,018
Takt* j(N) N=1 1 2 7,426 0,123 61,500 4,950 39,400 7,920
Takt* j(N) N=1 2 44 7,545 0,054 27,250 3,538 22,741 2,593
Takt* j(N) N=1 3 7 7,423 0,032 29,857 2,673 18,786 0,819
Takt* j(N) N=1 4 5 7,528 0,063 36,200 4,266 28,940 0,979
Takt* j(N) N=1 5 20 7,438 0,042 37,850 3,573 24,715 1,848
Takt* j(N) N>1 1 29 7,433 0,135 55,862 5,718 37,686 12,109
Takt* j(N) N>1 2 743 7,521 0,051 29,247 3,595 23,131 2,872
Takt* j(N) N>1 3 44 7,416 0,068 30,920 4,106 19,123 1,984
Takt* j(N) N>1 4 221 7,528 0,043 36,986 3,810 29,734 3,399
Takt* j(N) N>1 5 301 7,457 0,031 36,279 3,043 24,740 2,032

Efekt C1 C2 Liczność
)a

)b
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Tablica 8.3. Statystyki opisowe przej́śc mi¾edzy kolejnymi stanami obiektu, a) Neurochirurgia,
b) Nefrologia

)a

)b liczność pH pH pCO2 pCO2 HCO3 HCO3
zbioru Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1023 7,450 0,066 35,699 9,407 24,269 7,344
1 1 1 52 7,456 0,032 56,265 1,657 38,321 2,211
2 1 2 25 7,457 0,062 56,708 3,208 38,792 3,815
3 1 3 13 7,451 0,023 56,923 2,086 38,392 2,974
4 1 4 51 7,451 0,017 56,202 1,180 37,859 1,421
5 2 0 7 7,500 0,053 29,729 2,145 22,486 2,379
6 2 1 12 7,540 0,042 27,292 3,653 22,375 1,789
7 2 2 44 7,547 0,082 28,307 3,755 23,657 2,525
8 2 3 19 7,523 0,052 28,900 2,439 22,968 2,256
9 2 4 4 7,428 0,148 31,050 1,047 20,475 5,460

10 3 0 43 7,412 0,041 30,860 1,692 19,007 1,169
11 3 1 83 7,408 0,038 31,133 1,920 19,001 1,143
12 3 2 12 7,407 0,027 31,117 1,378 18,925 0,644
13 3 3 403 7,415 0,047 30,841 2,315 19,108 1,277
14 3 4 39 7,421 0,037 30,377 2,189 19,062 0,892
15 4 3 102 7,530 0,033 37,138 2,110 29,995 1,511
16 4 4 40 7,523 0,033 37,215 2,144 29,558 1,232
17 5 1 6 7,536 0,046 34,402 4,163 28,028 1,769
18 5 2 5 7,490 0,051 35,480 2,255 26,144 2,058
19 5 3 37 7,487 0,060 35,400 2,660 26,054 3,387
20 5 4 5 7,471 0,090 36,964 1,810 26,330 4,163
21 5 5 5 7,458 0,038 34,066 2,124 23,282 0,954

Efekt j(N1) j(N)

liczność pH pH pCO2 pCO2 HCO3 HCO3
zbioru Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1338 7,503 0,060 32,74 6,095 24,767 4,565
1 1 1 15 7,496 0,136 54,07 5,106 42,267 13,364
2 1 2 3 7,317 0,132 56,67 5,774 28,300 5,910
3 1 4 6 7,428 0,093 61,17 5,231 39,617 7,898
4 1 5 5 7,320 0,046 54,40 5,413 27,260 4,430
5 2 1 1 7,460 32,00 22,000
6 2 2 560 7,522 0,051 28,96 3,468 22,951 2,975
7 2 3 17 7,510 0,032 29,18 3,468 22,388 1,821
8 2 4 59 7,540 0,054 29,94 3,319 24,688 2,400
9 2 5 107 7,510 0,050 30,37 4,147 23,356 2,402

10 3 2 21 7,416 0,063 30,88 4,147 19,076 1,219
11 3 3 16 7,409 0,081 30,38 4,646 18,456 1,904
12 3 4 2 7,493 0,060 32,00 2,828 24,000 5,374
13 3 5 5 7,404 0,039 32,40 2,793 19,500 0,436
14 4 1 7 7,566 0,061 41,86 5,984 36,671 5,155
15 4 2 61 7,530 0,033 35,79 2,841 28,943 2,821
16 4 3 2 7,500 0,020 38,00 4,243 28,550 1,909
17 4 4 101 7,533 0,048 37,14 4,167 30,183 3,198
18 4 5 50 7,510 0,036 37,41 3,103 28,868 3,007
19 5 1 4 7,449 0,037 37,63 1,702 25,250 1,455
20 5 2 104 7,460 0,028 35,52 2,730 24,412 1,861
21 5 3 10 7,443 0,041 36,60 4,624 24,150 2,325
22 5 4 45 7,464 0,040 36,77 3,044 25,520 2,469
23 5 5 137 7,453 0,028 36,64 3,096 24,758 1,946

Efekt j(N1) j(N)

97



Tabele i rysunki z analizy statystycznej materia÷u empirycznego

)a

)b

pH

2pCO

3HCO

pH

3HCO

2pCO

Rysunek 8.1. Funkcje g¾estósci prawdopodobienstwa dla okréslonych zmiennych, a) Neurolo-
gia, b) Nefrologia
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)a

)b

Rysunek 8.2. Histogramy klas decyzyjnych dla zmiennej pH, a) Neurologia, b) Nefrologia
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)a

)b

Rysunek 8.3. Histogramy klas decyzyjnych dla zmiennej HCO3, a) Neurologia, b) Nefrologia
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)a

)b

Rysunek 8.4. Histogramy klas decyzyjnych dla zmiennej pCO2, a) Neurologia, b) Nefrologia
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Tablica 8.4. Charakterystyki dla zastosowanych sterowań u(N) pod warunkiem wyst ¾apienia
danej klasy j(N), a) Neurochirurgia, b) Nefrologia

)a

)b

pH pH pCO2 pCO2 HCO3 HCO3
Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1095 7,516 0,061 31,596 6,447 24,701 5,052
u(N) 1 125 7,515 0,094 34,303 13,508 26,218 9,285
u(N) 2 35 7,483 0,065 34,529 5,069 25,500 6,110
u(N) 3 934 7,518 0,054 31,121 4,691 24,464 4,088

u(N)*j(N) 1 1 31 7,433 0,132 56,226 5,772 37,797 11,795
u(N)*j(N) 1 2 94 7,542 0,056 27,073 4,419 22,399 3,261
u(N)*j(N) 2 3 12 7,412 0,052 29,917 2,466 18,400 1,293
u(N)*j(N) 2 4 23 7,521 0,032 36,935 4,360 29,204 3,875
u(N)*j(N) 3 2 693 7,520 0,050 29,415 3,405 23,205 2,786
u(N)*j(N) 3 3 38 7,415 0,066 30,961 4,310 19,061 1,414
u(N)*j(N) 3 4 203 7,529 0,045 36,973 3,757 29,774 3,309

pH pH pCO2 pCO2 HCO3 HCO3
Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1023 7,450 0,066 35,699 9,407 24,269 7,344
u(N) 1 17 7,458 0,048 47,547 11,609 32,500 7,442
u(N) 2 147 7,432 0,058 32,444 5,476 21,112 4,830
u(N) 3 859 7,453 0,068 36,021 9,649 24,647 7,486

u(N)*j(N) 1 1 10 7,445 0,029 56,790 1,591 37,710 1,872
u(N)*j(N) 1 3 3 7,415 0,018 31,333 1,704 19,400 0,458
u(N)*j(N) 1 4 3 7,541 0,007 37,133 0,971 30,767 0,764
u(N)*j(N) 1 5 1 7,475 35,000 24,900
u(N)*j(N) 2 1 5 7,464 0,015 56,320 0,563 39,100 1,497
u(N)*j(N) 2 2 6 7,523 0,047 29,117 1,959 23,150 1,482
u(N)*j(N) 2 3 120 7,416 0,046 30,908 2,271 19,170 1,105
u(N)*j(N) 2 4 13 7,523 0,039 37,977 2,728 30,146 1,424
u(N)*j(N) 2 5 3 7,465 0,009 36,767 0,681 25,567 0,666
u(N)*j(N) 3 1 142 7,456 0,040 56,285 2,014 38,392 2,858
u(N)*j(N) 3 2 80 7,532 0,079 28,496 3,428 23,078 2,671
u(N)*j(N) 3 3 457 7,414 0,044 30,843 2,184 19,052 1,247
u(N)*j(N) 3 4 126 7,529 0,033 37,076 2,055 29,822 1,459
u(N)*j(N) 3 5 54 7,490 0,062 35,249 2,788 26,099 3,302

Efekt C1 C2 Liczność

C1 C2 LicznośćEfekt
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Tablica 8.5. Charakterystyki dla zastosowanych sterowań u(N) pod warunkiem wyst ¾apienia
danej klasy j(N), a) Neurochirurgia, b) Nefrologia

)a

)b

pH pH pCO2 pCO2 HCO3 HCO3
Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1095 7,516 0,061 31,596 6,447 24,701 5,052
u(N) 1 125 7,515 0,094 34,303 13,508 26,218 9,285
u(N) 2 35 7,483 0,065 34,529 5,069 25,500 6,110
u(N) 3 934 7,518 0,054 31,121 4,691 24,464 4,088

u(N)*j(N) 1 1 31 7,433 0,132 56,226 5,772 37,797 11,795
u(N)*j(N) 1 2 94 7,542 0,056 27,073 4,419 22,399 3,261
u(N)*j(N) 2 3 12 7,412 0,052 29,917 2,466 18,400 1,293
u(N)*j(N) 2 4 23 7,521 0,032 36,935 4,360 29,204 3,875
u(N)*j(N) 3 2 693 7,520 0,050 29,415 3,405 23,205 2,786
u(N)*j(N) 3 3 38 7,415 0,066 30,961 4,310 19,061 1,414
u(N)*j(N) 3 4 203 7,529 0,045 36,973 3,757 29,774 3,309

pH pH pCO2 pCO2 HCO3 HCO3
Średnia Odch.st. Średnia Odch.st. Średnia Odch.st.

Ogół 1023 7,450 0,066 35,699 9,407 24,269 7,344
u(N) 1 17 7,458 0,048 47,547 11,609 32,500 7,442
u(N) 2 147 7,432 0,058 32,444 5,476 21,112 4,830
u(N) 3 859 7,453 0,068 36,021 9,649 24,647 7,486

u(N)*j(N) 1 1 10 7,445 0,029 56,790 1,591 37,710 1,872
u(N)*j(N) 1 3 3 7,415 0,018 31,333 1,704 19,400 0,458
u(N)*j(N) 1 4 3 7,541 0,007 37,133 0,971 30,767 0,764
u(N)*j(N) 1 5 1 7,475 35,000 24,900
u(N)*j(N) 2 1 5 7,464 0,015 56,320 0,563 39,100 1,497
u(N)*j(N) 2 2 6 7,523 0,047 29,117 1,959 23,150 1,482
u(N)*j(N) 2 3 120 7,416 0,046 30,908 2,271 19,170 1,105
u(N)*j(N) 2 4 13 7,523 0,039 37,977 2,728 30,146 1,424
u(N)*j(N) 2 5 3 7,465 0,009 36,767 0,681 25,567 0,666
u(N)*j(N) 3 1 142 7,456 0,040 56,285 2,014 38,392 2,858
u(N)*j(N) 3 2 80 7,532 0,079 28,496 3,428 23,078 2,671
u(N)*j(N) 3 3 457 7,414 0,044 30,843 2,184 19,052 1,247
u(N)*j(N) 3 4 126 7,529 0,033 37,076 2,055 29,822 1,459
u(N)*j(N) 3 5 54 7,490 0,062 35,249 2,788 26,099 3,302

Efekt C1 C2 Liczność

C1 C2 LicznośćEfekt
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Tabele i rysunki z analizy statystycznej materia÷u empirycznego

Tablica 8.6. Prawdopodobieństwa dla danych - Neurochirurgia, a) pocz ¾atkowe, b) sterowań
c) przej́śc mi÷edzy klasami dla u=1 (leczenie oddechowe), c) sterowań c) przej́śc mi¾edzy
klasami dla u=2 (leczenie farmakologiczne), d) sterowań e) przejsc miedzy klasami dla u=3

(brak leczenia)

0,022 0,558 0,035 0,160 0,225

j=3 j=4 j=5

p(j) dla N=1

Stan początkowy j=1 j=2

j(N)
u(N)

1,000 0,012 0,000 0,000 0,000

0,000 0,000 0,273 0,108 0,000

0,000 0,876 0,727 0,893 1,000

5

u(N)=1

u(N)=2

u(N)=3

1 2 3 4

j(N)
j(N1)

0,536 0,036 0,000 0,250 0,179

0,011 0,452 0,097 0,172 0,269

0,0* 0,6* 0,4* 0,0* 0,0*

0,0* 0,6* 0,0* 0,4* 0,0*

0,0* 0,8* 0,0* 0,0* 0,2*

4

5

5

1

2

3

1 2 3 4

j(N)
j(N1)

0,7* 0,0* 0,0* 0,3* 0,0*

0,0* 0,0* 0,0* 0,8* 0,2*

0,000 0,500 0,083 0,167 0,250

0,000 0,261 0,000 0,391 0,348

0,0* 0,0* 0,0* 0,9* 0,1*

2

3

4

5

3 4 5

1

1 2

j(N)

j(N1)

0,536 0,036 0,000 0,250 0,179

0,011 0,452 0,097 0,172 0,269

0,0* 0,6* 0,4* 0,0* 0,0*

0,0* 0,6* 0,0* 0,4* 0,0*

0,0* 0,8* 0,0* 0,0* 0,2*

4

5

5

1

2

3

1 2 3 4

)a

)b

)c

)d

)e
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Tablica 8.7. Prawdopodobieństwa dla danych - Nefrologia, a) pocz ¾atkowe, b) sterowań c)
przej́śc mi÷edzy klasami dla u=1 (leczenie oddechowe), c) sterowań c) przej́śc mi¾edzy klasami
dla u=2 (leczenie farmakologiczne), d) sterowań e) przejsc miedzy klasami dla u=3 (brak

leczenia)

)a

)b

)c

)d

)e

0,242 0,106 0,652 0,000 0,000

j=1 j=2 j=3 j=4 j=5

p(j) dla N=1

Stan początkowy

j(N)
u(N)

1,000 0,124 0,000 0,000 0,000

0,000 0,000 0,273 0,107 0,000

0,000 0,876 0,727 0,893 1,000

5

u(N)=1

u(N)=2

u(N)=3

1 2 3 4

j(N)
j(N1)

0,700 0,100 0,200 0,000 0,000

0,000 0,000 0,000 0,000 0,000

0,000 0,000 1,000 0,000 0,000

0,333 0,000 0,000 0,667 0,000

0,000 0,000 0,000 0,000 1,000

5

1

2

3

1 2 3 4

4

5

j(N)
j(N1)

0,111 0,000 0,333 0,556 0,000

0,000 0,667 0,167 0,000 0,167

0,008 0,008 0,798 0,134 0,050

0,333 0,000 0,250 0,333 0,083

0,000 0,000 0,000 0,000 1,000

1 2 3 4 5

1

2

3

4

5

j(N)

j(N1)

0,312 0,080 0,565 0,000 0,043

0,313 0,500 0,138 0,000 0,050

0,027 0,040 0,675 0,190 0,069

0,371 0,032 0,290 0,274 0,032

0,000 0,000 0,000 0,000 1,000

5

1

2

3

1 2 3 4

4

5
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Tablica 8.8. Wspó÷czynniki korelacji Gamma dla zmiennych dyskretnych klas i sterowań oraz
wspó÷czynniki korelacji Pearsona dla zmiennych ci ¾ag÷ych pH, HCO3 i pCO2, a) Neurochirur-

gia, b) Nefrologia

)a

)b

Zmienna u(N) j(N)
u(N1) 0,230 0,036
j(N1) 0,067 0,376

Zmienna pH pCO2 HCO3
pH 1,00 0,48 0,31

pCO2 0,48 1,00 0,67
HCO3 0,31 0,67 1,00

Zmienna u(N) j(N)
u(N1) 0,692 0,075
j(N1) 0,027 0,366

Zmienna pH pCO2 HCO3
pH 1,00 0,01 0,48

pCO2 1,00 0,87
HCO3 0,48 0,87 1,00

0 ,24

Rysunek 8.5. Wartósci średnich i b÷¾edow standardowych dla klas decyzyjnych de�niuj ¾acych
zmienne i źród÷a materia÷u empirycznego
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Tablica 8.9. Charakterystyki dla zastosowanych sterowań u(N) pod warunkiem wyst ¾apienia
danej klasy j(N) - Neurochirurgia

)a

)b

)c

Źródło Klasa {1} {2} {3} {4} {5} {6} {7} {8} {9} {10}
danych j(N) 7,432 7,522 7,416 7,527 7,455 7,455 7,531 7,414 7,528 7,488

1 Neurologia 1 0,000 0,915 0,000 0,268 0,336 0,000 0,575 0,000 0,000
2 Neurologia 2 0,000 0,000 0,933 0,000 0,000 0,890 0,000 0,964 0,000
3 Neurologia 3 0,915 0,000 0,000 0,000 0,000 0,000 1,000 0,000 0,000
4 Neurologia 4 0,000 0,933 0,000 0,000 0,000 1,000 0,000 1,000 0,000
5 Neurologia 5 0,268 0,000 0,000 0,000 1,000 0,000 0,000 0,000 0,000
6 Nefrologia 1 0,336 0,000 0,000 0,000 1,000 0,000 0,000 0,000 0,000
7 Nefrologia 2 0,000 0,890 0,000 1,000 0,000 0,000 0,000 1,000 0,000
8 Nefrologia 3 0,575 0,000 1,000 0,000 0,000 0,000 0,000 0,000 0,000
9 Nefrologia 4 0,000 0,964 0,000 1,000 0,000 0,000 1,000 0,000 0,000

10 Nefrologia 5 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000

Źródło Klasa {1} {2} {3} {4} {5} {6} {7} {8} {9} {10}
danych j(N) 56,226 29,136 30,775 36,969 36,377 56,318 28,540 30,859 37,160 35,323

1 Neurologia 1 0,000 0,000 0,000 0,000 1,000 0,000 0,000 0,000 0,000
2 Neurologia 2 0,000 0,011 0,000 0,000 0,000 0,809 0,000 0,000 0,000
3 Neurologia 3 0,000 0,011 0,000 0,000 0,000 0,002 1,000 0,000 0,000
4 Neurologia 4 0,000 0,000 0,000 0,472 0,000 0,000 0,000 1,000 0,013
5 Neurologia 5 0,000 0,000 0,000 0,472 0,000 0,000 0,000 0,278 0,351
6 Nefrologia 1 1,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
7 Nefrologia 2 0,000 0,809 0,002 0,000 0,000 0,000 0,000 0,000 0,000
8 Nefrologia 3 0,000 0,000 1,000 0,000 0,000 0,000 0,000 0,000 0,000
9 Nefrologia 4 0,000 0,000 0,000 1,000 0,278 0,000 0,000 0,000 0,006

10 Nefrologia 5 0,000 0,000 0,000 0,013 0,351 0,000 0,000 0,000 0,006

Źródło Klasa {1} {2} {3} {4} {5} {6} {7} {8} {9} {10}
danych j(N) 37,797 23,109 19,076 29,716 24,738 38,371 23,083 19,078 29,872 26,051

1 Neurologia 1 0,000 0,000 0,000 0,000 0,987 0,000 0,000 0,000 0,000
2 Neurologia 2 0,000 0,000 0,000 0,000 0,000 1,000 0,000 0,000 0,000
3 Neurologia 3 0,000 0,000 0,000 0,000 0,000 0,000 1,000 0,000 0,000
4 Neurologia 4 0,000 0,000 0,000 0,000 0,000 0,000 0,000 1,000 0,000
5 Neurologia 5 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,026
6 Nefrologia 1 0,987 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
7 Nefrologia 2 0,000 1,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
8 Nefrologia 3 0,000 0,000 1,000 0,000 0,000 0,000 0,000 0,000 0,000
9 Nefrologia 4 0,000 0,000 0,000 1,000 0,000 0,000 0,000 0,000 0,000

10 Nefrologia 5 0,000 0,000 0,000 0,000 0,026 0,000 0,000 0,000 0,000

podkl

podkl

podkl
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[37] Kurzyński M.: Fuzzy inference systems for multistage diagnosis of acute renal failure
in children. W: Medical data analysis. 4th International Symposium, ISMDA 2003.
Proceedings. Petra Perner, Rudiger Brause, Herman-Georg Holzhutter (eds).(Lecture
Notes in Computer Science, ISSN 0302-9743; s. 99-108, 3 rys. 3 tab. bibliogr. 8 poz. vol.
2868) Berlin, October 9-10, 2003. Berlin [i in.]: Springer, cop. 2003
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