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Prognozowanie w zarządzaniu firmą 2011 

Joanna Perzyńska 
Zachodniopomorski Uniwersytet Technologiczny w Szczecinie 

 ZASTOSOWANIE 
 SZTUCZNYCH SIECI NEURONOWYCH 
 DO WYZNACZANIA 
 NIELINIOWYCH PROGNOZ KOMBINOWANYCH 

Streszczenie: W artykule przedstawiono zastosowanie sztucznych sieci neuronowych do 
budowy nieliniowych prognoz kombinowanych. Ilustracją rozważań o charakterze teore-
tycznym jest przykład empiryczny, w którym prognozy indywidualne oraz kombinowane 
wyznaczono dla zmiennej ekonomicznej wykazującej wahania sezonowe. Dokładność nieli-
niowych prognoz kombinowanych porównano z dokładnością ich prognoz składowych oraz 
liniowych prognoz kombinowanych. 

Słowa kluczowe: prognozowanie ekonometryczne, prognozy kombinowane, sztuczne sieci 
neuronowe. 

 
 

1. Wstęp 

Metody wyznaczania prognoz kombinowanych jako liniowych kombinacji prognoz 
indywidualnych zakładają istnienie liniowego związku pomiędzy prognozami 
składowymi i prognozowaną zmienną. Jednak nie w każdym przypadku związek 
ten musi być liniowy i wówczas większą dokładność niż liniowa prognoza kombi-
nowana może mieć nieliniowa prognoza kombinowana.  

Nieliniowe związki występujące między prognozami indywidualnymi i prognozo-
waną zmienną można aproksymować za pomocą sztucznych sieci neuronowych za-
wierających neurony z nieliniową funkcją aktywacji (zob. [Liu i in. 1996; Donaldson, 
Kamstra 1996]). W szczególności wprowadzenie do perceptronu wielowarstwowego 
już jednej warstwy neuronów ukrytych o nieliniowych funkcjach aktywacji pozwala 
modelować funkcje o niemal dowolnej złożoności [Hornik i in. 1989]. 

W artykule zostanie przedstawiona metoda budowy nieliniowych prognoz 
kombinowanych, wykorzystująca sztuczne sieci neuronowe. W toku badań empi-
rycznych zweryfikowana zostanie hipoteza mówiąca, że otrzymane w ten sposób 
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nieliniowe prognozy kombinowane charakteryzują się większą dokładnością niż 
ich prognozy składowe oraz liniowe prognozy kombinowane. 

2. Metody badawcze 

Niech 1Tf , 2Tf , ..., mTf  będą różnymi prognozami indywidualnymi wartości zmien-

nej Y w okresie T. Nieliniowa prognoza kombinowana wartości Ty  ma postać: 

  1 2, ,...,cT T T mTf f f f , (1) 

gdzie: cTf   prognoza kombinowana, 

    funkcja nieliniowa, 

 1Tf , 2Tf , ..., mTf  – indywidualne prognozy składowe ( 2m  ).  

W celu wyznaczenia prognozy (1) skonstruowana zostanie jednokierunkowa 
sztuczna sieć neuronowa posiadająca co najmniej trzy warstwy: warstwę wejścio-
wą zawierającą m neuronów służących do wprowadzania m prognoz składowych, 
co najmniej jedną warstwę ukrytą zawierającą p neuronów o nieliniowych funk-
cjach aktywacji j  (j = 1, 2, ..., p) oraz warstwę wyjściową zawierającą jeden neu-

ron z liniową funkcją aktywacji   wyznaczającą wartość prognozy kombinowanej (1). 

Ogólną strukturę perceptronu trójwarstwowego stosowanego do wyznaczenia nie-
liniowej prognozy kombinowanej przedstawiono na rysunku 1.  

Sieć przedstawiona na rysunku 1 posiada jedną warstwę neuronów ukrytych, 
jeżeli jest to konieczne warstw ukrytych może być więcej, należy jednak zwrócić 
uwagę, że najczęściej wystarczające jest zastosowanie sieci o mniej rozbudowanej 
strukturze. Jako funkcje aktywacji neuronów warstw ukrytych można wykorzystać 
funkcje sigmoidalne, wykładnicze i inne funkcje nieliniowe. W zależności od włas-
ności użytej funkcji aktywacji wartości wejściowe i wyjściowe sieci mogą podle-
gać przekształceniom w procesach pre- i postprocessingu. 

Wagi połączeń neuronów kolejnych warstw skonstruowanej sieci ijw , (2)
jw  

(i = 1, 2, ..., m), ich obciążenia 0 jw , (2)
0w  oraz parametry funkcji aktywacji są jed-

nocześnie parametrami nieliniowej funkcji  wyrażającej związek pomiędzy m 
prognozami indywidualnymi oraz prognozą kombinowaną, szacowane są one w 
procesie uczenia sieci z nauczycielem (dla t T ). 

W celach porównawczych wyznaczone zostaną również liniowe prognozy kombi-
nowane, będące liniowymi kombinacjami m prognoz indywidualnych o postaci: 

 
1

m

cT i iT
i

f f


 , (2) 



96 Joanna Perzyńska 

 
gdzie:  

  
1

1,
m

i
i




  (3) 

w których wagi i  zostaną wyznaczone za pomocą metody regresji (NERLS), li-

niowych sztucznych sieci neuronowych (lANN) oraz średniej arytmetycznej (AM). 

 pp s



m

1i
itipp fwws p0

)2(
pw

.
.

.

w1p

f1t

fmt

.  .  .

 



p

1j
jj

)2(
j

)2(
0 swws 





m

1i
it1i1 fwws 01  11 s

wmp

w11

wm1

. . .
. . .

.   .   .

.  .  .

)2(
1w

fct  ss 

 
Rys. 1. Ogólna struktura perceptronu trójwarstwowego, stosowanego do wyznaczenia 
nieliniowej prognozy kombinowanej 

Źródło: opracowanie własne.  

3. Materiał badawczy 

Modelowaniu predyktywnemu i prognozowaniu poddano kształtowanie się kosz-
tów produkcji elementów budowlanych w przedsiębiorstwa A w ujęciu miesięcz-
nym (K). Zmienne objaśniające stanowiły zmienne SP oraz PR przedstawiające 
odpowiednio sprzedaż oraz produkcję elementów budowlanych w tym samym od-
dziale. Dane statystyczne zaczerpnięto z Banku Danych Katedry Zastosowań Ma-
tematyki w Ekonomii.  

Badana zmienna charakteryzuje się występowaniem wyraźnego trendu oraz 
wahań sezonowych. W tabeli 1 przedstawiono oceny wskaźników sezonowości 
zmiennej K, wyznaczone przy założeniu multiplikatywnego charakteru wahań se-
zonowych. 
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Tabela 1. Oceny wskaźników sezonowości zmiennej K 

Miesiąc Wskaźnik sezonowości [%] Miesiąc Wskaźnik sezonowości [%] 

I 76,31 VII 108,67 
II 68,54 VIII 115,14 

III 87,83 IX 120,28 
IV 92,58 X 124,24 
V 96,12 XI 110,57 

VI 106,44 XII 93,28 

Źródło: obliczenia własne. 

Wyznaczone oceny wskaźników sezonowości zmiennej K wykazują znaczne 
zróżnicowanie  różnica między wartością maksymalną i minimalną wynosi 55,7 
punktu procentowego. Zmienna K charakteryzuje się silnym natężeniem sezono-
wości, swoje maksimum sezonowe osiąga w październiku, a minimum w lutym.  

4. Prezentacja i ocena wyników badań 

W procesie modelowania predyktywnego zmiennej K wykorzystano klasyczne 
(MK) i hierarchiczne (H) modele szeregu czasowego, modele przyczynowo-opiso-
we (P), hierarchiczne modele przyczynowo-opisowe (PH), modele Holta-Wintersa 
(HWin) oraz sztuczne sieci neuronowe (ANN). Okres estymacyjny obejmował 
48 obserwacji.  

Do dalszych badań wybrano sześć modeli o najlepszych własnościach predyk-
tywnych oszacowanych różnymi metodami: MK12tp, H62tp, Ptsp/SP, PH26tsp/SP, 
HWin117 oraz ANN/SP (gdzie: t – trend liniowy, s – stałe parametry przy zmien-
nej objaśniającej, p – periodyczny składnik sezonowy). Wyznaczone na ich pod-
stawie prognozy ex post (odpowiednio: 1tf , 2tf , 3tf , 4tf , 5tf , 6tf ) na 12 kolej-

nych okresów (t = 49, 50, ..., 60) stanowiły prognozy składowe prognoz kombino-
wanych określonych wzorami (1) i (2) dla m = 2, 3, ..., 6. Średnie absolutne błędy 
procentowe prognoz składowych zestawiono w tabeli 2.  

Tabela 2. Błędy prognoz składowych 

Prognoza składowa MAPE [%] Prognoza składowa MAPE [%] 
f1t 13,04 f4t 5,62 
f2t 13,49 f5t 7,60 
f3t 5,42 f6t 8,83 

Źródło: obliczenia własne. 

Dla każdej kombinacji m prognoz składowych wyznaczono nieliniową prognozę 
kombinowaną z wykorzystaniem nieliniowych sztucznych sieci neuronowych (nANN) 
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oraz trzy liniowe prognozy kombinowane z wagami otrzymanymi na podstawie meto-
dy regresji (NERLS), liniowych sztucznych sieci neuronowych (lANN) oraz średniej 
arytmetycznej prostej (AM). W metodzie średniej arytmetycznej przyjęto wagi równe, 
natomiast do oszacowania parametrów prognoz kombinowanych (współczynników 
kombinacji liniowych lub wag sieci) pozostałymi metodami wykorzystano wartości 
teoretyczne modeli indywidualnych, na podstawie których wyznaczono prognozy 
składowe oraz realizacje prognozowanej zmiennej w okresie estymacyjnym.  

Parametry sztucznych sieci neuronowych wyznaczono w procesie uczenia z na-
uczycielem. Struktura sieci liniowych jest z góry określona (zob. [Perzyńska 2010]) – 
zawierają one 1m   neuronów wejściowych oraz jeden neuron wyjściowy z tożsamo-
ściową funkcją aktywacji, zatem podczas uczenia szacowane były tylko wagi połączeń 
obu warstw. W przypadku sieci nieliniowych należało dodatkowo wyznaczyć liczbę 
warstw ukrytych (WU) oraz ich neuronów (NU). W tym celu dla każdej kombinacji 
prognoz składowych skonstruowano i nauczono od kilku do kilkunastu sieci nielinio-
wych o różnych rozmiarach, spośród których wybrano jedną (o najlepszej jakości) i 
przy jej wykorzystaniu wyznaczono nieliniową prognozę kombinowaną.  

Do oceny jakości sieci posłużyły wartości następujących mierników: 
– błąd RMSE, który pozwala określić zdolności sieci do aproksymacji i generali-

zacji (w przypadku, gdy wartości błędów RMSE na zbiorach: uczącym (U), wa-
lidacyjnym (W) i testowym (T) różnią się zasadniczo, oznacza to, że sieć nie na-
była zdolności do generalizacji, a jedynie dopasowała się do danych uczących);  

– iloraz odchyleń standardowych obliczonych dla błędów popełnianych przez 
sieć i wzorcowych wartości zmiennej wyjściowej (przyjmuje się, że jego war-
tość równa lub większa od 0,7 dyskwalifikuje model neuronowy); 

– współczynnik korelacji liniowej Pearsona () pomiędzy wartościami wyjścio-
wymi wyznaczonymi przez sieć i odpowiadającymi im wzorcowymi warto-
ściami wyjściowymi. 
Dla wszystkich kombinacji prognoz składowych najlepszą jakość nieliniowych 

sieci neuronowych uzyskano dla perceptronów trzywarstwowych, o niewielkiej liczbie 
neuronów ukrytych z logistyczną funkcją aktywacji. W przypadkach, w których jakość 
sieci nie była zadowalająca, zwiększenie liczby warstw nie poprawiło wyników  uzy-
skano to jedynie dzięki nieznacznemu zwiększeniu liczby neuronów ukrytych drugiej 
warstwy. W tabeli 3 przedstawiono charakterystyki modeli neuronowych, na podsta-
wie których wyznaczono nieliniowe prognozy kombinowane. 

Analizując informacje zawarte w tabeli 3, można zauważyć, że w kilku przy-
padkach uzyskano sieci złej jakości  o wartościach ilorazów odchyleń standardo-
wych równych lub większych od 0,7 i jednocześnie małych wartościach współ-
czynników korelacji oraz dużych różnicach pomiędzy wartościami błędów RMSE 
wyznaczonych na zbiorach: uczącym, walidacyjnym i testowym. Można oczeki-
wać, że prognozy kombinowane wyznaczone na podstawie tych modeli będą obar-
czone dużymi błędami. 



 
 
Tabela 3. Charakterystyki modeli sztucznych sieci neuronowych wykorzystanych do wyznaczenia nieliniowych prognoz kombinowanych 

Prognozy 
składowe 

NU 
RMSE 

Iloraz odchyleń 
standardowych  Prognozy 

składowe 
NU

RMSE 
Iloraz odchyleń 
standardowych  

U W T U W T U W T U W T U W T U W T 
f1t-f2t 1 452 405 491 0,35 0,33 0,34 0,87 0,88 0,89 f2t-f4t-f6t 1 317 292 163 0,25 0,22 0,16 0,90 0,91 0,94 
f1t-f3t 1 318 118 210 0,34 0,18 0,29 0,90 0,98 0,91 f2t-f5t-f6t 1 384 239 401 0,34 0,20 0,40 0,83 0,92 0,79 
f1t-f4t 1 253 120 310 0,22 0,12 0,21 0,94 0,99 0,90 f3t-f4t-f5t 2 371 255 380 0,77 0,45 0,79 0,76 0,80 0,71 
f1t-f5t 2 399 183 406 0,67 0,14 0,71 0,87 0,94 0,79 f3t-f4t-f6t 1 350 272 352 0,27 0,17 0,28 0,85 0,94 0,85 
f1t-f6t 1 384 292 397 0,30 0,21 0,33 0,81 0,82 0,80 f3t-f5t-f6t 1 310 308 312 0,26 0,25 0,26 0,89 0,89 0,88 
f2t-f3t 1 231 276 179 0,16 0,18 0,16 0,90 0,92 0,98 f4t-f5t-f6t 1 362 245 334 0,32 0,21 0,30 0,87 0,94 0,86 
f2t-f4t 1 332 136 360 0,23 0,12 0,19 0,88 0,99 0,89 f1t-f2t-f3t-f4t 2 385 246 387 0,31 0,21 0,29 0,92 0,96 0,92 
f2t-f5t 2 215 574 601 0,42 0,70 0,82 0,91 0,78 0,65 f1t-f2t-f3t-f5t 2 286 255 317 0,24 0,20 0,27 0,92 0,95 0,91 
f2t-f6t 1 426 306 270 0,26 0,34 0,17 0,86 0,95 0,99 f1t-f2t-f3t-f6t 2 369 292 428 0,29 0,20 0,35 0,86 0,93 0,77 
f3t-f4t 2 443 263 387 0,78 0,69 0,71 0,60 0,70 0,67 f1t-f2t-f4t-f5t 2 383 322 444 0,37 0,30 0,44 0,82 0,84 0,76 
f3t-f5t 1 353 242 320 0,31 0,10 0,17 0,85 0,90 0,85 f1t-f2t-f4t-f6t 2 258 253 249 0,22 0,22 0,18 0,91 0,91 0,90 
f3t-f6t 1 432 296 300 0,26 0,25 0,20 0,86 0,97 0,93 f1t-f2t-f5t-f6t 2 347 236 266 0,25 0,21 0,20 0,88 0,90 0,89 
f4t-f5t 1 268 238 412 0,22 0,19 0,35 0,93 0,97 0,87 f1t-f3t-f4t-f5t 2 437 351 447 0,33 0,23 0,37 0,75 0,88 0,73 
f4t-f6t 1 305 155 318 0,22 0,09 0,31 0,83 0,98 0,85 f1t-f3t-f4t-f6t 2 362 239 363 0,23 0,19 0,25 0,86 0,93 0,84 
f5t-f6t 1 399 283 200 0,25 0,27 0,27 0,85 0,89 0,90 f1t-f3t-f5t-f6t 2 397 239 403 0,25 0,20 0,28 0,89 0,91 0,82 
f1t-f2t-f3t 1 357 219 337 0,32 0,21 0,32 0,87 0,93 0,86 f1t-f4t-f5t-f6t 2 321 217 421 0,24 0,18 0,31 0,90 0,99 0,85 
f1t-f2t-f4t 1 356 219 296 0,31 0,24 0,30 0,88 0,90 0,88 f2t-f3t-f4t-f5t 2 390 334 400 0,23 0,22 0,28 0,93 0,85 0,80 
f1t-f2t-f5t  2 206 499 609 0,21 0,73 0,81 0,90 0,78 0,66 f2t-f3t-f4t-f6t 2 368 232 425 0,23 0,18 0,33 0,94 0,97 0,87 
f1t-f2t-f6t 1 310 105 282 0,29 0,10 0,26 0,90 0,98 0,92 f2t-f3t-f5t-f6t 2 477 431 504 0,37 0,31 0,41 0,89 0,92 0,80 
f1t-f3t-f4t 1 398 103 371 0,34 0,09 0,34 0,88 0,99 0,85 f2t-f4t-f5t-f6t 2 453 422 530 0,31 0,29 0,44 0,84 0,90 0,78 
f1t-f3t-f5t 1 376 102 355 0,30 0,11 0,29 0,87 0,96 0,89 f3t-f4t-f5t-f6t 2 488 307 592 0,36 0,33 0,45 0,84 0,89 0,70 
f1t-f3t-f6t 1 277 235 386 0,21 0,19 0,30 0,93 0,95 0,86 f1t-f2t-f3t-f4t-f5t 2 227 284 252 0,17 0,20 0,19 0,93 0,90 0,92 
f1t-f4t-f5t 1 309 234 373 0,28 0,20 0,27 0,90 0,97 0,90 f1t-f2t-f3t-f4t-f6t 2 315 319 129 0,25 0,25 0,08 0,99 0,97 0,99 
f1t-f4t-f6t 1 328 134 169 0,27 0,14 0,23 0,91 0,99 0,93 f1t-f2t-f3t-f5t-f6t 2 326 276 318 0,29 0,24 0,35 0,89 0,91 0,87 
f1t-f5t-f6t 1 266 232 372 0,20 0,18 0,37 0,95 0,98 0,90 f1t-f2t-f4t-f5t-f6t 2 318 273 389 0,28 0,26 0,33 0,90 0,92 0,88 
f2t-f3t-f4t 1 345 231 377 0,19 0,15 0,20 0,96 0,97 0,91 f1t-f3t-f4t-f5t-f6t 2 334 268 295 0,28 0,23 0,30 0,89 0,89 0,86 
f2t-f3t-f5t 1 418 339 223 0,27 0,24 0,20 0,89 0,90 0,92 f2t-f3t-f4t-f5t-f6t 2 345 203 343 0,21 0,14 0,28 0,89 0,99 0,97 
f2t-f3t-f6t 1 410 331 175 0,36 0,23 0,17 0,81 0,90 0,95 f1t-f2t-f3t-f4t-f5t-f6t 3 331 258 342 0,39 0,23 0,42 0,85 0,91 0,87 
f2t-f4t-f5t 1 332 258 381 0,28 0,19 0,30 0,87 0,93 0,86 

Źródło: obliczenia własne. 
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Średnie absolutne błędy procentowe prognoz kombinowanych uzyskane za 

pomocą wszystkich czterech metod zestawiono w tabeli 4. Pogrubionym drukiem 
wyróżniono błędy tych prognoz kombinowanych, które są nie większe od naj-
mniejszego z błędów ich prognoz składowych. 

Tabela 4. Średnie absolutne błędy procentowe prognoz kombinowanych  

Prognozy 
składowe 

MAPE [%] 
Prognozy 
składowe 

MAPE [%] 

AM NERLS lANN nANN AM NERLS lANN nANN 

f1t-f2t 13,07 13,04 13,27 12,70 f2t-f4t-f6t 6,72 5,62 5,20 5,32 
f1t-f3t 8,98 5,42 5,07 4,73 f2t-f5t-f6t 7,15 6,27 5,80 5,69 
f1t-f4t 8,94 6,41 5,11 5,03 f3t-f4t-f5t 5,53 5,41 5,34 5,45 
f1t-f5t 10,10 12,86 9,70 9,21 f3t-f4t-f6t 4,19 5,42 4,97 5,07 
f1t-f6t 7,41 7,58 7,42 6,12 f3t-f5t-f6t 4,76 5,41 5,23 4,97 
f2t-f3t 9,08 5,42 5,39 4,45 f4t-f5t-f6t 4,72 5,61 5,51 5,00 
f2t-f4t 9,20 5,62 4,43 4,73 f1t-f2t-f3t-f4t 8,90 5,42 5,41 5,13 
f2t-f5t 9,88 13,22 10,44 9,79 f1t-f2t-f3t-f5t 9,23 5,41 5,27 5,21 
f2t-f6t 7,49 7,03 5,88 6,16 f1t-f2t-f3t-f6t 8,07 5,42 4,99 4,90 
f3t-f4t 5,30 5,42 5,30 5,52 f1t-f2t-f4t-f5t 9,24 6,41 5,63 5,28 
f3t-f5t 5,98 5,41 5,46 5,31 f1t-f2t-f4t-f6t 8,05 6,29 5,66 5,49 
f3t-f6t 4,16 5,42 4,40 4,12 f1t-f2t-f5t-f6t 8,35 6,97 6,76 7,32 
f4t-f5t 5,91 5,62 5,46 5,20 f1t-f3t-f4t-f5t 7,33 5,41 5,34 5,40 
f4t-f6t 3,99 5,62 4,23 4,49 f1t-f3t-f4t-f6t 6,13 5,42 4,97 5,02 
f5t-f6t 5,61 5,78 5,61 5,60 f1t-f3t-f5t-f6t 6,55 5,41 5,19 5,26 
f1t-f2t-f3t 10,32 5,42 5,41 5,17 f1t-f4t-f5t-f6t 6,52 6,22 5,48 5,45 
f1t-f2t-f4t 10,34 6,41 5,60 5,43 f2t-f3t-f4t-f5t 7,16 5,41 5,23 5,10 
f1t-f2t-f5t  10,83 12,86 11,42 9,01 f2t-f3t-f4t-f6t 6,30 5,42 4,90 4,93 
f1t-f2t-f6t 9,04 7,58 7,12 6,90 f2t-f3t-f5t-f6t 6,59 5,41 5,01 5,38 
f1t-f3t-f4t 7,66 5,42 5,13 4,78 f2t-f4t-f5t-f6t 6,56 5,61 4,88 5,59 
f1t-f3t-f5t 8,26 5,41 5,19 4,92 f3t-f4t-f5t-f6t 4,76 5,41 4,74 5,37 
f1t-f3t-f6t 6,58 5,42 4,78 4,23 f1t-f2t-f3t-f4t-f5t 8,27 5,41 5,30 5,36 
f1t-f4t-f5t 8,22 6,41 5,60 5,48 f1t-f2t-f3t-f4t-f6t 7,50 5,42 4,99 5,13 
f1t-f4t-f6t 6,53 6,29 4,99 4,72 f1t-f2t-f3t-f5t-f6t 7,66 5,41 5,40 5,28 
f1t-f5t-f6t 7,10 6,97 6,53 6,20 f1t-f2t-f4t-f5t-f6t 7,64 6,22 5,65 5,31 
f2t-f3t-f4t 7,77 5,42 5,41 5,32 f1t-f3t-f4t-f5t-f6t 6,21 5,41 5,22 5,21 
f2t-f3t-f5t 8,12 5,41 4,69 5,02 f2t-f3t-f4t-f5t-f6t 6,24 5,41 5,10 4,97 
f2t-f3t-f6t 6,70 5,42 4,92 4,99 f1t-f2t-f3t-f4t-f5t-f6t 7,19 5,41 4,93 4,98 
f2t-f4t-f5t 8,04 5,61 4,89 5,13 

Źródło: obliczenia własne. 

Porównując dokładność prognoz kombinowanych wyznaczonych wszystkimi czte-
rema metodami, można zauważyć, że najlepsze wyniki uzyskano dla nieliniowych 
prognoz kombinowanych otrzymanych przy wykorzystaniu sztucznych sieci neurono-
wych. Odsetek nieliniowych prognoz kombinowanych o błędach nie większych od 
najmniejszego z błędów ich prognoz składowych wynosi 91,2%. Analizując informa-



Zastosowanie sztucznych sieci neuronowych... 101 
 
cje przedstawione w tabelach 3 i 4, można zauważyć, że w przypadkach, w których 
nieliniowe prognozy kombinowane obarczone są większym błędem niż najlepsza z ich 
prognoz składowych, zastosowane sieci neuronowe mają złą jakość. 

Wśród liniowych prognoz kombinowanych największą dokładnością charakte-
ryzują się prognozy z wagami wyznaczonymi za pomocą liniowych sieci neurono-
wych – w 87,7% przypadków ich błędy nie przekraczają minimalnych błędów pro-
gnoz składowych. Dla metody regresji odsetek ten wynosi 80,7%, najmniejszą 
wartość (21,1%) przyjmuje dla metody średniej arytmetycznej prostej.  

Dokładność prognoz kombinowanych utworzonych za pomocą metod NERLS, 
lANN oraz nANN jest najmniejsza dla kombinacji par prognoz indywidualnych. Wraz 
ze zwiększaniem liczby prognoz składowych w kombinacji wzrasta również jej do-
kładność. Najmniej dokładne okazały się te prognozy kombinowane, w skład których 
wchodzą prognozy indywidualne wyznaczone metodą Holta-Wintersa. Włączenie do 
tych kombinacji prognoz indywidualnych, otrzymanych za pomocą sztucznych sieci 
neuronowych, lub modeli przyczynowo-opisowych znacznie zwiększa ich dokładność. 

Przeprowadzone badania empiryczne potwierdziły przydatność sztucznych sie-
ci neuronowych do wyznaczania nieliniowych prognoz kombinowanych pod wa-
runkiem otrzymania modelu neuronowego o dobrej jakości  w takich przypadkach 
okazały się one bardzo precyzyjnym narzędziem, generując prognozy o większej 
dokładności niż ich prognozy składowe, wyznaczone na podstawie modeli indywi-
dualnych, oraz liniowe prognozy kombinowane. 
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APPLICATION OF ARTIFICIAL NEURAL NETWORKS 
TO BUILD THE NONLINEAR COMBINED FORECASTS 

Summary: The paper presents an application of artificial neural networks to build the non-
linear combined forecasts. The empirical example in which individual and combined fore-
casts are calculated for the economic variable with seasonal fluctuations is the illustration of 
theoretical considerations. The accuracy of nonlinear combined forecasts is compared with 
the accuracy of their component forecasts and linear combined forecasts. 


