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Kamil Fijorek

Uniwersytet Ekonomiczny w Krakowie

MODEL REGRESJI DLA CECHY PRZYJMUJACEJ
WARTOSCI Z PRZEDZIALU (0, 1)
— UJECIE BAYESOWSKIE

Streszczenie: W artykule przedstawiono model regresji dla cechy, ktéra przyjmuje wartosci
z obustronnie otwartego przedziatu (0,1). Krotko omowiono wady powszechnie stosowa-
nych metod modelowania tego typu danych. W tym konteks$cie zaprezentowano zreparame-
tryzowany rozklad beta, a nastgpnie na jego podstawie skonstruowano model regresji.
W ramach ujgcia bayesowskiego przedstawiono estymacje parametrow modelu, metody
okreslania dobroci dopasowania oraz interpretacji parametréw modelu. W dalszej czgséci do-
konano bayesowskiego poréwnania modeli, zaktadajac, ze rozktad zmiennej zaleznej jest
rozktadem beta, simplex lub normalnym. Opisang metodologig zilustrowano przykladem.

Stowa kluczowe: beta regresja, ograniczona zmienna losowa, wnioskowanie bayerowskie.

1. Wstep

Ogdlnym celem przeprowadzania analizy regresji jest proba ilosciowego ujgcia
zwiazku pomiedzy (najczg$ciej jedna) zmienna zalezna (oznaczang dalej symbolem
y) a zmiennymi niezaleznymi. W praktyce powszechnie stosowane sa modele re-
gresji dla ciaglej (nieograniczonej), licznikowej lub binarnej zmiennej zalezne;j.
Jednakze modele regresji dla zmiennej, ktora przyjmuje warto$ci z przedziatu
(0,1), nie sa powszechnie znane, co oznacza, ze nie sa powszechnie stosowane.
Arbitralne zalozenie mowiace o tym, ze zmienna zalezna y € (0,1), nie jest szcze-
godlnie ograniczajace, gdyz dla y € (a, b) (konce przedziatu sa znanymi statymi)
mozliwe jest przeksztatcenie (y—a)/(b—a)e(0,1).

Kieschnick [2003] przeprowadzit przeglad literatury, aby okresli¢ najpopular-
niejsze metody analizy rozwazanego w artykule typu danych. Na pierwszym miej-
scu znalazla si¢ (co nie jest szczegolnym zaskoczeniem) klasyczna normalna regre-
sja liniowa. Jednakze, ze wzgledu na fakt, Ze zmienna zalezna przyjmuje wartosci
z przedziatu (0,1), zaloZzenie o normalno$ci rozktadu nie moze by¢ spetnione. Po-
nadto wariancja ograniczonej zmiennej losowej jest funkcja wartosci oczekiwanej,
powodujac, ze zatozenie o statej wariancji sktadnika losowego nie jest spelnione.
Co wigcej, zastosowanie tego podejscia moze powodowaé generowanie przez mo-
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del predykcji spoza przedziatu okreslono$ci zmiennej zaleznej. Drugim czgsto spo-
tykanym postgpowaniem jest transformacja logitowa zmiennej zaleznej (surowych
danych). Nastepnie dla tak przeksztalconych danych wykonywana jest klasyczna
regresja. Paolino [2001] w swoich badaniach symulacyjnych wykazal, ze transfor-
macja logitowa nie zawsze jest lepszym wyborem w poréwnaniu z klasyczna re-
gresja liniowa, gdyz m.in. niedoszacowuje bledow $rednich szacunku. Problemem
rowniez jest to, ze transformacja logitowa nie stabilizuje wariancji zmiennej zalez-
nej. Inna metoda, juz nie tak czgsto stosowang jak dwie poprzednie, jest wykorzy-
stanie modelu tobitowego. To podejscie rowniez cierpi z powodu pewnych niesci-
stosci, gdyz przyczyna braku danych spoza przedziatu (0,1) nie jest cenzorowanie
(lub ucigcie), ale fakt, ze takie warto$ci nie moga wystapic.

Naturalnym rozwigzaniem wspomnianych powyzej problemdéw zwigzanych
z modelowaniem wartosci z przedziatu (0,1) wydaje si¢ bezposrednie przyjecie
rozktadu prawdopodobienstwa, ktory bedzie respektowal ograniczenie zmiennej
zaleznej.

2. Rozklady prawdopodobienstwa dla cechy o wartosciach
z przedziatu (0, 1)

W niniejszym artykule zatozono, ze zmienna zalezna przyjmuje wartosci z obu-
stronnie otwartego przedziatu (0,1). W przypadku, gdy przedziat ten jest obustron-
nie (lub jednostronnie) domknigty, opisane metody nie znajduja bezposredniego
zastosowania. Pewne podstawy teoretyczne w celu uogoélnienia metod na dyskret-
no-ciagly rozktad zmiennej zaleznej poczynili autorzy prac [Lesaffre, Rizopoulos,
Tsonaka 2004; Ospina, Ferrari 2008].

00 02 04 06 08 10 00 02 04 06 08 10

Rys. 1. Funkcja gestosci rozktadu beta w zaleznos$ci od wartosci parametréw ksztattu

Zrodto: opracowanie wlasne.
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Najbardziej znanym rozktadem prawdopodobienstwa zdefiniowanym na prze-
dziale (0,1) jest dwuparametrowy rozklad beta. Rozklad beta jest bardzo elastycz-
ny. W zalezno$ci od wartosci parametrow funkcja gesto$ci moze by¢ symetryczna,
asymetryczna, J-ksztattna, L-ksztattna lub U-ksztaltna. Na rysunku 1 przedstawio-
no kilka przyktadéw funkcji ggstosci rozktadu beta.

Innym proponowanym w literaturze rozktadem prawdopodobiefistwa zdefinio-
wanym na przedziale (0,1) jest dwuparametrowy rozktad simplex [Barndorft-
-Nielsen 1991; Kieschnick 2003; Qiu, Song, Tan 2008]. Pomimo rozbudowanej
bazy teoretycznej istniejacej dla tego rozktadu, jak wynika z badan symulacyjnych
przeprowadzonych przez autora niniejszego opracowania, rozklad simplex jest
malo elastyczny, tzn. funkcja ggstosci moze zmienia¢ ksztalt w ograniczonym za-
kresie. Z tego powodu w dalszej cze$ci pracy uwaga zostanie skupiona na modelu
regresji, w ktorym warunkowy rozklad zmiennej zaleznej to rozklad beta.

Funkcja gestosci rozktadu beta w standardowej parametryzacji ma postac:

I'(p+q) . g1
fOlp.9)=——=y" (1-y) ;0<y<l; p>0, g>0, 1
| ) (4) (1-») (1)

gdzie F(-) oznacza funkcje¢ gamma, natomiast p oraz g sg parametrami ksztaltu.

Warto$¢  oczekiwana ~ wynosi E ( y) =P , natomiast ~ wariancja
P+q
Var(y) = zp d . W przypadku, gdy oba parametry ksztaltu sa wigk-
(p+a) (p+q+1)

sze od jednosci, rozktad beta ma warto$¢ modalna. W przypadku, gdy oba parame-
try sa rowne 1, rozktad beta redukuje si¢ do rozktadu jednostajnego.

Rozktad beta w standardowej parametryzacji nie jest dogodny do skonstruowania
na jego podstawie modelu regresji. W tym kontekscie Ferrari i Cribari-Neto [2004]
zaproponowali zreparametryzowany rozklad beta. Wyszli oni z zatozenia, ze typowe
dla analizy regresji jest modelowanie parametru rozktadu prawdopodobienstwa od-
powiedzialnego za warto$¢ oczekiwana. Przyjmujac nastepujaca parametryzacje

u=-L" 4=p+q p=up q=(1—u)p; 0< u<1; ¢>0,uzyskano  zmodyfiko-
prt+q

wana wersje rozktadu beta, ktorej funkcja gesto$ci ma nastgpujaca postac:

= F(¢) =11 _ (1-p)p-1

W tym przypadku warto$¢ oczekiwana ma postac £ ( y) = 4, natomiast warian-

V(n)

cja Var(y) = W’ gdzie V( y) = y(l - ,u). Parametr ¢ moze by¢ interpretowany
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jako parametr precyzji, gdyz dla ustalonego u zwigkszenie wartosci ¢ powoduje
zmnigjszenie wariancji y.

3. Model regresji dla cechy o wartosciach z przedziahla (0,1)

Niech bedzie danych n niezaleznych obserwacji ( Y, ),i =1, ..., n takich, ze rozktad
Y, jest postaci y, |4~ Beta( e, p(1—- /1[)). Model regresji jest uzyskany przez
zatozenie, ze warto$¢ oczekiwana y; moze by¢ zapisana jako pewna monotoniczna

transformacja liniowej kombinacji & zmiennych niezaleznych x, = (xi,, vees Xjp ):

g(ﬂi):;xzjﬂj:ni; ﬂ:(lgl""’ ﬂk)> ﬂERk' 3)

Biorac pod uwagg, ze zmienna zalezna przyjmuje warto$¢ z przedziatu (0,1),
nalezy rozwazy¢ tylko takie transformacje liniowej kombinacji zmiennych nieza-

leznych g(+),ktore przyjmuja warto$ci z przedziatu (0,1). Najprostszym wyborem

jest przeksztalcenie logitowe, tj. g( ,ul,)zln(le.W niektorych przypadkach
preferowane jest jednak przyjecie innej transformacji. Na przyktad gdy prawdopo-
dobne jest wystapienie obserwacji nietypowych jako funkcje transformujaca mozna
wykorzysta¢ dystrybuante rozkladu #-Studenta o matej liczbie stopni swobody.
Istniejace badania symulacyjne wskazuja, ze w typowych sytuacjach nie ma duzej
korzysci ze stosowania innej niz logitowa transformacji [Kieschnick 2003].

Nic nie stoi na przeszkodzie, aby oprocz modelowania warto$ci oczekiwane;
zmiennej zaleznej rowniez modelowaé parametr precyzji ¢ jako funkcjg zmiennych
niezaleznych. Jednakze w tej pracy ¢ jest traktowane jako parametr zakldcajacy,
niebgdacy przedmiotem bezposredniego zainteresowania.

Po uwzglednieniu wszystkich przyjetych zalozen mozliwe jest wyznaczenie

funkcji wiarygodnosci, a konkretnie jej logarytmu: ((8,4)=> ¢, (4,.¢), gdzie
i=1

0, (#,9)=InT(§)~InT (1)~ InT((1- 1))+ (16— 1)Iny, +[(1- g, ) p 1]

' -1
In(1-y,)oraz 4; = (l +e ) . W badaniach symulacyjnych wykazano, ze nu-

meryczna maksymalizacja logarytmu funkcji wiarygodnos$ci nie nastrg¢cza szcze-
goblnych trudnosci [Smithson, Verkuilen 2005].
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4. Bayesowska estymacja modelu regresji
dla cechy o wartos$ciach z przedziaha (0, 1)

Buckley [2002] oraz Branscum, Johnson, Thurmond [2007] jako pierwsi podjeli si¢
bayesowskiej estymacji modelu regres;ji dla cechy o warto$ciach z przedziatu (0,1).
Obaj autorzy zalozyli dla zmiennej zaleznej rozktad beta oraz wykonali obliczenia w
programie WinBUGS (Bayesian Inference Using Gibbs Sampling). Zastosowanie
gotowego Srodowiska obliczeniowego, jakim jest WinBUGS, przyspiesza proces
budowania modelu, aczkolwiek nie pozwala wyjs¢ poza mozliwosci przewidziane
przez autora oprogramowania. Oznacza to niezmiernie utrudnione wykorzystanie
rozktadu zmiennej zaleznej innego niz rozktad beta, a tym samym praktycznie wy-
kluczona zostaje mozliwo$¢ porownywania konkurencyjnych modeli. Ponadto, bio-
rac pod uwagg znacznie ograniczony zakres aspektow wnioskowania bayesowskiego
poruszonych przez wspomnianych autorow, celowe wydaja si¢ dalsze badania.

Zastosowanie podejscia bayesowskiego w estymacji omawianego modelu re-
gresji pozwala uwzgledni¢ wstgpna wiedzg¢ badacza w postaci natozonego na pa-
rametry modelu rozktadu a priori oraz umozliwia bardziej intuicyjna (w poréwna-
niu z wnioskowaniem klasycznym) interpretacj¢ przedziatow ufnosci. Zdaniem
autora sa to wazniejsze (cho¢ nie jedyne) zalety wnioskowania bayesowskiego.
Znaczna wada jest natomiast konieczno$¢ przeprowadzenia wzglednie skompliko-
wanych i czgsto czasochtonnych obliczen.

Whioskowanie bayesowskie sprowadza si¢ (w zasadzie) do wyznaczenia roz-
ktadu warunkowego parametrow przy ustalonych obserwacjach, nazywanego roz-
ktadem a posteriori [Osiewalski 2001, s. 16-17]. Funkcje gestosci rozktadu a po-
steriori parametréw uzyskuje si¢ na podstawie wzoru Bayesa:

L(ﬂ(ﬁ) 4)p(B.9) "
(B, IL ﬁ¢)dﬂd¢oc1;[L,-(/z,-(ﬂ),¢)p(ﬂ,¢), 4)

gdzief(y|#(,3):¢) ZL(ﬂ(ﬂ) ¢

dla n niezaleznych obserwacji, a p( ,B,¢) to rozktad a priori parametrow. W em-

J’) = ll[Li (ﬂ[ (,B),¢|y) to funkcja wiarygodnosci
i=1

pirycznej czesci opracowania dla wszystkich parametrow przyjeto niewltasciwe
rozktady a priori.

Laczny rozktad parametrow (jak rowniez ich rozktady warunkowe) nie przyj-
muje znanej postaci. Wyklucza to bezposrednie metody symulacji z rozktadu
a posteriori oraz probkowanie Gibbsa. W tej sytuacji wykorzystano uniwersalny
algorytm Metropolisa-Hastingsa z btadzeniem przypadkowym [Lynch 2007,
s. 108-115] w celu wygenerowania proby z rozktadu a posteriori (wykonywano
100 000 losowan, pierwsze 10 000 uznawano za losowania spalone). Ponadto,
w celu zbadania zbieznosci do rozktadu a posteriori, algorytm Metropolisa-
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-Hastingsa rozpoczynano z rdéznych punktow startowych oraz obserwowano, czy
zbiega on do tego samego obszaru przestrzeni parametrow.

Standardowa metoda analizy dopasowania modelu do danych jest wyznaczenie
funkcji gestosci rozktadu predyktywnego (rozktadu przyszitych obserwacji) dla
kazdej z n oryginalnych obserwacji. W przypadku dobrego dopasowania danych
do modelu, tzn. gdy model adekwatnie opisuje proces generujacy dane, przyszte
obserwacje powinny by¢ podobne do rzeczywiscie zaobserwowanych. Rozklad
predyktywny uzyskuje si¢ z nastgpujacego wyrazenia:

p(y")=[p("|B.8)L(1(B).¢)p(B.¢) dBdg. (%)

Graficzna inspekcja dopasowania modelu do danych polega na naniesieniu na
wykres funkcji gestosci rozktadu predyktywnego rzeczywistej realizacji zmiennej
zaleznej. Jezeli obserwacja znajduje si¢ w centrum rozktadu predyktywnego, moz-
na stwierdzi¢ dobre dopasowanie, w przeciwnym razie, gdy obserwacja znajduje
si¢ w ogonach rozktadu, mozna méwi¢ o ztym dopasowaniu [Lynch 2007, s. 155-
-156]. Omoéwiona technika jest szczegodlnie przydatna, gdy liczba zmiennych nieza-
leznych jest wigksza od 1.

Po okresleniu dobroci dopasowania nalezy przejs¢ do interpretacji kluczowych
parametrow modelu (f). Ze wzgledu na fakt, ze warto$¢ oczekiwana rozktadu
zmiennej zaleznej jest nieliniowa funkcja zmiennych niezaleznych, ich bezposred-
nia interpretacja jest utrudniona. Aby ulatwi¢ interpretacjg, wyznacza sig efekty
krancowe dla poszczegdlnych zmiennych niezaleznych, przyjmujac, ze pozostate
zmienne znajduja si¢ na przecigtnym poziomie. Efekt krancowy dla j-tej zmienne;j
zaleznej (w przypadku transformacji logitowej) wyraza si¢ nastepujacym wzorem:

og(x)  Bexp(-xB)
- —.
ox; [1+exp(—x /3)]
Na gruncie wnioskowania bayesowskiego mozliwe jest bezposrednie porow-

nywanie konkurujacych ze soba modeli w celu okreslenia ,,najlepszego” modelu.
Bayesowska idea poréwnywania modeli sprowadza si¢ do wyznaczenia brzegowe;j

(6)

gestosci wektora obserwacji  przy zatozeniu danego modelu p( y‘M g)z

=[L(u(B).g|M,)p(p.¢
sci brzegowych dla dwoéch konkurujacych modeli nazywany jest czynnikiem
Bayesa (BF — Bayes Factor). Warto$¢ czynnika Bayesa wigksza od 1 przemawia
na korzys¢ pierwszego modelu. W praktyce warto$ci wigksze od 3 uznaje si¢ za
znaczace. Na podstawie opisanej powyzej metodologii w dalszej czgsci pracy zo-
stang poréwnane modele regresji zaktadajace, ze rozklad zmiennej zaleznej jest
rozktadem beta, simplex lub normalnym.

M, )d pd¢ , gdzie M, oznacza g-ty model. Iloraz ggsto-
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Obliczenie ggstosci brzegowej wektora obserwacji nie jest zadaniem prostym.
W rozwazanym w cze$ci empirycznej przypadku rozmiar przestrzeni parametrow
nie jest duzy, dlatego tez mozliwe byto wyznaczenie prawdopodobienstw brzego-

wych za pomoca probkowania z funkcja waznosci — q(-). Zadanie to sprowadza
si¢ do zastosowania ponizszych formut:

p(¥n,)=| L (i z’[f’);;(ﬂ D 4 (5.9)apag )
o) p1B.9)p (B9)
Py e M)

Podstawowe zalecenia odnosnie do konstruowania funkcji waznoSci q(-)

wskazuja na wykorzystanie wielowymiarowego rozktadu ¢-Studenta o niskiej licz-
bie stopni swobody, ktorego wektor wartosci oczekiwanych oraz macierz kowa-
riancji wyznacza si¢ na podstawie wynikow probkowania z rozktadu a posteriori
[Rossi, Allenby, McCulloch 2005, s. 162-166; Congdon 2006, s. 30-32].

5. Przyklad empiryczny

Przedstawiona metodologia zostanie zilustrowana na podstawie zbioru danych za-
wierajacego informacj¢ o dochodzie catkowitym gospodarstwa domowego (zmien-
na niezalezna) oraz o odsetku wydatkéw na zywno$¢ (zmienna zalezna). Obserwa-
cje pochodza z losowej proby 38 gospodarstw domowych z duzego miasta w Sta-
nach Zjednoczonych (zob.: [Griffiths, Hill, Judge 1993, tab. 15.4]). Wybor tego
stosunkowo prostego zbioru danych jest podyktowany faktem, ze kilka sposréd
dotychczas opublikowanych opracowan traktujacych o analizie regresji zmiennej
zaleznej o wartosciach z przedziatu (0,1) wykorzystuje go w celach ilustracyjnych
[Ferrari, Cribari-Neto 2004; Branscum, Johnson, Thurmond 2007].

Tabela 1. Wyniki estymacji modelu regresji

Parametr Ocena 95-procentowy przedzia1 Efekty 95-procentowy Przedziai
punktowa ufhosci kraficowe ufnosci

b -0,211 (-0,626; 0,208) - _

B -0,119 (-0,0189; —0,0049) —-0,00244 (-0,00386; —0,00104)

¢ 27,51 (16,63; 41,18) - -

Zrodto: opracowanie wlasne.
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W tabeli 1 zaprezentowano podstawowe charakterystyki rozkladu a posteriori
parametrow modelu, tj. wartosci przecigtne, ktoére uzupetniono o 95-procentowe
przedziaty ufnosci. Dodatkowo umieszczono tam punktowa oraz przedziatowa
oceng efektu krancowego zmiany dochodu catkowitego gospodarstwa domowego
(przy zatozeniu, ze dochdd znajduje si¢ na przecigtnym dla proby poziomie).

Na rysunku 2 przedstawiono wykres rozrzutu danych wraz z naniesiong na nie-
go funkcja regresji oraz dolna i gorna granica predykcji (95-procentowy przedziat
predykcji uzyskany na podstawie rozkladu predyktywnego). Na podkreslenie za-
stluguje obserwacja, ze uzyskane przedziaty predykeji $cisle odzwierciedlaja nature
ograniczonej zmiennej zaleznej, tzn. sg one asymetryczne (uwzglgdnienie skosno-
$ci rozkladu zmiennej zaleznej) oraz ich dtugo$¢ zmniejsza si¢ w miarg zblizania
si¢ do krancow przedziatu okreslono$ci zmiennej zaleznej (uwzglednienie zalezno-
$ci wariancji zmiennej zaleznej od jej wartosci oczekiwanej).
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Rys. 2. Wykres rozrzutu danych wraz z dopasowang funkcja regres;ji
oraz 95-procentowymi przedziatami predykcji

Zrbdto: opracowanie wilasne.

Na rysunku 3 przedstawiono wykres funkcji gestosci predyktywnej dla dwoch
przyktadowych obserwacji. Wykres prezentuje rzeczywista realizacje zmienngj
zaleznej (pionowa kreska) oraz rozktad prawdopodobienstwa dla przysztych reali-
zacji warto$ci zmiennej zaleznej. Lewa czg$¢ wykresu obrazuje sytuacje, w ktorej
przyszite obserwacje generowane przez model znajduja si¢ w zgodzie z zaobser-
wowana wartoscia. Natomiast prawa czgs¢ wykresu wskazuje sytuacje, w ktorej
przyszte obserwacje czesciej beda wigksze niz zaobserwowana wartosc.

W rozwazanym przypadku (tylko 1 zmienna niezalezna) informacja zawarta na
rys. 3 znajduje si¢ w bezposredniej korespondencji z informacja przedstawiona na
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rys. 2. Jednakze w sytuacji duzej liczby zmiennych niezaleznych, gdy niemozliwe
jest ich jednoczesne przedstawienie na wykresie rozrzutu, wykresy gestosci pre-
dyktywnej nadal dostarczaja informacji o jakosci dopasowania modelu do danych.
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Rys. 3. Funkcja gestosci predyktywnej dla 2 przyktadowych obserwacji

Zrodto: opracowanie wlasne.

Tabela 2. Poro6wnanie konkurencyjnych modeli regresji — czynniki Bayesa

Rozktad Beta Simplex Normalny
Beta 1 0,82 210,6
Simplex 1,22 1 256,7
Normalny 0,0047 0,0039 1

Zrbdto: opracowanie wiasne.

W tabeli 2 zaprezentowano wyniki porownania konkurencyjnych specyfikacji
modeli, w ktorych kolejno zatozono, ze rozklad zmiennej zaleznej jest rozkladem
beta, simplex lub normalnym. W wyniku stwierdzono, ze dane przemawiaja za
rozktadem simplex, jednakze réznica pomigdzy nim a rozktadem beta jest zanie-
dbywalna. Istotna jest obserwacja, ze dane bardzo silnie odrzucaja model o warun-
kowym rozktadzie normalnym na korzy$¢ dwoch pozostatych modeli.

6. Dyskusja

Interesujacym, aczkolwiek mato znanym rozkladem prawdopodobienstwa zdefi-
niowanym na przedziale (0,1) jest dwuparametrowy rozktad Kumaraswamy. Jest
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on réwnie elastyczny jak rozktad beta [Mitnik 2008]. Wada tego rozkladu w po-
rownaniu z rozkltadem beta jest brak prostej formuty na warto$¢ oczekiwang oraz
wariancjg. Zaleta jest posiadanie dystrybuanty w postaci analitycznej. Fakt ten
otwiera mozliwo$¢ zbudowania modelu regresji na podstawie mediany.
Przedmiotem dalszych prac bgdzie proba wykorzystania bayesowskiego usred-
niania modeli w celu uwzglednienia niepewnosci o prawdziwej postaci rozkladu
zmiennej zaleznej, tzn. tego, czy jest to rozklad beta, simplex czy rozktad Kumara-
swamy. W przypadku omawianej klasy modeli jest to obszar dotychczas niezbadany.
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REGRESSION MODEL FOR DATA RESTRICTED
TO THE INTERVAL (0,1) - BAYESIAN APPROACH

Summary: This article presents a regression framework for a dependent variable which is
restricted to the open interval (0,1). The main drawbacks of widely used methods of model-
ling this type of data (e.g. linear regression model) have been briefly discussed. In this con-
text, the beta distributed dependent variable is presented on the basis of which a regression
model is constructed. The estimation of the model parameters as well as graphical methods
for assessing the goodness of fit and the interpretation of model parameters are shown with-
in the Bayesian framework. Next the Bayesian comparison of three competing models as-
suming the beta, simplex or normal distribution of a dependent variable is conducted. The
model comparison results are presented in terms of the Bayes Factors. Theoretical results are
applied to a small dataset on food expenditure and income. Future research work will inves-
tigate, among others, the application of the Kumaraswamy distribution for a dependent vari-
able and the application of the Bayesian model averaging.
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