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Uniwersytet Ekonomiczny w Krakowie 

SPOJRZENIE NA METODY ESTYMACJI 
W MODELACH REGRESYJNYCH PRZEZ PRYZMAT 
PROGRAMOWANIA MATEMATYCZNEGO1 

Streszczenie: W pracy zostaną przypomniane wybrane metody estymacji stosowane w li-
niowym modelu regresji (zwykła i skorygowana MNK oraz metoda PP) w postaci odpo-
wiednich zadań z zakresu programowania matematycznego. Traktujemy je więc czysto de-
terministycznie, jako problemy optymalizacyjne z zakresu badań operacyjnych. Następnie 
podane zostaną ich mniej znane odpowiedniki, stosowane ostatnio w modelach regresji nie-
parametrycznej. Omówiono problemy numeryczne i identyfikacyjne związane z rozwiązy-
waniem tych zadań. W części empirycznej nastąpi ilustracja działania metod nieparame-
trycznych na przykładzie opartym na danych rzeczywistych.  

Słowa kluczowe: regresja nieparametryczna, metody estymacji, programowanie matema-
tyczne. 

1. Wstęp 

Metody estymacji stosowane w liniowym modelu regresji parametrycznej (zwykła  
i skorygowana MNK oraz metoda PP) mają swoje odpowiedniki używane w modelu 
regresji nieparametrycznej. W celu opisu i porównania tych metod na gruncie badań 
operacyjnych zapiszemy je w postaci odpowiednich zadań programowania matema-
tycznego. Omówione zostaną problemy numeryczne i identyfikacyjne związane  
z rozwiązywaniem zadań odpowiadających metodom o charakterze nieparametrycz-
nym (np. istnienie i jednoznaczność rozwiązania optymalnego). W pracy wykazano 
m.in. jednoznaczność tzw. reszt, które stanowią podstawę tworzenia mierników efek-
tywności technicznej jednostek gospodarczych. Całość zostanie zilustrowana przy-
kładem empirycznym zastosowania tych metod, w którym badamy efektywność 
techniczną polskich elektrowni i elektrociepłowni.  

                    
1 Praca wykonana w ramach Badań Statutowych finansowanych przez Uniwersytet Ekonomiczny 

w Krakowie. Autor chciałby w tym miejscu podziękować dr hab. Annie Pajor z Katedry Ekonometrii 
i Badań Operacyjnych UEK za cenne uwagi merytoryczne.  
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2. Modele regresji i metody ich estymacji 

W pierwszej kolejności przypomnimy pewne podstawowe pojęcia z zakresu ekono-
metrii. Zdefiniujmy równanie będące istotną częścią modeli regresyjnych: 

yi = f(xi) + εi, i = 1, …, n, 

gdzie: f – nieznana funkcja regresji będąca przedmiotem 
estymacji, 

 yi – zmienna objaśniana (regresant), dla i-tej obserwa-
cji, 

 xi = [xi1, …, xiK] ∈ RK – wektor zmiennych objaśniających (regresorów), 
odpowiadający i-tej obserwacji, 

 εi – i-ty składnik losowy2. 

W parametrycznych modelach regresji f ma konkretną postać analityczną, zależ-
ną od nieznanych parametrów, będących przedmiotem estymacji. Dzięki uzyskanym 
ocenom parametrów otrzymujemy estymantę nieznanej funkcji regresji oraz tzw. 
reszty. Najczęściej spotykana jest liniowa postać f: 

( )
1

,
K

i k ik
k

f x xβ
=

=∑  

będąca elementem tzw. liniowego modelu regresji3. Do estymacji nieznanych para-
metrów modelu regresji liniowej wykorzystuje się najczęściej Metodę Najmniej-
szych Kwadratów (MNK), którą można przedstawić jako następujące zadanie opty-
malizacji kwadratowej: 

                                                    2

, 1
min

n

i
iε β
ε

=
∑   Z.1 

yi = 
1

K

k ik
k

xβ
=
∑  + εi ∀i = 1, …, n. 

W modelu regresji nieparametrycznej nie narzuca się analitycznej postaci funkcji 
regresji, lecz jedynie nakłada się na nią pewne warunki regularności4. W związku  
z tym jej estymacja i obliczanie reszt jest utrudnione. Jedną z propozycji estymacji 

                    
2 Pozostałą część modelu stanowią zwykle założenia stochastyczne o składniku losowym oraz  

o postaci i własnościach funkcji f. Ze względu na deterministyczne podejście do tematu, założenia o 
składniku losowym nie będą wprowadzane. A w dalszym ciągu opracowania będziemy rozważać 
jedynie reszty, oznaczone również przez εi. 

3 Można też wprowadzić tzw. stałą do tego równania, przyjmując, że jeden z regresorów jest toż-
samościowo równy jeden. 

4 Zakłada się, że f jest monotoniczna, ciągła, wypukła czy różniczkowalna itp. Początki regresji 
nieparametrycznej wiąże się z pracami Hildretha (np. [Hildreth 1954]). 
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jest tu tzw. wypukła, nieparametryczna metoda najmniejszych kwadratów. W dalszej 
części pracy będziemy używać angielskojęzycznego skrótu CNLS5. O możliwości jej 
zastosowania wspomina się już w połowie lat 50. (zob. [Hildreth 1954, s. 602]), jed-
nak dopiero w roku 1976 dowiedziono zgodności6 estymatora uzyskanego metodą 
CNLS, która jest podstawową własnością statystyczną. Może być ona traktowana 
jako odpowiednik MNK na gruncie nieparametrycznym. Idea estymacji za pomocą 
CNLS polega na tym, że szukamy funkcji f̂ : 

( )( ) ( )( )
2 2

1 1

ˆ min ,
n n

i i i if Fi i
y f x y f x

∈
= =

− = −∑ ∑
 

gdzie F – rodzina funkcji niemalejących, ciągłych i globalnie wklęsłych7. W latach 
80. (m.in. prace [Fraser, Massam 1989] oraz [Wu 1982]) stworzono w miarę efek-
tywne algorytmy poszukiwania f̂ , lecz jedynie dla jednego regresora8. Kwestia 
odpowiedniej implementacji CNLS dla wielu regresorów pozostawała nierozstrzyg-
nięta przez wiele lat, aż do roku 2008. W pracy [Kuosmanen 2008, s. 311] dowie-
dziono kluczowego twierdzenia. 

Twierdzenie 2.1  

( )( )2

1
min

n

i if F i
y f x

∈
=

− =∑ ( )( )2

1
min ,

n

i ig G i
y g x

∈
=

−∑  

gdzie G jest rodziną funkcji niemalejących, „kawałkami liniowych”9.  

Implikacją tego twierdzenia jest możliwość zapisania CNLS jako zadania kwa-
dratowego postaci: 

 2

, , 1
min

n

i
iε α β
ε

=
∑   Z.2

 yi = αi + βi
Txi + εi, βi ≥ 0, 

αi + βi
Txi ≤ αh + βh

Txi ∀ h, i = 1, …, n. 

                    
5 Z ang. Convex Nonparametric Least Squares. Autor nie znalazł propozycji skrótu nazwy tej 

metody w języku polskim.  
6 Oczywiście, przy odpowiednich założeniach narzuconych na składniki losowe (szczegóły  

w pracy [Hanson, Pledger 1976]). Niestety zgodności CNLS dowiedziono tylko dla przypadku jedne-
go regresora. 

7 Przedstawione dalej rezultaty można uzyskać również dla funkcji globalnie wypukłych. 
8 Istnieje wtedy możliwość posortowania obserwacji ze względu na jego wartości, co ma duże 

znaczenie przy konstrukcji odpowiedniego algorytmu.  
9 Formalna definicja rodziny G, praca [Kuosmanen 2008, s. 311]. Dowiedziono ponadto, że G ⊂ F. 

Pomysły estymacji dowolnych funkcji za pomocą funkcji „kawałkami liniowych” oraz zapisu wklęsłości 
za pomocą liniowych warunków ograniczających były oczywiście znane wcześniej (zob. np. prace [Afriat 
1967; Varian 1982; Yatchew, Bos 1997]). 
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W niniejszej pracy model regresji zostanie zastosowany do analizy procesu pro-
dukcyjnego, tzn.: 

yi = f(xi) + εi, i = 1, …, n, 

gdzie: yi – produkcja i-tej jednostki gospodarczej (firmy); 
 f – funkcja produkcji (charakteryzuje technologię), 
 xi = (xi1, …, xiK) – wielkości nakładów i-tej firmy, 
 εi – reprezentuje odchylenie i-tej firmy od granicy produk-

cyjnej. 
Implikuje to konieczność przedstawienia kolejnych procedur estymacji funkcji 

regresji stosowanych w tym obszarze. Sprawa wiąże się z interpretacją składnika 
losowego jako odchylenia od granicy produkcyjnej. Jeśli źródłem owych odchyleń 
jest jedynie tzw. nieefektywność techniczna jednostek gospodarczych, to zakłada się, 
że odchylenia muszą być niedodatnie10. Są to tzw. modele graniczne (frontier mo-
dels). Jeśli za kryterium optymalizacji odchyleń wybierzemy ponownie minimaliza-
cję sumy ich kwadratów, otrzymujemy jedną z postaci tzw. metody PP11: 

                                                        2

, , 1
min

n

i
iε α β
ε

=
∑   Z.3 

yi = α + βTxi + εi, εi ≤ 0 ∀i = 1, …, n. 

Z postaci powyższego programu wynika, że metoda ta jest stosowana w linio-
wym modelu regresji12. Czy jest jednak jakiś jej odpowiednik, który mógłby zostać 
zastosowany dla modelu regresji nieparametrycznej? Odpowiedź na to pytanie zosta-
ła udzielona dopiero w roku 2010. W pracy [Kuosmanen, Johnson 2010,  
s. 152] przedstawiono następujące twierdzenie. 

Twierdzenie 2.2 Oceny εi
DEA, dla i = 1, …, n, stanowią rozwiązanie optymalne 

programu postaci: 

 2

, , 1
min

n

i
iε α β
ε

=
∑   Z.4 

yi = αi + βi
Txi + εi, βi ≥ 0, εi ≤ 0 

αi + βi
Txi ≤ αh + βh

Txi ∀ h, i = 1, …, n, 

gdzie: εi
DEA = (1–θi

DEA)yi ∀i = 1, ..., n.  
                    

10 Zaobserwowana produkcja i-tej firmy yi jest wtedy nie większa od f(xi), czyli maksymalnej 
produkcji, możliwej do uzyskania z zaobserwowanych ilości nakładów. 

11 Z ang. Parametric programming (nie mylić z pojęciem programowania parametrycznego przy-
jętym na gruncie badań operacyjnych). W pracach źródłowych [Aigner, Chu 1968] oraz [Timmer 
1971] postuluje się możliwość przyjęcia opcjonalnie, jako kryterium optymalizacji, minimalizacji 
sumy odchyleń. 

12 Ewentualnie dla parametrycznych modeli nieliniowych, sprowadzalnych do liniowych (funk-
cja produkcji Cobba-Douglasa lub Translog). 
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Wartości θi
DEA są to tzw. miary efektywności technicznej Farrella obliczone za 

pomocą metody DEA13 przez rozwiązanie zadania postaci: 

 
,

maxDEA
i θ λ
θ θ=  Z.5  

1 1 1
, , 1

n n n

i ji j i ji j ji
j j j

x x y yλ θ λ λ
= = =

≥ ≤ =∑ ∑ ∑  

θ ∈ R, λji ≥ 0, j = 1, ..., n (zmienne decyzyjne). 

Najważniejsze implikacje tego twierdzenia sformułowano we wniosku 2.1. 
Wniosek 2.1  
1. Metoda DEA jest nieparametrycznym odpowiednikiem14 wcześniej przedsta-

wionej wersji metody PP. 
2. Wyznaczając miary efektywności technicznej, wystarczy posłużyć się jednym 

programem z tezy twierdzenia 2.2. A nie, jak dotychczas, rozwiązywać n razy po-
wyższy program liniowy15. 

3. Twierdzenie to daje możliwość potraktowania DEA jako nieparametrycznej 
metody estymacji w modelu regresji nieparametrycznej. 

Na gruncie liniowego modelu regresji popularna jest również inna metoda esty-
macji, wykorzystywana w modelach granicznych, a mianowicie tzw. skorygowana 
MNK16 (SMNK). Jest to procedura dwuetapowa. W etapie pierwszym stosujemy 
zwykłą MNK, otrzymując m.in. reszty. Następnie, by spełnić postulat niedodatniości 
odchyleń, korygujemy je odpowiednio odejmując największą z reszt, tzn.: 

ˆ ˆ ˆmaxSMNK MNK MNK
i i hh
ε ε ε= −  ≤ 0 ∀i = 1, …, n. 

Za oceny parametrów przyjmujemy wartości uzyskane za pomocą MNK. Wyją-
tek stanowi stała, której ocena powstaje poprzez dodanie do jej oceny MNK maksy-
malnej reszty MNK. Nieparametryczny odpowiednik SMNK został podany również 
w pracy [Kuosmanen, Johnson 2010, s. 153–155] i jest znany pod nazwą skorygo-
wanej, wypukłej, nieparametrycznej MNK. Ponownie będziemy używać angielskie-
go skrótu C2NLS17. Procedura powstała przez analogię do SMNK. Różnica polega 

                    
13 DEA z ang. Data Envelopment Analysis. Zadanie Z.5 jest to tzw. model BCC w postaci ob-

wiedni, w orientacji na produkty, przy zmiennym efekcie skali (zob. np. [Cooper i in. 2006, s. 87]). 
14 Jest ona „graniczną” wersją CNLS. Na podobnej zasadzie PP jest „graniczną” wersją MNK. 
15 Niestety jest to pozorny postęp. Okazuje się bowiem, że rozwiązywanie tego programu trwa 

najczęściej dłużej niż odpowiednich n programów liniowych (zob. [Kalvelagen 2004]). 
16 Z ang. Corrected Least Squares, mylona często z metodą PP. Jej początki sięgają roku 1957  

i związane są z dyskusją zawartą w pracy [Farrell 1957, s. 282–290]. Zgodność estymatora uzyskane-
go tą metodą, przy odpowiednich założeniach narzuconych na składniki losowe, została dowiedziona 
w roku 1980 (praca [Greene 1980]). 

17 Z ang. Corrected CNLS.  



Artur Prędki 370 

tylko na tym, że w etapie I do uzyskania reszt wykorzystujemy CNLS – nieparame-
tryczny odpowiednik MNK. 

3. Problemy związane z użyciem metod nieparametrycznych 

Jak zaznaczono we wstępie, metody estymacji będziemy tu traktować jako zadania 
optymalizacyjne. W związku z tym skupimy się na problemach18 związanych z za-
stosowaniem programowania matematycznego do rozwiązania zadań Z.2 i Z.4 repre-
zentujących metody nieparametryczne. W źródłowych pracach stwierdza się, że są to 
standardowe zadania z zakresu programowania kwadratowego, dla których dostępne 
są liczne pakiety służące ich optymalizacji (zob. praca [Kuosmanen 2008, s. 312 – 
przypis 1]).  

Weźmy pod uwagę, dla przykładu19, zadanie Z.2 i przedstawmy na początek kil-
ka oczywistych faktów: 
– jest w nim (K + 2) ⋅ n zmiennych decyzyjnych, 
– zawiera ono n2 istotnych warunków ograniczających oraz K⋅ n warunków brze-

gowych20, 
– jedynie n warunków ograniczających zawiera swobodne, znane stałe21, 
– macierz funkcji celu, jako formy kwadratowej, jest osobliwa22. 

Dwa pierwsze podpunkty wskazują wyraźnie, że problem może mieć duże 
rozmiary i w związku z tym część ogólnodostępnych pakietów optymalizacyjnych 
może nie być przygotowana na jego rozwiązanie23. Są oczywiście dostępne proce-
dury, również bezpłatne, które rozwiązują zadania tych rozmiarów. Jednak wiel-
kość problemu połączona z dwoma ostatnimi z wymienionych faktów może spo-
wodować trudności z odwracaniem macierzy dużych rozmiarów (często bliskich 
                    

18 Istnieją też liczne problemy natury statystycznej, np. słabo poznane własności odpowiednich 
estymatorów nieparametrycznych. Poważny problem stanowi także brak postaci ich rozkładów 
(choćby asymptotycznych) oraz związane z tym faktem trudności w przeprowadzeniu wnioskowania 
statystycznego (testowanie hipotez, obliczanie ocen przedziałów ufności dla miar efektywności tech-
nicznej). Szczegóły w pracach [Kuosmanen 2008; Kuosmanen, Johnson 2010; Kuosmanen, Korte-
lainen 2012]. 

19 Rozumowanie dla zadania Z.4 przebiega analogicznie, ponieważ różni się ono od Z.2 jedynie 
znakami nałożonymi na reszty.  

20 Dzięki nieujemnym znakom „beta” estymanta „kawałkami liniowa” jest funkcją niemalejącą. 
Pomijamy n nieistotnych warunków ograniczających dla h = i (są to tożsamości). 

21 Wartości yi w warunkach dotyczących reszt. Właściwie warunki te można pominąć, zapisując 
je w postaci: yi – αi + βi

Txi = εi i podstawiając ich lewe strony do funkcji celu za „reszty”. 
22 Większość jej minorów głównych również (podstawienie opisane w przypisie 21 nie zmienia 

tego faktu). 
23 Na przykład dodatek Solver w Excelu. Autorzy podają wprawdzie odnośnik do strony z pro-

gramem liczącym działającym w ramach pakietu Matlab, jednak zawiera on błędy w kodzie i nie 
generuje rozwiązania optymalnego po wstawieniu danych. Co do wielkości problemu, to w części 
empirycznej tej pracy rozważamy grupę 32 obiektów (n), które z 3 nakładów (K) wytwarzają jeden 
produkt. Występuje tu więc 160 zmiennych decyzyjnych (5⋅32), 1024 warunki ograniczające (32⋅32) 
oraz 96 warunków brzegowych (3⋅32). 



Spojrzenie na metody estymacji w modelach regresyjnych...   
 

371 

macierzom osobliwym). Może również dojść do degeneracji rozwiązań optymal-
nych albo ich wielości, co rodzi problemy z jednoznacznością otrzymanych wyni-
ków24. Przyznają to zresztą sami autorzy zadania, np. w pracy [Kuosmanen 2008,  
s. 314]. Jednocześnie stwierdzają, że reszty wyznaczone są jednoznacznie, brak jest 
jednak uzasadnienia tego faktu. Poniżej przedstawiono więc dowód jednoznaczno-
ści uzyskanych reszt, który jest wkładem własnym autora niniejszego opracowania.  

Twierdzenie 3.1 Wartości optymalne εi
*, uzyskane w wyniku rozwiązania zada-

nia Z.2 lub Z.4, są wyznaczone jednoznacznie. 
Dowód: (nie wprost) Załóżmy, że mamy dwa rozwiązania optymalne Z.2 o róż-

nych resztach oznaczone przez [α1, vec(β1)′, ε1], [α2, vec(β2)′, ε2], gdzie25: 

α1 = [α11, … , αn1], α2 = [α12, … , αn2], ε1 = [ε11, … , εn1], ε2 = [ε12, … , εn2], 

β1 = 
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Oznacza to w szczególności, że istnieją dwa różne rozwiązania dopuszczalne 
tego problemu. Na mocy wypukłości zbioru rozwiązań dopuszczalnych Z.2 (łatwe) 
istnieje rozwiązanie dopuszczalne różne od nich, będące ich kombinacją wypukłą. 
Bardziej formalnie: 

∃λ∈(0,1): λ[α1, vec(β1)′, ε1] + (1–λ)[α2, vec(β2)′, ε2]  
 rozwiązanie dopuszczalne Z.2.  (&) 

Dowiedziemy teraz następującego lematu. 
Lemat 3.1 ∀λ∈[0,1]: kombinacja wypukła λ[α1, vec(β1)′, ε1] + (1–λ) 

[α2, vec(β2)′, ε2] rozwiązań optymalnych jest rozwiązaniem optymalnym Z.2. 
Dowód lematu: Funkcja celu Z.2, jako suma kwadratów „reszt”, jest funkcją 

wypukłą. Oznacza to, z definicji wypukłości, że: 

( ) ( )2 2 2
1 2 1 2

1 1 1
1 1 .

n n n

i i i i
i i i

λε λ ε λ ε λ ε
= = =

 + −  ≤ + − ∑ ∑ ∑  

Z optymalności obu rozwiązań wynika, że: 

 2 2
1 2

1 1
.

n n

i i
i i
ε ε

= =

=∑ ∑   (#) 

A to oznacza, że prawa strona powyższej nierówności redukuje się i uzyskujemy:  

 
( ) 2 2 2

1 2 1 2
1 1 1

1 .
n n n

i i i i
i i i

λε λ ε ε ε
= = =

 + −  ≤ = ∑ ∑ ∑  (*) 

                    
24 Brak jednoznaczności przekłada się na niejednoznaczność estymanty f oraz jej charakterystyk. 

Prowadzi to do ich nieidentyfikowalności na gruncie statystycznym.  
25 vec(⋅) jest operatorem ustawiającym kolumny macierzy jedna pod drugą. 
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Z drugiej strony, jak wspomniano wcześniej, rozważana kombinacja wypukła 
należy do zbioru rozwiązań dopuszczalnych, na mocy jego wypukłości. Z opty-
malności obu rozwiązań oraz faktu, że funkcja celu jest minimalizowana, wynika 
wtedy następująca nierówność: 

  ( ) 2 2 2
1 2 1 2

1 1 1
1 .

n n n

i i i i
i i i

λε λ ε ε ε
= = =

 + −  ≥ = ∑ ∑ ∑     (**) 

Korzystając z (*) oraz (**), uzyskujemy ostatecznie równość: 

 ( ) 2 2 2
1 2 1 2

1 1 1
1

n n n

i i i i
i i i

λε λ ε ε ε
= = =

 + −  = = ∑ ∑ ∑  c.b.d.o. 

Powracając do dowodu twierdzenia 3.1, rozpiszmy odpowiednio lewą stronę 
powyższej równości, korzystając z własności operatora sumowania oraz wzoru skró-
conego mnożenia: 

2 2
1

1

n

i
i

λ ε
=

 
+ 

 
∑ ( ) ( )2 2 2

1 2 2 1
1 1 1

2 1 1 .
n n n

i i i i
i i i

λ λ ε ε λ ε ε
= = =

   
− + − =   

   
∑ ∑ ∑  

Przenieśmy następnie wszystko na prawą stronę i zapiszmy w postaci: 

( ) ( ) ( )22 2 2
1 1 2 2

1 1 1
1 2 1 1 0.

n n n

i i i i
i i i

λ ε λ λ ε ε λ ε
= = =

     
− − − − − =     

     
∑ ∑ ∑  

Wyłączmy wspólny czynnik (1 – λ) przed nawias: 

( ) ( ) ( )2 2
1 1 2 2

1 1 1
1 1 2 1 0.

n n n

i i i i
i i i

λ λ ε λ ε ε λ ε
= = =

      
− + − − − =      

      
∑ ∑ ∑

 
Po wymnożeniu wyrażeń w nawiasie „wąsatym” i odpowiednim ich pogrupowa-

niu otrzymujemy: 

( ) 2 2 2 2
1 1 2 2 1 2

1 1 1 1 1
1 2 0.

n n n n n

i i i i i i
i i i i i

λ λ ε λ ε ε λ ε ε ε
= = = = =

       
− − + + − =      

      
∑ ∑ ∑ ∑ ∑  

Ostatnia różnica, na mocy (#), redukuje się do zera. Z pozostałej części zaś wy-
ciągamy przed nawias λ: 

( ) 2 2
1 1 2 2

1 1 1
1 2 0.

n n n

i i i i
i i i

λ λ ε ε ε ε
= = =

   
− − + =  

   
∑ ∑ ∑  

Ponownie korzystamy z własności operatora sumowania oraz wzoru skróconego 
mnożenia, otrzymując: 

 ( ) ( )2
1 2

1
1 0.

n

i i
i

λ λ ε ε
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∑  ($) 
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Na mocy początkowego (&), powyższego ($) oraz nieujemności wyrażenia kwa-
dratowego uzyskujemy: 

∀i ∈ {1, ..., n}: εi1 = εi2. 

Co daje szukaną sprzeczność z początkowym założeniem.                         c.b.d.o. 
Dowód dla zadania Z.4 przebiega analogicznie. Oznacza to, że reszty uzyskane 

metodą CNLS (Z.2) lub DEA (Z.4) są jednoznacznie wyznaczone. Można dzięki 
temu, korzystając z tych metod, wyznaczyć jednoznacznie estymantę funkcji pro-
dukcji f. Niestety nie oznacza to bynajmniej, że wartości optymalne pozostałych 
zmiennych decyzyjnych są wyznaczone jednoznacznie. A to sprowadza się do braku 
identyfikowalności charakterystyk funkcji produkcji (zob. przypis 24). Przypomnij-
my na koniec, że kwestia jednoznaczności jest tylko jednym z problemów, o których 
wspomniano w tej części pracy. W części empirycznej opracowania autor powróci 
do problemu osobliwości macierzy formy kwadratowej, podając pewną propozycję 
numeryczną jego rozwiązania. 

4. Część empiryczna 

Wykorzystano dane rzeczywiste z roku 1995 dotyczące 32 polskich elektrowni  
i elektrociepłowni, pochodzące z pracy [Osiewalski, Wróbel-Rotter 2002]. Jest to 
grupa jednostek produkcyjnych, których efektywność techniczną będziemy analizo-
wać. Jako nakłady przyjęto: 
– kapitał (wartość brutto środków trwałych liczona w zł); 
– pracę (liczba pracowników); 
– energię wsadu ( liczoną w TJ). 

Produktem działalności jednostek jest wytworzona energia (liczona w TJ26).  
Do celów implementacji nieparametrycznych metod estymacji CNLS (Z.2) oraz 

DEA (Z.4) wykorzystano procedurę „solve.QP”, dostępną w środowisku darmowym 
R. W tym celu konieczne stało się „sztuczne” uchylenie osobliwości formy kwadra-
towej będącej funkcją celu (zob. problemy opisane w części trzeciej pracy). Na prze-
kątnej macierzy wspomnianej formy w miejsce zer wpisano liczby rzędu 10-10. Po 
tych zmianach funkcja celu przyjmuje postać: 

2 10 2 2

, , 1 1 1
min 10 .

n n K

i i ik
i i kα β ε
ε α β−

= = =

   
+ +   

   
∑ ∑ ∑

 
Dzięki temu zabiegowi procedura ta działa27 i uzyskujemy rozwiązania optymal-

ne zadań Z.2 i Z.4. W naszym przykładzie empirycznym czynnik w nawiasie przy 

                    
26 1GWh = 3,6TJ (teradżul).  
27 W przeciwnym wypadku pojawiają się komentarze o osobliwości macierzy formy kwadrato-

wej bądź o braku wiążących warunków ograniczających. Dotyczy to również innych, sprawdzonych 
przez autora procedur („ipop”, „lsei” w języku R oraz „QProg” w języku macierzowym Gauss).   
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potędze 10-10 jest rzędu 109, a więc dodatkowy składnik w funkcji celu jest rzędu  
10-1. Jest to wielkość znikoma w porównaniu z drugim składnikiem funkcji celu, 
którym jest suma kwadratów reszt (rząd 109). Opisany wyżej zabieg nie wpływa 
więc istotnie na wartość funkcji celu, stąd procedura jest poprawna od strony nume-
rycznej28. Przejdźmy więc do wyników zestawionych w tabelach pierwszej i drugiej 
(kolejność obiektów w tabelach wg malejącej wielkości produkcji). 
Tabela 1. Wyniki dla metod CNLS i C2NLS 

Źródło: opracowanie własne. 

                    
28 Umieszczanie tzw. sztucznych czy komputerowych zer w odpowiednich miejscach kodów 

programu jest zabiegiem dość powszechnym. 

I εi αi βi1 βi2 βi3 εi_skoryg. 
1 3560,89 444,47 8,2006 0,0000 0,1764 –2388,737 
2 250,43 –13,94 10,1169 0,0134 0,0000 –5699,194 
3 3702,96 822,00 5,7843 0,0018 0,2007 –2246,667 
4 5949,63 2618,36 16,6057 0,0000 0,0000 0 
5 –8543,68 1127,04 6,0079 0,0000 0,2210 –14493,3 
6 –3500,78 2026,35 5,3813 0,0043 0,1614 –9450,409 
7 –3963,23 2026,37 5,3813 0,0043 0,1614 –9912,859 
8 1049,93 362,69 3,6996 0,0000 0,4731 –4899,698 
9 3768,16 1127,04 6,0079 0,0000 0,2210 –2181,47 

10 –4820,62 879,75 5,7787 0,0023 0,1897 –10770,24 
11 643,59 –83,58 2,9428 0,0035 0,4829 –5306,034 
12 –2533,70 1009,01 6,1484 0,0000 0,2184 –8483,325 
13 –2883,34 879,74 5,7787 0,0023 0,1897 –8832,967 
14 3080,18 765,76 5,8033 0,0016 0,2060 –2869,451 
15 5400,04 92,61 6,2610 0,0038 0,1780 –549,591 
16 –553,65 –807,86 6,7549 0,0088 0,1194 –6503,278 
17 –388,57 –807,87 6,7549 0,0088 0,1194 –6338,197 
18 1371,65 168,13 6,2432 0,0043 0,1679 –4577,972 
19 0,00 –151,32 0,3401 0,0000 0,8320 –5949,626 
20 614,79 –807,86 6,7549 0,0088 0,1194 –5334,834 
21 –2027,64 765,76 5,8033 0,0016 0,2060 –7977,265 
22 –1974,08 –1060,84 7,0453 0,0077 0,1301 –7923,706 
23 2028,84 –8,35 9,5560 0,0000 0,1572 –3920,787 
24 430,16 –61,67 5,9602 0,0000 0,3433 –5519,467 
25 –405,53 –1060,84 7,0453 0,0077 0,1301 –6355,155 
26 –655,74 –1082,13 7,0284 0,0077 0,1329 –6605,363 
27 –628,77 –997,20 5,6494 0,0050 0,2893 –6578,394 
28 –9,58 –1082,13 7,0284 0,0077 0,1329 –5959,206 
29 695,90 –997,20 5,6494 0,0050 0,2893 –5253,726 
30 319,26 –1044,65 7,3187 0,0099 0,1002 –5630,37 
31 0,00 –96,38 0,0000 0,0420 0,1400 –5949,626 
32 22,59 –541,46 0,0000 0,0173 0,5560 –5927,033 
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Tabela 2. Wyniki dla metody DEA 

i εi
DEA θi

DEA αi βi1 βi2 βi3 
1 0,00 1,0000 6518,96 5,9924 0,0000 0,2146 
2 0,00 1,0000 –36,31 8,6483 0,0220 0,0000 
3 0,00 1,0000 1599,31 3,0055 0,0019 0,4812 
4 0,00 1,0000 5507,82 18,5763 0,0000 0,0000 
5 –12891,67 1,3793 6633,22 5,6093 0,0000 0,2224 
6 –8403,69 1,2491 10162,82 4,3443 0,0067 0,1288 
7 –8986,77 1,2794 10163,15 4,3443 0,0067 0,1288 
8 0,00 1,0000 638,66 1,6371 0,0004 0,6911 
9 –815,43 1,0285 6633,22 5,6093 0,0000 0,2224 

10 –9752,29 1,3417 6620,29 5,5723 0,0004 0,2162 
11 0,00 1,0000 –189,38 0,0000 0,0000 0,8960 
12 –7481,62 1,3792 6633,22 5,6093 0,0000 0,2224 
13 –8063,59 1,4511 6620,29 5,5723 0,0004 0,2162 
14 –387,25 1,0233 1734,63 3,3285 0,0000 0,5003 
15 0,00 1,0000 323,12 18,5266 0,0000 0,0609 
16 –3302,32 1,2156 3227,33 2,8483 0,0155 0,1709 
17 –3333,69 1,2277 –1155,45 5,6194 0,0258 0,0720 
18 0,00 1,0000 205,10 0,0000 0,0012 0,8505 
19 –342,38 1,0336 –208,35 0,0000 0,0000 0,8973 
20 –474,32 1,0469 –1155,45 5,6194 0,0258 0,0720 
21 –4260,55 1,4529 1451,02 3,0569 0,0014 0,4947 
22 –6267,13 1,6991 –1155,45 5,6194 0,0258 0,0720 
23 0,00 1,0000 –5,53 9,9726 0,0000 0,3548 
24 –1360,61 1,2084 –282,84 0,4847 0,0000 0,8604 
25 –1359,38 1,2774 –1155,45 5,6194 0,0258 0,0720 
26 –1953,60 1,4309 –740,73 4,5472 0,0087 0,4037 
27 –1658,23 1,3708 –557,65 1,6610 0,0028 0,7335 
28 –739,73 1,1672 –1225,62 5,6323 0,0254 0,0829 
29 0,00 1,0000 –2121,62 8,4928 0,0199 0,1264 
30 0,00 1,0000 –1155,45 5,6194 0,0258 0,0719 
31 0,00 1,0000 –491,20 0,0000 0,0530 0,0907 
32 0,00 1,0000 –208,35 0,0000 0,0000 0,8973 

Źródło: opracowanie własne. 

Zwróćmy uwagę, że na 32 obiekty są jedynie 23 różne zestawy współczynników 
αi, βi1, βi2, βi3 (por. np. zestawy dla jednostek 6-7, czy 16-17-20). Jest to ogólna pra-
widłowość, o której wspomina się również w źródłowej pracy [Kuosmanen 2008,  
s. 315]. Oznacza to, że „kawałkami liniowy” estymator funkcji f nie składa się zwy-
kle z tylu segmentów, ile jest obiektów. Upraszcza to sposób jego obliczania dla 
danego zestawu nakładów. Przypomnijmy jednak, że otrzymane wartości współ-
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czynników nie są często jednoznacznie wyznaczone29 (wielość rozwiązań optymal-
nych), w przeciwieństwie do reszt (zob. twierdzenie 3.1). W ostatniej kolumnie znaj-
dują się tzw. reszty skorygowane, otrzymane w wyniku zastosowania metody 
C2NLS. Są to mierniki nieefektywności poszczególnych obiektów z zakresu [0, +∞), 
a więc nieunormowane. Zwykle tylko jedna jednostka, odpowiadająca maksymalnej 
reszcie CNLS, jest efektywna technicznie. Jej reszta skorygowana wynosi wtedy 
zero. W naszym przypadku jest to elektrociepłownia nr 4.  

W przypadku metody DEA zweryfikowano poprawność uzyskanych wyników 
dzięki zależności30:  

εi
DEA = (1 – θi

DEA)yi, i = 1, ..., n. 

Zgodnie z punktem drugim wniosku 2.1 obliczono wartości θi
DEA, rozwiązując 

n razy program liniowy Z.5. Następnie, z powyższej zależności, uzyskano nieza-
leżnie wartości εi

DEA, które okazały się w pełni zgodne z tymi zawartymi w tabeli 2 
(uzyskanymi w wyniku rozwiązania zadania Z.4). Ponownie występują 23 różne 
zestawy współczynników. Jest to jednak raczej zwykły przypadek, ponieważ mają 
one inne wartości i są inaczej rozłożone (identyczne zestawy mają np. obiekty  
o nr. 5-9-12 czy 17-20-22-25-30). Przypomnijmy, że miernikiem efektywności  
w metodzie DEA jest zwykle θi

DEA. W naszym przypadku można też użyć jego 
addytywnego odpowiednika εi

DEA. Jest 13 obiektów efektywnych technicznie, czyli 
takich, dla których θi

DEA = 1 (lub alternatywnie εi
DEA = 0). 

5. Zakończenie 

Jak powiedziano już wielokrotnie, w pracy tej podchodzimy do zagadnienia estyma-
cji funkcji regresji i wyznaczenia reszt od strony programowania matematycznego, 
omawiając typowe problemy związane z użyciem tego typu narzędzia. Wspominamy 
jedynie o zgodności estymatorów uzyskanych przedstawionymi w pracy metodami. 
Metody o charakterze nieparametrycznym (tzn. CNLS, C2NLS, DEA) wymagają 
jednak szczegółowego opracowania od strony statystycznej, tzn.: 
– analizy różnych własności statystycznych estymatorów, w zależności od przy-

jętych założeń modelowych, 
– wyprowadzenia postaci asymptotycznych rozkładów odpowiednich estymato-

rów lub alternatywnie opracowania zgodnych procedur bootstrapowych w celu 
umożliwienia wnioskowania statystycznego (zob. przypis 18), 

– porównania z ich odpowiednikami parametrycznymi (tzn. MNK, SMNK, PP) 
na gruncie odpowiednich modeli symulacyjnych lub przykładów empirycz-
nych. 

                    
29 W omawianym przykładzie autorowi udało się to empirycznie potwierdzić, tzn. uzyskano inny 

zestaw odpowiednich współczynników dający tę samą, optymalną wartość funkcji celu. 
30 Zobacz zależność w twierdzeniu 2.2, poniżej zadania Z.4.  
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Powyższe postulaty wskazują najważniejsze kierunki przyszłych badań autora w 
tym temacie31. 
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MATHEMATICAL PROGRAMMING PERSPECTIVE 
ON ESTIMATION METHODS FOR REGRESSION MODELS 

Summary: In the paper selected estimation methods (OLS, COLS and the PP method) for 
linear regression models are reminded. They are presented as appropriate mathematical pro-
gramming assignments. Thus we treat them purely deterministic as optimization problems of 
operations research. Next, we present their less popular counterparts, which have recently 
been employed in nonparametric regression models. Numerical and identification problems 
connected with solving these assignments are discussed. In the empirical part of the paper 
we apply the nonparametric approach and present the results obtained for some real-world 
data.  

Keywords: nonparametric regression, estimation methods, mathematical programming. 


