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ODKRYWANIE REGUL ASOCJACYJNYCH
Z. TRANSAKCYJNYCH BAZ DANYCH

Streszczenie: W metodologii drazenia danych ekstrakcja regut asocjacyjnych z duzych baz
danych jest popularna i wysoko rozwinigta metoda odkrywania nieznanych zwiazkdéw pomig-
dzy zmiennymi. Zaprezentowany w niniejszej pracy algorytm Apriori jest przeznaczony do
znalezienia powiazan pomigdzy produktami zarejestrowanymi przez systemy transakcyjne w
sklepach wielkopowierzchniowych. Posiadanie takiej wiedzy moze by¢ z powodzeniem wy-
korzystane do zarzadzania rozmieszczeniem produktéw na potkach w sklepie, opracowania
pakietow promocyjnych, sugerowania sprzedazy dodatkowej czy badan poréwnawczych
sklepow.

Stowa kluczowe: reguly asocjacyjne, algorytm Apriori, drazenie danych, analiza koszyka
zakupow.

1. Wstep

Nauka wyodrgbniania przydatnych informacji z duzych zbioréw danych (baz da-
nych) jest znana jako drazenie danych (data mining). Jest to nowa interdyscyplinar-
na dziedzina nauki, ktéra mozna zakwalifikowaé¢ do nauk matematycznych. Swoje
podstawy czerpie z matematyki (statystyki) oraz informatyki (bazy danych, progra-
mowanie, przetwarzanie informacji). Wszystkie one zwiazane sa z okre$lonymi
aspektami analizy danych, jednak kazda ma wyrazny ksztalt, podkreslajac szczegol-
ne problemy i typy rozwiazan.

Poniewaz drazenie danych wspotgra z szerokimi typami tematow nauki o kompu-
terach i statystyce, nie jest mozliwe, aby wymieni¢ petny materiat w tej pracy. Biorac
to pod uwagg, autor skupit si¢ na zagadnieniach fundamentalnych. W celu zrozumie-
nia istoty regut asocjacyjnych (association rules) potrzebna jest znajomo$¢ rachunku
prawdopodobienstwa, algebry liniowej, optymalizacji 1 estymacji parametrow.

Dostgpnos¢ szczegotowych informacji na temat transakcji klienta doprowadzita
do rozwoju technik umozliwiajacych wyszukiwanie asocjacji pomigdzy elementami
zapisanymi w bazie danych. Za przyktad moze postuzy¢ baza danych sklepu, ktory
korzysta ze skanerow kodow kreskowych. W tym przypadku bedzie to tzw. analiza
koszykowa (market basket analysis), ztozona z duzej liczby transakcji. Kazda trans-
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akcja reprezentuje jednego anonimowego klienta. Kierownicy sklepow, analitycy
sprzedazy byliby zainteresowani tym, czy pewne grupy produktéw konsekwentnie
sa nabywane razem. Informacje tego typu moglyby by¢ z powodzeniem wykorzysta-
ne do odpowiedniego rozmieszczenia na potkach sklepowych, organizowania pro-
mocji zbiorowych, projektowania katalogdéw promocyjnych oraz utworzenia profi-
16w klientow.

W zbiorze danych opisujacych klientow supermarketu wzorcem moze by¢: ,,10%
klientow, ktdrzy kupili wino, kupuje ser”, firmy telekomunikacyjnej zas: ,,jezeli alar-
my A i B zdarzaja si¢ w ciagu 30 sekund dla kazdego z nich, to alarm C zdarzy si¢ w
ciagu 60 sekund z prawdopodobienstwem 0,5”, z kolei w logach odwiedzin strony
internetowej wzorzec mozemy okresli¢ nastgpujaco: ,,jezeli osoba odwiedzi strong
Onet.pl, jest 60% szansy, iz osoba ta odwiedzi stron¢ Poczta.onet.pl”. W kazdym z
tych przypadkéw wzorcem jest potencjalnie interesujacy ,,kawalek™ zaleznosci o
czesci ze zbioru danych.

Jakie sa sposoby znalezienia wzorcow w bazie danych? W wysoko jednorod-
nych, matych zbiorach danych, o niskiej ztozonos$ci informacji, stosowana jest me-
toda trywialna (trivial method), polegajaca na znalezieniu wszystkich mozliwych
kombinacji. Wyzej opisane wlasciwosci zbioru danych powoduja, iz zastosowanie
tej metody jest zadowalajace — takze dla z gory znanych zalezno$ci lub dla matej
liczby wzorcow. Jednak w miarg wzrostu liczby produktow liczba wzorcoOw wzrasta
kwadratowo (rys. 1). Moze si¢ to okaza¢ czasochtonne i nieefektywne pod katem
interpretacji ekonomicznej. Na przyktad dla bazy danych transakcji 1000 produktow
bedzie to 499,5 tys. wzorcow'. W przypadku obrazow czy sekwencji alarmow poten-
cjalnie liczba mozliwych wzorcow jest nieskonczona.
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Rys. 1. Efektywnos¢ metody trywialnej

Zrodlo: opracowanie wlasne.

! Policzone na podstawie wzoru (1); wzory znajduja si¢ na koncu artykutu.
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Jezeli wzorce bytyby kompletnie niepowiazane ze soba, nie bytoby wyboru poza
trywialna metoda. Czgsto zbidr wzorcoéw ma duza liczbe struktur i nalezy skorzystaé
z niej w celu zdefiniowania poszukiwan. Zazwyczaj istnieje ogolna relacja pomig-
dzy wzorcami. Wzorzec a jest bardziej ogolnikowy niz wzorzec B, jezeli kiedykol-
wiek w zbiorze danych pojawia si¢ B, wystepuje takze a. Na przyktad wzorzec ,,Co
najmniej 10% klientow kupuje wino” jest w wigkszym stopniu ogodlny niz wzorzec
»Przynajmniej 5% klientow kupuje wino i ser”. Uzycie takiego uogolnienia relacji
pomigdzy wzorcami prowadzi do prostego algorytmu znalezienia wszystkich wzor-
cow okreslonego typu w bazie danych.

2. Definicja reguly asocjacyjnej

Reguta asocjacyjna dostarcza informacji w formie stwierdzenia ,,jezeli — to” (if —
then), ktore dzieli si¢ na dwie czesci: poprzednika ,,jezeli” (antecedent) oraz nastep-
nika (consequent) — ,,to”. W przeciwienstwie do reguty logicznej ma cechy probabi-
listyczne. Reguta jest policzalna w postaci dwoch miernikow, wyrazajacych stopien
niepewnosci o regule.

Pierwszym miernikiem jest wsparcie reguly (support), ktore jest liczba transak-
cji zawierajacych jednoczesnie poprzednik i nastepnik. W pracy wykorzystano takze
wspolczynnik wsparcia (support ratio), dany wzorem:

N
support{A — B} = %.

Drugim miernikiem jest wspétezynnik ufnosci (confidence ratio), bedacy sto-
sunkiem liczby transakcji zawierajacych wszystkie transakcje poprzednika i nastgp-
nika do liczby transakcji zawierajacych poprzednika, dany wzorem:

N,

—B
confidence{A — B} = Nisp __ N _support{A — B}
N, N, support{A}
N

Na przyktad jezeli baza danych supermarketu ma zapisanych 100 000 transakcji,
z ktorych 2000 zawiera produkty A i B oraz 800 z nich posiada takze produkt C, re-
guta asocjacyjna ,,Jezeli A i B zostaly kupione, to produkt C wystapi w tej samej
transakcji” ma wspotczynnik wsparcia rowny 0,8% (800/10000) i wspotczynnik za-
ufania 40% (800/2000). Niski poziom wsparcia (jedna transakcja na 100 tys.) $wiad-
czy o tym, ze okreslona reguta jest nieistotna lub w danych wystepuja btedy (zob.
[Weichbroth, Korczak 2006]). Wspotczynnik wsparcia jest prawdopodobienstwem
zdarzenia, iz losowo wybrana transakcja z bazy danych bgdzie zawiera¢ poprzednik
i nastepnik, wspotczynnik zaufania za$ jest warunkowym prawdopodobienstwem, iz
przypadkowo wybrana transakcja bedzie zawierata wszystkie z gory okreslone ele-
menty nastgpnika w stosunku do poprzednika.
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3. Generowanie regul asocjacyjnych ze zbioru danych

Menedzger sklepu ABC chciatby wiedzie¢, ktore produkty sa sprzedawane razem i jak
silna jest zalezno$¢ mi¢dzy nimi. Pozwoli mu to na przygotowanie ulotki promocyjnej
(retail promotion leaflet), gdzie znajda si¢ produkty o najwyzszym powiazaniu. Ta-
bela 1 jest uproszczonym modelem transakcji sprzedazy wykorzystanym do analizy.

Tabela 1. Uproszczony model transakcji sprzedazy sklepu ABC

Id transakcji Kod produktu

1 1 2 5

2 2 4

3 2 3

4 1 2 4

5 1 3

6 2 3

7 1 3

8 1 2 3 5
9 1 2 3

Zrédto: [Patel 2003].

Pokazanych zostato 9 transakcji sprzedazy, z ktorych kazda jest zapisem zaku-
pionych produktow (np. w transakcji pierwszej anonimowy klient zakupit produkty
o kodach 1, 2, 5). Zal6zmy, iz beda brane pod uwage wytacznie reguty asocjacyjne,
majace wsparcie co najmniej 2 (wspdtczynnik wsparcia 22%, 2/9). W ten sposob
przyjety zostal prog odcigcia (cut-off), ktory okreslany jest arbitralnie, ze wzgledu
na przedmiot badania i subiektywna oceng poziomu istotnosci parametréw badania.
Tabela 2 pokazuje wsparcie dla ,,czgstych” zbiorow produktow, policzonych na pod-
stawie danych z tab. 1.

Tabela 2. Wsparcie dla regul asocjacyjnych

Zbior Wsparcie Zbior Wsparcie
{1} 6 {1,3} 4
{2} 7 {1, 5} 2
{3} 6 {2, 3} 4
{4} 2 {2,4} 2
{5} 2 {2,5} 2
{1, 2} 4 {1,2,3} 2
{1,2,5} 2

Zrodlo: opracowanie whasne na podstawie [Patel 2003].
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Raz utworzona lista wszystkich zbioréw, majacych wymagane wsparcie, pozwa-
la wyselekcjonowac te reguty, ktore maja pozadang wielko$¢ zaufania. Kazdy pod-
zbiodr ze zbioru musi wystapi¢ co najmniej tyle razy, ile razy wystegpuje caly zbior, a
takze znajdowac¢ si¢ na liscie. Na przyktad zbior {1, 2, 5} mozna podzieli¢ na trzy
podzbiory {1}, {2} i {5}, ktére odpowiednio maja wsparcie 6, 7 i 2. Caty zbior {1,
2, 5} ma wsparcie 2 — tym samym zachowany jest opisany powyzej warunek. Tabe-

la 3 przedstawia wspotczynniki ufnosci dla mozliwych regut asocjacyjnych zbioru
{1, 2,5}.

Tabela 3. Reguty asocjacyjne i ich wspotczynniki zaufania

Reguta Wspotezynnik ufnosci
{1,2} => {5} 50% (2/4)
(1,5 = {2} 100% (2/2)
{2,5}=> {1} 100% (2/2)

{1} =>{2,5} 33% (2/6)
2y =>{1,5} 29% (2/7)
{5} =>{1,2} 100% (2/2)

Zrodlo: opracowanie wlasne.

W przypadku progu odcigcia 80% dla wspotczynnika ufnosci tylko druga, trze-
cia i ostatnia reguta miatyby znaczenie.

Przy z gory przyjetych zalozeniach co do wsparcia i zaufania dla regut asocjacyj-
nych problem znalezienia takich regut zostat podzielony na dwa etapy. W pierwszym
zostaly znalezione wszystkie zbiory z wymaganym wsparciem (okre$lane jako ,,czg-
ste” lub ,,duze”), w drugim za$ kroku zostaty wyodrgbnione reguty asocjacyjne, kto-
re maja zalozona wielko$¢ wspotczynnika zaufania.

4. Algorytm AprioriAll

Algorytm AprioriAll przedstawiony przez Agrawala i Srikanta (zob. [Agrawal, Sri-
kant 1994]) jest rozwigzaniem problemu poszukiwania sekwencyjnych wzorcow w
duzych bazach danych. Wzorzec (sekwencja) rozumiany jest jako uporzadkowany
zbior transakcji kazdego z klientow.

Glownym zatozeniem lezacym u podstaw algorytmu jest znalezienie wszystkich
wspolnych wzorow transakcji klientow zapisanych w bazie danych. Opisany pro-
blem jest podobny do problemu poszukiwania rzedu stow, ktore odpowiadaja dane-
mu regularnemu wyrazeniu (jak w przypadku linuksowego narzgdzia grep). Trudno-
Scia jest wybor wzorcow i efektywny proces wyszukiwania, ktore znajduja si¢ w
sekwencjach transakcji klientow.

Algorytm ma zastosowanie w bazach danych liczacych miliony rekordow (trans-
akcji sprzedazy). Sktada si¢ z pigciu faz, tj.: sortowania, tworzenia zbiorow, transfor-
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macji, szukania sekwencji 1 wydzielania maksimow. Pierwsza faza polega na posor-
towaniu bazy danych P na podstawie klucza glownego id-klienta oraz klucza
czas-transakcji. W tej fazie dokonuje si¢ konwersja pierwotnej transakcyjnej bazy
danych w baz¢ danych sekwencji transakcji klientow. Faza druga obejmuje znalezie-
nie zbioru L wszystkich dhugich sekwencji transakcji /. {<I/> | [ ¢ L}, o zdefiniowanej
z gory czgstosci wystapien. W kolejnej fazie kazda sekwencja klienta podlega trans-
formacji w alternatywna reprezentacj¢. W zmienionej sekwencji klienta kazda trans-
akcja zastgpowana jest przez zbior [, wystgpujacy w tej transakcji. Jezeli transakcja
nie ma zadnego zbioru /, nie pozostaje dalej w zmienionej sekwencji, rowniez jeze-
li sekwencja klienta nie zawiera zadnego zbioru /, jest usuwana z bazy danych. Po
tej transformacji sekwencja klienta jest reprezentowana przez zbior /, bazg danych
za$ oznaczymy przez D,. Celem czwartej fazy jest wyszukanie pozadanych sekwen-
cji w zbiorze bazy danych D . Algorytm wielokrotnie przeszukuje dane i w kazdym
przejéciu generuje potencjalnie nowa duza sekwencje, nazywana sekwencja kandy-
dujaca. Dla kazdej sekwencji liczona jest liczba wystapien, w ostatnim zas przejsciu
pozostaja tylko sekwencje o najwigkszej liczbie wystapien. To te sekwencje kandy-
datow sa punktem wyjscia dla nastgpne;j iteracji przeszukiwania bazy danych. Ostat-
nim etapem jest znalezienie wszystkich kandydatow o najwigkszej czgstosci.

W konstrukeji algorytmu dwa zagadnienia pozostaja do rozwiazania: jak kandy-
daci sa formowani oraz jak zostanie policzona liczba wystapien sekwencji w danych.
W celu utworzenia kandydatow z kolekeji zbiorow L. nalezy znalez¢ wszystkie zbio-
ry Y o wielkosci i+ przez utworzenie wszystkich par {U, V} w zbiorach nalezacych
do L, takich, dla ktorych potaczenie Ui V' ma rozmiar co najmniej rzgdu i+/. Na-
stepnie testowane jest, czy potaczenie Ui V jest potencjalnym kandydatem w zbio-
rze danych.

Wygenerowanie ,,cz¢stych” jednoelementowych zbioréw nie jest zadaniem trud-
nym, gdyz wystarczy przeliczy¢ wszystkie transakcje znajdujace si¢ w bazie danych.
Otrzymane liczby to wsparcie dla tych wlasnie zbioréw. Dla zatozonego progu
wsparcia (minimum support) odrzucamy te, ktore go nie spetniaja — tym sposobem
mamy pierwsza list¢ kandydatow. Na ich podstawie algorytm generuje zbiory kan-
dydujace (candidate itemsets) przez wykonanie operacji taczenia dwoch zbiorow
jednoelementowych w jeden dwuelementowy, ktore potencjalnie moga by¢ czgste.
Dla kazdej pary zostaje policzone wsparcie w bazie danych D — jezeli wynosi co
najmniej zatozony prog, para taka jest dotaczana do zbiordéw czestych i w kolejnym
kroku zostanie wykorzystana do wygenerowania zbioro6w kandydujacych trzyele-
mentowych. Kolejne kroki sa iteracyjne, tj. ,,czgste” zbiory trzyelementowe zostana
wykorzystane do stworzenia zbiorow kandydujacych czteroelementowych, ,,czgste”
zbiory czteroelementowe do utworzenia zbioréw kandydujacych pigcioelemento-
wych itd. Kazdy kolejny krok dzialania algorytmu generuje zbiory kandydujace o
rozmiarze wigkszym o 1 w stosunku do poprzedniego. Skutkiem tego sa kolejne
odczyty z bazy danych w celu obliczenia wsparcia dla kolejnych zbiorow. Algorytm
konczy dziatanie w przypadku braku mozliwosci wygenerowania kolejnych zbiorow
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kandydujacych. Koncowym wynikiem jest suma k-elementowych ,,czestych” zbio-
row (k=1,2,3,...).

Z kazdego zbioru L, mozna wygenerowa¢ mniej niz |L,-| ? par zbiorow. Obec-
no$¢ kazdej pary w zbiorze jest weryfikowana, co stanowi duze obciazenie czasu
pracy algorytmu. W praktyce przedstawiona metoda zwykle dziata w liniowym cza-
sie, w zaleznosci od rozmiaru L, z kolei formowanie kandydatow jest niezalezne od
liczby rekordow w bazie danych. Ponizej zostal zamieszczony pseudokod opisanego
powyzej algorytmu AprioriAll.

/*
Zmienne
C, — zbidér wszystkich k-sekwencji kandydatow

L, — zbdr wszystkich diugich k-sekwencji

*/

insert into Ck

select p.sekwencjal, ... , p.sekwencjak-1, g.sekwencjak-1
from Lk-1p, Lk-1qg
where p.sekwencjal = g.sekwnecjal,

p.sekwencjak-2 = g.sekwencjak-2;

if sekwencjak-1 e c is not in Lk-1

delete wszystkie sekwencje c e Ck

for ( k = 2; Lk-1 # 0; k++) do
begin
Ck = nowi kandydaci wygenerowani z Lk-1
for each sekwencji-klienta ¢ w bazie danych do
zwieksz licznik wszystkich kandydatéw w Ck € c
Lk = kandydaci w Ck z najmniejsza liczba wystapien
end

/ *

Wynikiem dziatania algorytmu sa najwieksze sekwencje znalezione w zbio-
rzeL,.

Przedstawiony algorytm AprioriAll generuje wszystkie mozliwe reguty asocja-
cyjne ze zbioru danych, ktore spetniaja trzy warunki (zob. [Maloof 2006]): 1) licz-
by zmiennych wykorzystanych do utworzenia reguty, 2) poziomu wparcia i
3) poziomu ufnosci dla reguty. W swojej konstrukeji nie obstuguje ograniczen cza-
sowych, ,,ruchomych okien” oraz taksonomii. W zastosowaniach algorytmu mozna
spotkac¢ si¢ z dwoma problemami. Pierwszy z nich dotyczy natury zasobow oblicze-
niowych w procesie dokonania transformacji danych, jaka ma miejsce w trakcie
kazdego przejscia algorytmu po bazie danych. Alternatywnie mozna przechowy-
wac zmieniona bazg¢ danych, jednak czgsto mogtoby si¢ okazaé, iz jest to niewyko-
nalne dla aplikacji, ze wzgledu na dwukrotnie wyzszy rozmiar danych i nizsza wy-
dajnos¢ bazy danych. Po drugie, kiedy statoby si¢ mozliwe, aby rozszerzy¢ algorytm
do korzystania z ograniczen czasowych i taksonomii, nie datoby si¢ wlaczy¢ ,,ru-
chomych okien”.
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5. Podsumowanie

W przedmiocie drazenia danych reguly asocjacyjne sa popularna metoda odkrywa-
nia interesujacych relacji pomigdzy zmiennymi w bazach danych. Ich eksploracja ze
zbioru danych jest rozwigzaniem problemu analizy koszyka zakupdw, powszechnie
stosowanego przez sklepy wielkopowierzchniowe. Przedstawiony w pracy algorytm
AprioriAll jest kamieniem milowym w rozwoju nauki o eksploracji danych — byt
pierwszym, ktory wykorzystat wlasno$¢ monotonicznosci miary wsparcia do ogra-
niczenia przestrzeni poszukiwan ,,czgstych” zbiorow. Znalezione reguty, majace
sens logiczny, moga znacznie przyczyni¢ si¢ do zwigkszenia efektywnosci akcji pro-
mocyjnych i co za tym idzie — wielkosci sprzedazy.

Wykorzystane wzory

1) Kombinacjami z n elementéw po k nazywamy zbiory k-elementowe, ktore
mozna utworzy¢, wybierajac £ dowolnych przedmiotéw sposrdd n danych przed-
miotoéw, przy czym uporzadkowanie nie odgrywa roli. Kombinacje te moga r6znié¢
si¢ tylko elementami. Liczba wszystkich kombinacji z n réznych elementéw po k

wyraza si¢ wzorem:

k_ n _ l’l'
€ _(kj_k!(n—k)!' )

2) Wspolczynnik wsparcia (support ratio): niech N, bedzie liczba sekwenc;ji
w postaci A—B, a N to ogolna liczba transakcji. Wspotczynnik wsparcia jest ilora-
. . . .. N
zem liczby sekwencji do liczby transakcji ogotem: support{A — B} = —22
3) Wspoétezynnik ufnosci (confidence ratio): niech A—B bedzie regula typu
»jezeli A, to B”, wowczas wspotczynnik ufnosci jest ilorazem wsparcia reguty A—B
do wsparcia dla zmiennej A:

NA—)B
N
confidence{A — B} =25 N __ support{A — B} _
N, Ny support{A}
N
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DISCOVERING ASSOCIATION RULES
IN TRANSACTION DATABASES

Summary: In the data mining methodology, extracting association rules from large databases
is a popular and well researched method for discovering interesting relations between varia-
bles. The presented AprioriAll algorithm discovers regularities between products in large
scale transaction databases, recorded by point of sales systems in supermarkets. Such infor-
mation might be useful and be used as the basis for decisions regarding marketing activities,
such as retail promotion pricing, leaflets or product placement.



	ODKRYWANIE REGUŁ ASOCJACYJNYCH Z TRANSAKCYJNYCH BAZ DANYCH
	1. Wstęp
	2. Definicja reguły asocjacyjnej
	3. Generowanie reguł asocjacyjnych ze zbioru danych
	4. Algorytm AprioriAll
	5. Podsumowanie
	Literatura

