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Streszczenie: W artykule zaproponowano modyfikacj¢ metody klasyfikacji spektralnej
umozliwiajaca jej zastosowanie w klasyfikacji danych porzadkowych. W tym celu w proce-
durze tej metody przy wyznaczaniu macierzy podobienstwa (affinity matrix) w Konstrukcji
estymatora jadrowego zastosowano odlegtos¢ GDM dla danych porzadkowych (odlegtosé
GDM2). Ponadto zaproponowano metodg ustalania parametru o (szeroko$¢ pasma — kernel
width) majacego zasadnicze znaczenie w klasyfikacji spektralnej. W czg$ci empirycznej ar-
tykulu pokazano zastosowanie klasyfikacji spektralnej w odniesieniu do wybranych struktur
danych porzadkowych.

Stowa kluczowe: klasyfikacja spektralna, dane porzadkowe, odlegtos¢ GDM2.

1. Wstep

Od konca XX w. w literaturze poswigconej analizie danych rozwija si¢ analiza sku-
pien bazujaca na dekompozycji spektralnej (spectral clustering). W artykule zapro-
ponowano modyfikacje metody klasyfikacji spektralnej umozliwiajaca jej zastoso-
wanie w klasyfikacji danych porzadkowych. W tym celu w procedurze tej metody
przy wyznaczaniu macierzy podobienstwa (affinity matrix) w konstrukcji estymatora
jadrowego zastosowano odlegtos¢ GDM dla danych porzadkowych (odleglos¢
GDM2). Zaproponowano rowniez metodg ustalania parametru o (szeroko$¢ pasma
— kernel width) majacego duze znaczenie w klasyfikacji spektralnej. W czgsci empi-
rycznej tekstu ukazano zastosowanie klasyfikacji spektralnej wybranych struktur
danych porzadkowych.

2. Analiza skupien dla danych porzadkowych

W teorii pomiaru rozrdéznia si¢ cztery podstawowe skale pomiaru, tj. nominalna,
porzadkowa (rangowa), przedzialowa (interwatowa), ilorazowa (stosunkowa). Skale
przedzialowa i ilorazowa zalicza si¢ do skal metrycznych, natomiast nominalng
i porzadkowa — do niemetrycznych. Skale pomiaru sa uporzadkowane od najstabsze;j
(nominalna) do najmocniejszej (ilorazowa). Z typem skali wiaze si¢ grupa prze-
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ksztatcen, ze wzgledu na ktore skala zachowuje swe wlasnosci. Na skali porzadko-
wej dozwolonym przeksztalceniem matematycznym dla obserwacji jest dowolna
scisle monotonicznie rosnaca funkcja, ktéra nie zmienia dopuszczalnych relacji, tj.
réwnosci, réznosci, wigkszosci i mniejszosci.

Zasob informacji skali porzadkowej jest nieporownanie mniejszy niz skal me-
trycznych. Jedyna dopuszczalna operacja empiryczna na skali porzadkowej jest zli-
czanie zdarzen (tzn. wyznaczanie liczby relacji wigkszosci, mniejszosci i rownosci).
Szczegdtowa charakterystyke skal pomiaru zawieraja m.in. prace: [Walesiak 1996,
s. 19-24; Walesiak 2006, s. 12-15].

Typowa procedura analizy skupien w odniesieniu do danych porzadkowych
obejmuje nastgpujace etapy (por. [Milligan 1996, s. 342-343; Walesiak 2005; Wa-
lesiak 2009]): wybor obiektéw i zmiennych, wybor miary odleglosci, wybdr meto-
dy klasyfikacji, ustalenie liczby klas, oceng wynikéw klasyfikacji, opis (interpreta-
cje) 1 profilowanie klas.

W stosunku do procedury analizy skupien dla danych metrycznych nie wyste-
puje tutaj etap normalizacji wartosci zmiennych. Normalizacja polega na pozba-
wieniu wartosci zmiennych mian i ujednoliceniu rzgdow wielkosci w celu dopro-
wadzenia ich do porownywalnosci. W odniesieniu do danych porzadkowych nie
zachodzi potrzeba normalizacji, poniewaz sa one niemianowane. Ponadto rzad
wielko$ci obserwacji zmiennej porzadkowej nie ma znaczenia, gdyz migdzy ob-
serwacjami wyznacza si¢ tylko relacje rownosci, r6znosci, wigkszosci i mniejszo-
$ci. Miara odlegtosci (zob. etap 2 procedury analizy skupien) dla obiektow opisa-
nych zmiennymi porzadkowymi moze wykorzystywa¢ w swojej konstrukcji tylko
wymienione uprzednio relacje. To ograniczenie powoduje, ze musi by¢ ona miara
kontekstowa, ktéra wykorzystuje informacje o relacjach, w jakich pozostaja po-
rownywane obiekty w stosunku do pozostatych obiektow z badanego zbioru obiek-
tow. Taka miara odlegtosci dla danych porzadkowych jest miara GDM zapropo-
nowana przez Walesiaka [Walesiak 1993, s. 44-45]:

m n
D by + 2D dyby
= =

j=1 1=

dik = l - — 5 dik e[0;1], (1)

1 jezeli x;>x, (xkj >xrj)

gdzie:a,,(b,,) =41 0 jezeli x;=x, (xkj =xrj), dlap=£kl; r=i1, x;(x;,x;)

-1 jezeli x,<x, (xkj <xrj)

— i-ta (k-ta, [-ta) obserwacja na j-tej zmiennej,i, k,/=1,...,n — numery obiek-
tow, j =1, ..., m —numer zmienne;.
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W literaturze z zakresu statystycznej analizy wielowymiarowej nie zapropono-
wano dotychczas innych miar odleglosci dla zmiennych porzadkowych. Miara odleg-
osci Kendalla [Kendall 1966, s. 181], odleglos¢ Gordona [Gordon1999, s. 19] czy
odleglos¢ Podaniego [Podani 1999] nie sa typowymi miarami dla zmiennych po-
rzadkowych, poniewaz przy ich stosowaniu zaklada sig, ze odlegtosci migdzy sa-
siednimi obserwacjami na skali porzadkowej sa sobie rowne (na skali porzadkowej
odlegtos$ci migdzy dowolnymi dwiema obserwacjami nie sa znane). Zastosowanie
tych miar odlegto$ci wymaga uprzedniego porangowania obserwacji. Przyjmuje si¢
wtedy upraszczajace zatozenie, ze rangi sa mierzone co najmniej na skali przedzia-
towej (wtedy dopuszcza sig¢ wyznaczanie roéznic migdzy warto$ciami skali).

W przedstawionej procedurze analizy skupien dla danych porzadkowych wsrod
metod klasyfikacji mozna wykorzysta¢ tylko te bazujace na macierzy odleglosci:
metode A~medoidow, metody klasyfikacji hierarchicznej (pojedynczego potaczenia,
kompletnego polaczenia, $redniej klasowej, wazonej $redniej klasowej, Warda, $rod-
ka cigzko$ci, medianowa), hierarchiczna metode deglomeracyjna Macnaughtona-
-Smitha i in. [Macnaughton-Smith i in. 1964]. Nie jest mozliwe zastosowanie tutaj
metod bezposrednio bazujacych na macierzy danych ze wzgledu na ich porzadkowy
charakter.

3. Procedura klasyfikacji spektralnej

W Kklasyfikacji spektralnej pierwotne dane z przestrzeni m-wymiarowej przeksztal-
cone zostaja, poprzez wyznaczenie wektorow wlasnych macierzy Laplace’a, w zbior
danych o liczbie wymiarow odpowiadajacych liczbie klas.

Typowa procedura klasyfikacji spektralnej obejmuje takie kroki, jak (por. [Ng,
Jordan, Weiss 2002]):

1. Konstrukcja macierzy danych X=[x,] o wymiarach nxm (i=1,...,n -
numer obiektu, j=1,..., m — numer zmiennej). Dla danych metrycznych nalezy

przeprowadzi¢ normalizacj¢ warto§ci zmiennych.

2. Zastosowanie estymatora jadrowego do obliczenia macierzy podobienstw
A =[4,] (affinity matrix) migdzy obiektami. Macierz podobienstw A =[4, ] ma
nastgpujace wiasciwosci [Perona, Freeman 1998, s. 3]: iAl.ke[O; 1, 4, =1,

A, = A,;,. W prezentowanym algorytmie elementy z glownej przekatnej macierzy
A =[A4,] zastapiono zerami (4, = 0).

3. Obliczenie diagonalnej macierzy wag D (na gtdwnej przekatnej znajduja sig
sumy kazdego wiersza z macierzy A =[4, ], a poza gtéwna przekatna sa zera).

4. Konstrukcja znormalizowanej macierzy Laplace’a L=D"AD">. W rze-
czywistosci znormalizowana macierz Laplace’a przyjmuje posta¢: I — L. Wiasnosci
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tej macierzy przedstawiono m.in. w pracy [von Luxburg 2006, s. 5]. W algorytmie
w celu uproszczenia analizy pominigto macierz jednostkowa L.

5. Obliczenie wartosci wlasnych i odpowiadajacych im wektorow wlasnych
(o diugosci rownej jeden) dla macierzy L. Uporzadkowanie wektorow wlasnych
wedtug malejacych warto$ci wlasnych. Pierwsze u wektoréow wilasnych (u — liczba
klas) tworzy macierz E =[¢;] o wymiarach nxu.

6. Przeprowadza si¢ normalizacje tej macierzy zgodnie ze wzorem
u
Vi =¢; Ze,f (i=1,...,n — numer obiektu, j=1,...,u — numer zmiennej,

u — liczba klas). Dzigki tej normalizacji dtugos¢ kazdego wektora wierszowego ma-
cierzy Y =[y;] jest rtowna jeden.

7. Macierz Y stanowi punkt wyjscia zastosowania klasycznych metod analizy
skupien (proponuje si¢ tutaj wykorzystanie metody k-srednich).
Istnieja odmiany analizy spektralnej rdzniace sig:
e Typem estymatora jadrowego w kroku 2. Zwykle wykorzystuje si¢ tutaj esty-
mator gaussowski bazujacy na kwadracie odlegtosci euklidesowej (zob. [Karat-
zoglou 2006, s. 26)]:

A,kzexp(—o-dli), Lk=1...n, 2)

gdzie: d, — odleglos¢ euklidesowa migdzy obiektami i oraz k, o — parametr skali

(szeroko$¢ pasma — kernel width).

Inne estymatory jadrowe stosowane w klasyfikacji spektralnej zawarte sa m.in.
w pracach: [Karatzoglou 2006, s. 13-14; Poland, Zeugmann 2006].

e Formuta konstrukcji macierzy Laplace’a w kroku 4 (zob. np. [Verma, Meila

2003; von Luxburg 2006]). W tym przypadku procedura klasyfikacji spektral-

nej jest tez inna (zob. [Shortreed 2006, s. 41-47]).

Zasadnicze znaczenie w klasyfikacji spektralnej maja dwa parametry: o — sze-
roko$¢ pasma (kernel width) oraz u oznaczajacy liczbg skupien.

Parametr ¢ ma fundamentalne znaczenie w klasyfikacji spektralnej. W literaturze
zaproponowano wiele heurystycznych sposobow wyznaczania warto$ci tego parame-
tru (zob. np. prace: [Zelnik-Manor, Perona 2004; Fischer, Poland 2004; Poland, Ze-
ugmann 2006]). W metodach heurystycznych wyznacza si¢ warto$¢ ¢ na podstawie
pewnych statystyk opisowych macierzy odleglosci [d, ]. Lepszy sposob wyznacza-
nia parametru ¢ zaproponowat Karatzoglou [Karatzoglou 2006]. Polega ona na po-
szukiwaniu takiej warto$ci parametru o, ktéra minimalizuje wewnatrzklasowa sume
kwadratow odlegtosci przy zadanej liczbie klas u. Jest to heurystyczna metoda po-
szukiwania minimum lokalnego.

Zblizony koncepcyjnie algorytm znajdowania optymalnego parametru ¢ propo-
nowany jest w niniejszym artykule. Z macierzy danych X (ze znormalizowanej ma-
cierzy danych — dla danych metrycznych) wybierana jest proba bootstrapowa X'
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sktadajaca si¢ z n' obiektow opisanych wszystkimi m zmiennymi. Warto$¢ n' jest

najczesciej tak dobierana, aby %n <n'< %n

Poczatkowy przedziat przeszukiwania optymalnej wartosci parametru o ustala-
ny jest jako S, =[0; D] (gdzie D oznacza sumg odlegtosci d, w macierzy odlegto-
$ci). Dalsza procedura iteracyjna jest nast¢pujaca:

Krok 1. Przedziat S, (gdzie k oznacza numer iteracji; na poczatku S, =S,)

dzielony jest na R przedziatow jednakowej diugosci p; =[p;; Pl r=1..,R

(np. R =10).

ko, ok
Py tpy
2

Krok 2. Dla kazdego przedziatu pf obliczamy jego $rodek: o =

Dla wszystkich wartosci G,If przeprowadzania jest klasyfikacja spektralna zbio-
ru X' na ustalona liczbe klas u.

Krok 3. Wybierane jest takie O',],‘ , dla ktorego suma odlegtosci wewnatrzkla-
sowych jest minimalna.

Krok 4. Jesli dla wybranego O'f zachodzi nieréwno$é¢ p' <¢ (domyslnie

przyjeto ¢ =107), to algorytm konczy dzialanie. W przeciwnym razie przechodzi
si¢ z wybranym przedziatem do kroku 1 i kontynuuje si¢ procedurg.

Podobnie jak w przypadku klasycznych metod klasyfikacji zachodzi potrzeba
ustalenia optymalnej liczby klas. Algorytm wyznaczenia optymalnej liczby klas
zaproponowal Girolami [Girolami 2002].

Macierz podobienstw (affinity matrix) A =[A,] poddawana jest dekompozycji

A=UA U’ gdzie U jest macierza wektorow wtasnych macierzy A skladajaca sie
z wektorow u,,u,,...,u
wlasne 4,4,,..., 4.

Obliczany jest wektor K =(k,, k,, ..., k,), gdzie k, =2 {1"u.}* (10 — wektor
o wymiarach 1 x n zawierajacy warto$ci 1/n). Wektor K jest porzadkowany male-
jaco, a liczba jego dominujacych elementow (wyznaczona np. poprzez kryterium
osypiska) wyznacza optymalna liczbe skupien u, na ktora algorytm klasyfikacji
spektralnej powinien podzieli¢ zbior badanych obiektow.

a A jest macierza diagonalng zawierajaca warto$ci

n’

4. Propozycja procedury klasyfikacji spektralnej
dla danych porzadkowych

W artykule proponowana jest modyfikacja metody klasyfikacji spektralnej umozli-
wiajaca jej zastosowanie w klasyfikacji danych porzadkowych. W tym celu w kroku
2 procedury w konstrukcji estymatora jadrowego zastosowano odlegtos¢ GDM dla
danych porzadkowych:
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4, =exp(-o-d,), (3)

gdzie: o — parametr skali (szeroko$¢ pasma — kernel width), d, — odleglos¢ GDM
dla danych porzadkowych (1) migdzy obiektami i oraz k.

Zaleta takiego podejscia jest to, ze w wyniku zastosowania odlegtosci GDM

w konstrukeji estymatora jadrowego mozliwe jest zastosowanie klasyfikacji spek-

tralnej w analizie danych porzadkowych. Dane pierwotne X =[x;] mierzone sa na

skali porzadkowej. W wyniku zastosowania estymatora jadrowego o postaci (3)
podobienstwa w macierzy A =[A4, ] mierzone sa na skali przedzialowej. Ostatecz-

nie w kroku 6 otrzymuje si¢ metryczna macierz danych Y o wymiarach nxu. Po-
zwala to na zastosowanie w klasyfikacji dowolnych metod analizy skupien (w tym
metody k-$rednich).

5. Przyklady klasyfikacji spektralnej
wybranych struktur danych porzadkowych

Przyklad 1. Do wygenerowania danych porzadkowych wykorzystano model 3 funk-
cji cluster.Gen z pakietu clusterSim (zob. [Walesiak, Dudek 2009]). Za
pomoca dwuwymiarowej zmiennej losowej o rozktadzie normalnym wygenerowano
po 40 obserwacji dla dwoch skupien o wydtuzonym ksztalcie. Przyjeto nastgpujace
wektory wartosci oczekiwanych dla skupien (0; 0), (1; 5) oraz identyczne macierze

kowariancji £ (o ; =1, 0, =—0,9).Nastgpnie przeprowadzono proces dyskretyzacji.

Po zastosowaniu tej procedury otrzymuje si¢ graficzna prezentacje wygenerowanych
danych porzadkowych w ukladzie dwoch klas w przestrzeni dwuwymiarowej (zob.
rys. la).

Do klasyfikacji zbioru 80 obiektow opisanych dwiema zmiennymi mierzonymi
na skali porzadkowej zastosowano metode klasyfikacji spektralnej dla danych po-
rzadkowych, wyznaczajac w kroku 2 macierz podobienstwa zgodnie ze wzorem (3).
Rysunki 1b i 1¢ prezentuja odpowiednio obiekty z macierzy E o wymiarach 80 x 2
(krok 5) oraz obiekty ze znormalizowanej macierzy Y =[y,] o wymiarach 80 x 2

(krok 6). W przypadku dobrze separowalnych skupien wspodirzedne obiektow z tych
samych skupien w macierzy Y (krok 6) sa takie same.

Rysunek 1d prezentuje uporzadkowane sktadowe wektora K w metodzie Giro-
lamiego stuzacej do ustalenia optymalnej liczby klas. Rysunek ten wskazuje dwa
dominujace elementy tego wektora, wigc zbidr obiektow nalezy podzieli¢ na dwie
klasy.

Macierz Y stanowi punkt wyjscia zastosowania metody k-§rednich do podzialu
zbioru 80 obiektow na dwie klasy. Nastgpnie obliczono skorygowany indeks Ran-
da migdzy wynikiem podzialu zbioru obiektow metoda klasyfikacji spektralnej
a znang struktura klas, ktéry wynosi w tym przypadku 1.
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wektorow wlasnych macierzy Laplace’a w metodzie Girolamiego stuzacej
po normalizacji do ustalenia optymalnej liczby klas

Rys. 1. Wybrane etapy klasyfikacji spektralnej dla przyktadowego zbioru danych porzadkowych
wygenerowanego z wykorzystaniem funkcji cluster.Gen z pakietu clusterSim

Zrodto: opracowanie wlasne.

Przyklad 2. Przeprowadzono klasyfikacje spektralna, wyznaczajac w kroku 2
macierz podobienstwa zgodnie ze wzorem (3), 27 nieruchomosci lokalowych na
jeleniogorskim rynku nieruchomosci opisanych 6 zmiennymi (zob. tab. 1). Nieru-
chomos$¢ 1 jest wyceniana, natomiast nieruchomosci od 2 do 27 to nieruchomosci
porownywalne, dla ktoérych znane sa ceny transakcyjne.
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Tabela 1. Macierz danych (27 nieruchomosci opisanych 6 zmiennymi)

Nr nieruchomosci X X, X3 X4 Xs Xe
1 1 3 3 1
2 3 2 1 3 2 2
3 1 1 1 4 1 1
4 4 2 3 3 2 3
5 1 1 2 4 1 2
6 2 2 2 3 1 3
7 3 1 1 3 2 2
8 2 1 1 4 1 1
9 1 2 2 4 1 2
10 2 3 3 3 1 3
11 1 1 1 4 1 1
12 2 2 3 4 1 2
13 2 1 1 3 1 1
14 2 1 1 3 2 3
15 1 1 2 3 2 1
16 3 2 2 3 1 1
17 2 3 3 3 2 3
18 2 4 2 4 1 2
19 3 2 2 3 2 1
20 3 3 3 3 1 3
21 2 2 2 3 1 1
22 1 2 2 4 1 2
23 1 1 1 4 1 2
24 2 3 2 3 1 2
25 3 3 3 2 2 3
26 3 2 3 1 2 3
27 4 2 3 1 2 3

Zrédlo: [Pawlukowicz 2006, s. 238].

Mieszkalne nieruchomosci lokalowe zostaty opisane takimi zmiennymi, jak

(zob. [Pawlukowicz 2006, s. 238]):

1. Lokalizacja srodowiskowa nieruchomosci gruntowej, z ktéra zwiazany jest
lokal mieszkalny (1 — bardzo dobra, 2 — dobra, 3 — dostateczna, 4 — nieodpowied-

nia, 5 — zla).
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2. Standard uzytkowy lokalu mieszkalnego (1 — wysoki, 2 — $redni, 3 — niski,
4 — zty).

3. Warunki bytowe wystgpujace na nieruchomosci gruntowej, z ktéra zwiazany
jest lokal mieszkalny (1 — dobre, 2 — przecigtne, 3 — zle).

4. Potozenie nieruchomosci gruntowej, z ktora zwiazany jest lokal mieszkalny,
w strefie miasta (1 — centralna, 2 — §rodmiejska, 3 — posrednia, 4 — peryferyjna).

5. Typ wspolnoty mieszkaniowej (1 — mala, 2 — duza).

6. Powierzchnia nieruchomosci gruntowej, z ktora zwigzany jest lokal miesz-
kalny (1 — korzystna, 2 — akceptowana, 3 — niekorzystna).

Na podstawie danych z tab. 1 przeprowadzono klasyfikacj¢ spektralng 27
nieruchomosci lokalowych na jeleniogérskim rynku nieruchomos$ci opisanych
6 zmiennymi.

Rysunek 2 wskazuje trzy dominujace elementy tego wektora K w metodzie Gi-
rolamiego, wigc zbidr obiektoéw nalezy podzieli¢ na trzy klasy.

1 2 3 4 5 6 7 8

ki

0,015
|

0,010
\

0,005
\

9 10 11 12 13 14 15

0,000

Rys. 2. Uporzadkowane sktadowe wektora K w metodzie Girolamiego shuzace;j
do ustalenia optymalnej liczby klas

Zrodto: opracowanie wlasne z wykorzystaniem programu R.

Ostatecznie otrzymano podzial zbioru 27 nieruchomosci na trzy klasy:

Lp. Nr nieruchomosci Klasa Lp. Nr nieruchomosci Klasa
1 1 1 19 3 3
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2 4 1 20 5 3
3 10 1 21 8 3
4 17 1 22 9 3
5 20 1 23 11 3
6 25 1 24 12 3
7 26 1 25 13 3
8 27 1 26 22 3
9 2 2 27 23 3
10 6 2
11 7 2
12 14 2
13 15 2
14 16 2
15 18 2
16 19 2
17 21 2
18 24 2

W celu ulatwienia interpretacji wynikow klasyfikacji spektralnej dla zmien-
nych z poszczegolnych klas obliczono dominanty:

Klasa Zmienna
X1 X2 X3 X4 X5 X6
1 3 NA 3 3 2 3
2 2 2 2 3 NA NA
3 1 1 1 4 1 2

Nieruchomo$¢ wyceniana znalazta si¢ w pierwszej klasie, zatem do jej wyceny
nalezy wykorzysta¢ dane z pozostatych nieruchomosci w tej klasie (sg to nieru-
chomosci o numerach: 4, 10, 17, 20, 25, 26, 27).
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GDM DISTANCE FOR ORDINAL DATA
AND SPECTRAL CLUSTERING

Summary: Spectral clustering methods are well known in literature. In the article the pro-
posal of spectral clustering method for ordinal data, based on the procedure of Ng, Jordan
and Weiss [2002], is presented. In the construction of affinity matrix we implement kernel
function with GDM distance for ordinal data. Also the article gives the proposal of finding
the best kernel width parameter o in spectral clustering methods. The empirical research is
presented at the end of article based on two types of data (simulated and real).
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