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KONTEKST W UCZENIU SIĘ POJĘĆ 

Streszczenie: rosnące woluminy, wzrastająca złożoność, wielość źródeł, a także cele groma-
dzenia danych różne od realizowanych zadań analizy danych są jedną z przyczyn niepowodzeń 
algorytmów uczenia się pojęć. Szczególnego znaczenia nabierają upraszczające i nieadekwatne 
do rzeczywistości założenia. Dotyczą one precyzyjności pojęć, kontekstowej niezależności 
oraz możliwości reprezentacji pojęcia przez pojedynczy opis symboliczny. Przegląd sposobów 
uwolnienia tych założeń i poszerzenie opisu pojęć o zależności kontekstowe są przedmiotem 
artykułu. 
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1. Wstęp 

Rosnące woluminy, wzrastająca złożoność, wielość źródeł, a także cele gromadze-
nia danych różne od realizowanych zadań analizy danych są jedną z przyczyn nie-
powodzeń algorytmów uczenia się pojęć. Szczególnego znaczenia nabierają 
upraszczające i nieadekwatne do rzeczywistości założenia. Dotyczą one precyzyj-
ności pojęć, kontekstowej niezależności oraz możliwości reprezentacji pojęcia 
przez pojedynczy opis symboliczny.  

Odnosząc się tylko do definicji pojęć naturalnych (punkt 2.1), należy koniecz-
nie poszerzyć opis pojęć o zależności kontekstowe, które są ich nieodłączną czę-
ścią (punkty 2.2 i 2.3). Istniejące propozycje uczenia się elastycznych pojęć przyj-
mują również wiele założeń ograniczających ich rzeczywiste zastosowania. W za-
leżności od charakteru dziedziny bądź trybu przetwarzania danych uczących, pro-
ponowane są różne metody identyfikacji kontekstu i sposoby wykorzystania infor-
macji kontekstowej w procesie zarówno przygotowania danych, jak i uczenia 
(punkt 3) oraz formy jego reprezentacji (punkt 4). W artykule przedstawiono prze-
gląd istniejących podejść i algorytmów oraz propozycje poszerzenia badań w za-
kresie uczenia się elastycznych pojęć (punkt 5). 
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2. Pojęcie, kontekst i rola kontekstu 

2.1. Pojęcie 

Algorytmy uczenia się pojęć determinowane są przyjętą definicją pojęcia. Pojęcie 
jest formą wiedzy o świecie służącą do opisu i interpretacji obserwacji lub abstrak-
cyjnych idei. Pojęcie jest opisem umożliwiającym identyfikację wspólnych cech 
pojęcia oraz cech odróżniających je od innych pojęć. W zależności od precyzyjno-
ści opisu rozróżnia się pojęcia matrycowe i naturalne [48; 49]. Pojęcie matrycowe 
to pojęcie dobrze określone. Stanowi ono poznawczą reprezentację skończonej 
liczby wspólnych cech, które w jednakowym stopniu przysługują wszystkim eg-
zemplarzom. Istotną cechą desygnatów pojęcia matrycowego jest ich nierozróż-
nialność – stopień przynależności jest taki sam dla wszystkich egzemplarzy tego 
rodzaju pojęcia. Egzemplarz danego pojęcia matrycowego nie może być bardziej 
lub mniej typowy, lepszy lub gorszy, gdyż pojęcie takie traciłoby sens poznawczy. 
Reguła klasyfikacyjna przypisująca dany egzemplarz do danego pojęcia jest jedno-
znaczna. Tego rodzaju pojęcia są zdefiniowane precyzyjnie w obszarach matema-
tyki, fizyki czy biologii.  

W przeciwieństwie do pojęcia matrycowego, pojęcie naturalne, powszechne w 
życiu człowieka, charakteryzuje się możliwą niejednoznacznością i nieokreślono-
ścią. Jest ono reprezentacją poznawczą odzwierciedlającą zbiór wspólnych cech, 
które w dużym stopniu przynależą do egzemplarzy danego pojęcia. Pojęcie natu-
ralne pozwala na rozróżnienie typowych i nietypowych przykładów pojęcia oraz 
przykładów lepszych i gorszych. Nieprecyzyjność pojęcia naturalnego oznacza, że 
granice pojęcia naturalnego zmieniają się w czasie lub z kontekstu na kontekst. 
Tworzenie reguły klasyfikacyjnej zależy od rozkładu jednostek w przestrzeni ob-
serwowanych atrybutów; jedne obiekty mogą być bardziej typowe niż inne. Miary 
determinujące „typowość” z reguły opierają się na stopniu podobieństwa (według 
wybranych atrybutów opisujących) między danym obiektem a „średnim” obiektem 
w przestrzeni atrybutów. Wybór atrybutów opisujących zależy od ich wpływu na 
oryginalną zasadę klasyfikującą dane pojęcie, a ocena wpływu zależy od wiedzy i 
doświadczenia eksperta. 

Takie same znaczeniowo rodzaje pojęć definiuje Michalski [33; 34], nazywając 
je dobrze zdefiniowanymi będącymi odpowiednikami pojęć matrycowych i niedo-
kładnie zdefiniowanymi (elastycznymi), które są odpowiednikiem pojęć naturalnych. 

Bardziej szczegółowy podział pojęć proponują S. Matwin i M. Kubat [32], roz-
różniając trzy rodzaje pojęć: absolutne, względne i częściowo względne. Pojęcie 
absolutne jest równoznaczne z pojęciem matrycowym. Zamiast pojęcia naturalnego 
wprowadzają dwa pojęcia: względne i częściowo względne. Pojęcie względne nie 
ma żadnej własności występującej we wszystkich okolicznościach. Natomiast po-
jęcia częściowo względne charakteryzują się zbiorem podstawowych atrybutów 
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zawsze obecnych w opisie pojęcia oraz zbioru cech zmieniającego się z kontekstu 
na kontekst. Ze względu na trudności, jakie mogą pojawić się w odróżnieniu pojęć 
względnych od częściowo względnych na początku procesu uczenia się pojęć, taki 
szczegółowy podział nie wydaje się zasadny. 

Można powiedzieć, że utworzenie spójnego i jednoznacznego opisu pojęcia na-
turalnego z definicji nie jest możliwe. Jak zbliżyć się do jak najpełniejszego, naj-
bardziej spójnego i najbardziej jednoznacznego opisu? Jednym z pomysłów jest 
uwzględnienie w opisie pojęcia wszystkich potencjalnych kontekstów, które umoż-
liwią jego różne rozumienie i interpretację. 

2.2. Kontekst 

Przejdźmy zatem do zdefiniowania kontekstu. Jeśli chodzi o uniwersalność, na 
uwagę zasługuje kilka definicji. Dwie pierwsze podają V. Akman i M. Surav [1; 2]. 
Definicja przytoczona za słownikiem filozoficznym mówi, że kontekst jest całko-
witą sumą znaczeń (skojarzeń, idei, założeń, przyjętych opinii), która jest blisko 
związana z daną rzeczą, zauważa jej pochodzenie, wpływa na postawę, perspekty-
wy, oceny i wiedzę o rzeczy.  

Natomiast definicja kontekstu ze słownika Collins Cobuild English Language 
Dictionary mówi o powszechnym znaczeniu tego terminu, które obejmuje idee, sy-
tuacje, zdarzenia lub informacje powiązane z danym pojęciem, umożliwiające jego 
pełne zrozumienie. Widzenie jakiegoś pojęcia w kontekście oznacza jego rozważe-
nie w relacji do wszystkich powiązanych z nim czynników. 

Uogólniając te definicje, można powiedzieć, że kontekst pojęcia odnosi się do 
idei, sytuacji, zdarzeń lub informacji, które dają możliwość jego pełnego zrozu-
mienia i interpretacji.  

Dwie kolejne definicje kontekstu reprezentują spojrzenie na kontekst przez 
pryzmat jego efektów na dane pojęcie [17]. W tym przypadku kontekstem jest to 
wszystko, co powoduje zmiany w interpretacji i przypisywaniu znaczeń danemu 
pojęciu. G. Hirst porównuje kontekst do stresorów, które mają różny wpływ na 
różne rzeczy (osoby, przedmioty, sytuacje). Dlatego konteksty definiowane są 
względem ich efektów na dany system, rzecz, osobę.  

Podobną w swej intuicyjności definicję podają P. Brézillon i J.-Ch. Pomerol [8], 
odnosząc ją do skutków, mówiąc, że kontekst to wymuszanie czegoś bez bezpośredniej 
interwencji („that which constrains something without intervening in it explicitly”).  

Podsumowując, można powiedzieć, że kontekstem może być wszystko to, co 
pośrednio wymusza rozumienie i interpretację danego pojęcia, a więc pojedynczy 
czynnik lub sytuacja o różnym poziomie złożoności.  
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2.3. Rola kontekstu w uczeniu się pojęć 

Możliwości, jakie daje zastosowanie kontekstu w uczeniu się pojęć, są nie do prze-
cenienia. Po pierwsze, w każdym inteligentnym działaniu, a takim jest uczenie, 
niezbędne jest wspomaganie rozumienia nauczanych pojęć poprzez ich możliwe 
konteksty. Możliwość interpretacji złożonej inteligencji zawartej w opisach zja-
wisk, rzeczy i obiektów, jaką potencjalnie daje znajomość kontekstów, znakomicie 
powiększa zakres poznania i opisu rzeczywistości (np. opis pola walki [39]). 

Kontekst może być sposobem na ograniczenie ogromnej ilości informacji i jed-
nocześnie pełniejsze jej wykorzystanie [38]. Jest środkiem umożliwiającym kon-
centrację na istotnych aspektach danej sytuacji i ignorowanie innych aspektów, 
mogących zaburzać lub uniemożliwiać prawidłowe rozumienie i interpretację. 
Zdecydowanie zwiększa prawidłowy ogląd uczonych pojęć. Ponadto pełniejszy, 
bardziej wszechstronny opis daje szanse zwiększenia trafności klasyfikacyjnej wy-
generowanych modeli pojęć [9; 37]. 

Zwiększenie zakresu zmienności interpretacji nauczanych pojęć decyduje o 
zwiększeniu możliwości poznania świata. Poszerzenie opisu o możliwe konteksty 
zwiększa z reguły liczbę atrybutów opisujących dane pojęcie, ale trafność klasyfi-
kacyjna i precyzja opisu są większe. Ponadto nie ignoruje faktu, że powiązanie 
niektórych deskryptorów następuje tylko w danym kontekście. Umożliwia identy-
fikację charakterystyk, które są odpowiednie tylko w ograniczonej przestrzeni 
przykładów, a wysoce nieodpowiednie wszędzie indziej [12]. Kontekstowe podej-
ście do opisu pojęć daje możliwość sformułowania szczegółowych kontekstów dla 
trudnych do rozwiązania problemów, np. w systemie CYC [29]. Pojawia się pro-
blem, skąd wziąć konteksty, w jakich może występować nauczane pojęcie? 

3. Identyfikacja kontekstu 

Niedoskonałość teorii próbujących wyjaśnić społeczno-ekonomiczną działalność 
człowieka i organizacji społeczno-gospodarczych determinuje spory margines nie-
wiedzy o badanych zjawiskach. Stąd problem identyfikacji kontekstu może być 
istotnym elementem poznania nieznanych aspektów uczonych pojęć. Równie waż-
ny w uczeniu się pojęć może być kontekst znany lub możliwy do identyfikacji 
przez ekspertów lub analityków.  

Identyfikacja kontekstu determinowana jest przez jego lokalizację. Kontekst 
może się znajdować w rozważanym zbiorze opisującym dane pojęcie, ale również 
może być poza nim. Może występować pojedynczo lub grupowo w postaci wielu 
rozłącznych lub/i nachodzących na siebie kontekstów, a także pojawiać się jedno-
razowo lub cyklicznie. 

Zadanie poszukiwania kontekstów zawartych w pliku danych opisujących dane 
pojęcie lub poza nim można postawić przed ekspertami z danej dziedziny, traktując 
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ich jako źródła wiedzy kontekstowej. Z reguły zatrudniani są, gdy próby utworze-
nia opisu pojęcia są nieudane. Wówczas dodatkowe informacje, którymi mogą po-
siłkować się eksperci, wynikają z analizy wyników klasyfikacji i odniesienia ich do 
wiedzy dziedzinowej. Sugerowanym rozwiązaniem może być postulat uwzględnie-
nia dodatkowych charakterystyk dotyczących bezpośrednio danego pojęcia, jak w 
zadaniu detekcji plam oleju [26]. Atrybuty wykorzystywane do tego zadania oka-
zały się niewystarczające. Eksperci po analizie wyników zaproponowali poszerze-
nie zbioru atrybutów o atrybuty umożliwiające pogrupowanie obrazów według 
kontekstu i utworzenie oddzielnych opisów dla każdego kontekstu. 

Innym sposobem jest identyfikacja atrybutu lub atrybutów kontekstowych w 
analizowanym zbiorze danych. Przykładem jest zadanie harmonogramowania spo-
tkań uniwersyteckiej kadry naukowej, w którym analiza wyników klasyfikacji 
umożliwiła wykrycie okresów najgorszej predykcji [36]. Lokalizacja spotkań oka-
zała się użytecznym kontekstem dla tego zadania. 

Natomiast Y. Wang i in. [55] wyselekcjonowali dwie grupy cech konteksto-
wych: jedną zależną od struktury (miejsce wiadomości w strukturze), a drugą cha-
rakteryzującą sekwencyjność (miejsce umieszczenia wiadomości w sekwencji ko-
du) w uczeniu kolaboracyjnym. 

Oprócz analizy wyników klasyfikacji, można poszukiwać kontekstu w zbiorach 
danych opisujących wiedzę dodatkową, jak pisze R.S. Michalski [34], gdy kontekst 
znajduje się poza zbiorem przykładów. 

Nie zawsze możliwe jest wykorzystanie eksperta do identyfikacji możliwych 
kontekstów. W takich sytuacjach należy opracować jakiś algorytm automatycznie 
identyfikujący atrybuty kontekstowe, a następnie znaleźć sposób wykorzystania in-
formacji kontekstowej. Koniecznym założeniem jest to, by informacje o różnych 
kontekstach były zawarte w danych uczących, a w przypadku zmienności pojęcia 
w czasie również w nauczonym klasyfikatorze, który należy modyfikować wraz ze 
zmianą kontekstu [15; 21; 51]. 

Na kontekst w uczeniu się pojęć patrzy się przez pryzmat zmienności uczonego 
pojęcia w czasie lub uczenia kontekstowego i zależności kontekstowej. Pierwsze 
realizowane jest w uczeniu przyrostowym (punkt 3.2), podkreślającym zmienność 
pojęć w czasie. Drugie jest rodzajem uczenia w trybie wsadowym (punkt 3.1). 

3.1. Uczenie wsadowe 

Uczenie kontekstowe i zależności kontekstowych możliwe jest, gdy konteksty za-
warte są w danych. Z reguły jest to postępowanie dwufazowe. W pierwszym kroku 
identyfikuje się kontekst, a w drugim wykorzystuje się znaleziony kontekst w pro-
cesie przygotowania danych lub uczenia się pojęć. Jednym z proponowanych spo-
sobów identyfikacji kontekstów jest rozróżnienie cech podstawowych (decyzyj-
nych, wykonawczych), niedecyzyjnych (nierelewantnych) kontekstowo zależnych i 
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kontekstowych [30; 52; 53]. W niektórych pracach uszczegóławia się ten podział o 
stopień odpowiedniości cechy, która dodatkowo może być mocna lub słaba. Ich 
identyfikacja i weryfikacja są dokonywane za pomocą wybranego algorytmu in-
dukcyjnego. Przyczyną są możliwe skutki heurystycznych technik przeszukiwania. 
Jak pokazują badania, mogą one prowadzić do sytuacji, w której pojęcie zależy od 
atrybutów niedecyzyjnych, a w niektórych przypadkach może się nawet zdarzyć, 
że atrybuty decyzyjne mogą obniżać trafność klasyfikacyjną [20]. 

Identyfikacja wymienionych rodzajów atrybutów odbywa się na podstawie po-
równania rozkładów warunkowych poszczególnych wartości atrybutów opisowych 
i wartości atrybutu pojęcia. Kłopotu z obliczeniem wszystkich warunkowych roz-
kładów można uniknąć, stosując wybrany algorytm indukcyjny [19]. 

Wykorzystanie zidentyfikowanych informacji kontekstowych w procesie ucze-
nia się pojęć odbywa się za pomocą jednej lub kilku wybranych strategii. Dostęp-
nych jest pięć strategii, a są to: normalizacja kontekstowa, rozszerzenie konteksto-
we, kontekstowa selekcja klasyfikacyjna, kontekstowe dopasowanie klasyfikacyj-
ne, których autorami są A.J. Katz, M.T. Gately i D.R. Collins [21], oraz ważenie 
kontekstowe autorstwa P.G. Turneya [51; 53]. 

Celem proponowanych strategii jest eliminacja wpływu kontekstu na cechy 
kontekstowo zależne, z wyjątkiem ważenia kontekstowego, gdzie mamy do czy-
nienia z preferencją atrybutów mogących poprawić trafność klasyfikacyjną. 

Ideą normalizacji kontekstowej zależnej od zadania klasyfikacji jest eliminacja 
wpływu kontekstu na cechy kontekstowo zależne, którą wykonuje się w fazie 
przygotowania do procesu uczenia [54; 56; 57]. Polega ona na transformacji atry-
butu kontekstowo zależnego na nowy atrybut, którego wartości są wynikiem nor-
malizacji cechy kontekstowo zależnej przez atrybut kontekstowy. Najczęściej sto-
sowanym sposobem jest odjęcie od wartości atrybutu kontekstowo zależnego śred-
niej i podzielenie przez odchylenie standardowe obliczonych dla zakresu wartości 
wyznaczonego przez dany kontekst. Ograniczeniem tej strategii jest numeryczny 
typ atrybutów decyzyjnych. 

Inną propozycją jest normalizacja kontekstowa niezależna od zadania klasy-
fikacji, którą przedstawili S. Letourneau i in. [30]. Podejście to, podobnie jak po-
przednie, składa się z dwóch kroków: analizy kontekstowej i normalizacji, z tym 
że atrybuty kontekstowe są znane, a problemem do rozwiązania jest określenie 
wpływu każdej cechy kontekstowej niezależnie na cechy wykonywalne (atrybuty 
określające funkcjonowanie danego urządzenia, które są również znane a priori). 
Do analizy kontekstowej zastosowano technikę anova, w której wartości każdego 
atrybutu kontekstowego dzielone są na przedziały i dokonywana jest zamiana 
wartości kontekstowych na etykiety przedziałów. Następnie przeprowadza się 
grupowanie tych zbiorów przedziałów dla każdego atrybutu wykonawczego. 
Wynikiem analizy kontekstowej jest zbiór tablic opisujących wpływ atrybutu 
kontekstowego na atrybuty wykonawcze – tablic jest tyle, ile atrybutów kontek-
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stowych. Normalizacja następuje poprzez dodanie do wartości atrybutu wyko-
nawczego liczby kontekstowej kary.  

Podejście to można szerzej stosować, gdy wykonany zostanie etap identyfikacji 
cech, chociaż ograniczeniem są rygorystyczne założenia o numeryczności atrybu-
tów wykonawczych. 

Niwelowanie wpływu kontekstu na tworzenie klasyfikatora z jednej strony daje 
możliwość zastosowania nauczonego klasyfikatora do klasyfikacji nowego przy-
kładu występującego w dowolnym kontekście, ale z drugiej strony odrzuca ziden-
tyfikowaną informację kontekstową do dokładniejszego, kontekstowego opisu i in-
terpretacji starych i nowych przykładów.  

Kontekstowe rozszerzenie polega na dołączeniu do cech decyzyjnych atrybu-
tów kontekstowych i traktowaniu ich przez klasyfikator w ten sam sposób jak atry-
buty decyzyjne. W tym przypadku zadanie nie jest proste, gdyż o decyzyjności 
atrybutu przesądza heurystyka zastosowanego algorytmu indukcyjnego, chyba że 
opis pojęcia tworzony jest manualnie. 

Kontekstowa selekcja klasyfikacyjna przeprowadzana jest w dwóch krokach. 
W pierwszym generowane są specjalistyczne klasyfikatory dla każdego zidentyfi-
kowanego kontekstu. W następnym kroku wykorzystuje się cechy kontekstowe do 
selekcji odpowiedniego klasyfikatora dla określonej sytuacji decyzyjnej. Ograni-
czeniem jest założenie o jednym kontekście dla klasyfikowanego przypadku. 

Kontekstowe dopasowanie klasyfikacyjne jest odwróceniem kolejności kroków 
w kontekstowej selekcji klasyfikacyjnej. Najpierw przeprowadza się klasyfikację 
na podstawie cech decyzyjnych, a następnie odbywa się dopasowanie na podstawie 
cech kontekstowych. 

Idea kontekstowego dopasowania jest podobna do dwupoziomowego procesu 
uczenia zaproponowanego przez R.S. Michalskiego [33] i rozwinięta przez F. Ber-
gadano, S. Matwina i R.S. Michalskiego w systemie POSEIDON [4]. W pierwszej 
warstwie tworzony jest opis pojęcia niezależny od kontekstów. Jest on generowany 
z zastosowaniem algorytmu indukcji reguł, a następnie optymalizowany według 
jakościowych kryteriów opisu, którymi są prostota obliczeniowa i trafność klasyfi-
kacyjna. Proces optymalizacji obejmuje możliwość wprowadzenia zmian w opisie 
oryginalnym, takich jak usuwanie reguły, warunku lub modyfikacja warunku regu-
ły. Zmiany te odnosić się mogą zarówno do operacji uogólniania, jak uszczegóła-
wiania oryginalnych reguł. 

Druga warstwa ICI (Inferential Concepts Interpretation) opisuje możliwe in-
terpretacje pojęcia. Zawiera ona reguły kontekstowe podane przez ekspertów na 
podstawie analizy błędnie zaklasyfikowanych przypadków z warstwy pierwszej lub 
nauczone przez klasyfikator na podstawie dodatkowej wiedzy. 

Ważenie kontekstowe polega na przypisaniu większej ważności cechom decy-
zyjnym, które w danym kontekście są bardziej użyteczne w zadaniu klasyfikacji. 
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Problemem w tym przypadku są wybór atrybutów oraz wysokość przypisanych 
wag. Dodatkową trudnością może być wielość kontekstów. 

Przy założeniu, że kontekst jest zjawiskiem lokalnym w analizowanym pro-
blemie, P. Domingos [12] zaproponował technikę selekcji cech kontekstowo zależ-
nych w tzw. leniwym uczeniu (lazy learning, case-based reasoning, instance lear-
ning). Jest to sposób podobny do grupowania, polegający na znajdowaniu dla każ-
dego przykładu uczącego przykładu najbardziej podobnego z tej samej klasy i we-
ryfikowaniu hipotezy, że różnice w wartościach atrybutów są nieistotne. Klasyfi-
kacja ma charakter lokalny zależny od konkretnego przykładu w kontekście odpo-
wiedniości klasyfikacyjnej atrybutów. 

3.2. Uczenie przyrostowe 

Zmienność uczonego pojęcia w czasie wymusza zastosowanie innego trybu uczenia, 
którym jest uczenie przyrostowe. Kontekst w przyrostowym uczeniu się pojęć to zada-
nie identyfikacji zmian i nieciągłości występujących w procesie uczenia lub między 
przykładami uczącymi. Zmiany tego typu zwane są dryfem pojęciowym [28; 31]. Za-
kłada się, że zmiany w środowisku uczenia mogą wpływać na zmianę pojęcia do-
celowego, którą algorytm uczenia próbuje zidentyfikować w każdym kroku proce-
su uczenia.  

Zmienność pojęcia może mieć charakter stopniowy lub skokowy, różna może 
też być również prędkość zachodzenia zmian. Nie każde tempo zmian pojęcia jest 
możliwe do prześledzenia. Z reguły pojawiające się rozwiązania dotyczą powol-
nych zmian. Określeniem możliwości śledzenia dryfu pojęciowego w teoretycz-
nym modelu uczenia zajmują się m.in. A. Kuh i in. [27], D.P. Helmbold i 
P.M. Long [16] oraz M. Devaney i A. Ram [11]. Analizują zakres i częstość zmian 
pojęcia oraz określają szerokość okna niezbędną do efektywnego śledzenia dla 
stopniowej zmiany pojęcia. Otrzymane wyniki nie mają niestety praktycznego zna-
czenia w sensie modelu teoretycznego PAC [3; 16]. 

Rozróżnia się dwa podejścia do radzenia sobie ze zjawiskiem dryfu pojęciowe-
go. Pierwszym jest selekcja przykładów wspomagana przez monitorowanie nieza-
wodności i złożoności hipotez oraz ważenie przykładów, a drugim jest monitoro-
wanie wskaźników sygnalizujących zmiany kontekstów opisywanego pojęcia. 

Celem selekcji przykładów jest wybranie adekwatnego zbioru przykładów do 
bieżącego dryfu pojęcia [61-63], który będzie stanowił podstawę analizy identyfi-
kacji zmian i poprawności hipotez. Do tego celu wykorzystuje się metodę okien, 
które mogą mieć stały, jak u M. Kubata [24], lub elastyczny rozmiar [42; 63].  

Metoda okien polega na uogólnianiu przykładów uczących według zawartości 
okna przesuwanego wzdłuż przychodzących nowych przypadków. Nauczone poję-
cie na podstawie w ten sposób wyselekcjonowanych przykładów wykorzystuje się 
tylko do przewidywania najbliższej przyszłości. 
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Elastyczne ustalanie rozmiarów okna polega na monitorowaniu procesu ucze-

nia poprzez bardziej złożone i elastyczne strategie zapominania oparte na różnych 
heurystykach. Ich celem jest odkrycie zmian w pojęciach docelowych i reakcja na 
dostrzeżone zmiany poprzez dynamiczną regulację rozmiaru okna. Najczęstszą 
miarą są czynniki monitorujące trafność predykcyjną [42; 63]. 

Zamiast selekcji przykładów za pomocą okien M.B. Harries i K. Horn [14] za-
proponowali grupowanie kontekstowe. Polega ono na podziale uporządkowanego 
po czasie zbioru danych na określoną liczbę podzbiorów. Podział może być losowy 
lub na podstawie wiedzy dziedzinowej. Otrzymane podzbiory są następnie dopre-
cyzowywane według kryterium jakości wygenerowanych opisów (klasyfikatorów). 
Podejście to ma zastosowanie do sytuacji, w której mamy do czynienia z rozłącz-
nymi i (lub) powtarzającymi się kontekstami. 

Innym sposobem determinującym selekcję przykładów jest monitorowanie nie-
zawodności i złożoności hipotez (utworzonych opisów pojęcia). Na przykład w 
systemie DARLING trafność odnoszona jest do przykładów, które nie zostały wy-
eliminowane przez bardzo podobny przykład z takim samym lub innym kontek-
stem pojęcia [41]. 

Pierwszym z pomysłów monitorowania niezawodności hipotez był algorytm 
STAGGER Schlimmera i Grangera [43]. Rozważali problem oceny wielu hipotez 
w odniesieniu do trafności klasyfikacyjna i wariantów złożoności opisów. Zmianę 
opisu pojęcia tylko na podstawie śledzenia trafności klasyfikacyjnej klasyfikatora 
można znaleźć w pracy G. Widmera i M. Kubata [63]. Autorzy, zachowując istnie-
jący opis, analizują możliwość i konieczność tworzenia nowego opisu. Przechowu-
ją wcześniejsze modele, które mogą okazać się poprawne w innych sytuacjach. 

Inny przykład monitorowania złożoności ewoluujących hipotez można znaleźć 
w pracach G. Widmera i M. Kubata [58; 61-63], którzy opracowali rodzinę algo-
rytmów FLORA. 

Techniką wspierającą selekcję przykładów może być ich ważenie. Odbywa się 
ono poprzez aktualizację zmian istotności statystycznych w reprezentacji rozkładu 
opisów pojęcia oraz na podstawie zmniejszającej się wagi przykładów uczących i 
hipotez wraz z upływem czasu. Dezaktualizacja przykładów definiowana jest przez 
własność starzenia się, która najczęściej jest funkcją czasu. Z reguły przyjmuje się 
założenie o większej wiarygodności informacji bieżącej od informacji starszych [22]. 
Oprócz czasu, ważenie można odnieść do kompetencji opisu bieżącego pojęcia. 
Ważenie nie zawsze jest w stanie efektywnie wesprzeć selekcję [23]. Liczba anali-
zowanych przykładów w skrajnym przypadku może ograniczać się tylko do przy-
kładów z bieżącego okna, a hipotezy nie wspierające przykładów z tego okna są 
usuwane [41]. 

Dryf pojęciowy może być rozróżniany poprzez monitorowanie atrybutów 
wskaźnikowych charakteryzujących środowisko rozpatrywanego pojęcia. Atrybuty 
wskaźnikowe mogą być znane na podstawie wiedzy dziedzinowej lub zidentyfiko-
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wane przez eksperta dziedzinowego. Przykładem pierwszej sytuacji jest m.in. sys-
tem SAMUEL, którego autorami są C.L. Ramsey i J.J. Grefenstette [40]. Monito-
ruje on zbiór zdefiniowanych atrybutów wskaźnikowych, który działa w środowi-
sku zmiennym, a jego rozszerzona wersja w środowisku stałym. 

Sytuację, gdy atrybuty wskaźnikowe kontekstu nie są znane, rozpatruje G. Wid-
mer [59; 60]. Proponuje on system METAL(B), który automatycznie odkrywa kon-
tekstowe atrybuty wskaźnikowe w procesie uczenia przyrostowego i potrafi odpo-
wiednio reagować na przewidywaną zmianę kontekstu. System składa się z pod-
stawowego poziomu uczenia, który wykonuje regularne uczenie i zadanie klasyfi-
kacji oraz metapoziomu identyfikującego potencjalne wskaźniki kontekstowe 
(cechy, które mogą być kontekstowymi wskaźnikami). Uczenie kontekstowe i wy-
krywanie występują w regularnym procesie uczenia bez rozdzielania fazy uczenia i 
rozpoznawania kontekstu. Wprowadza pojęcia cech oraz atrybutów predykcyjnych 
i kontekstowych oraz kryteria rozpoznawania kontekstów. Cechy predykcyjne 
identyfikowane są w odniesieniu do bieżącego okna, ponieważ trafność jest jako-
ścią temporalną, która może zmienić się z upływem czasu i kontekstem. O predyk-
cyjności danej cechy decyduje wynik porównania rozkładu wartości danej cechy i 
bezwarunkowego rozkładu klas w bieżącym oknie. Kryterium to zwraca uwagę na 
globalne zmiany w rozkładzie między predykcyjnością różnych cech. Natomiast 
identyfikacja kontekstowości danej cechy dokonywana jest na podstawie tego, jak 
jej wartości korelują z predykcyjnością innych cech. 

Zapewnienie uniwersalności selekcji przykładów uczących, stanowiących pod-
stawę uczenia się pojęcia w wielu różnych kontekstach, wymaga stosowania rów-
nocześnie wielu okien o różnych rozmiarach. Problem jest szczególnie ważny w 
złożonych i heterogenicznych bazach danych. Rozpoznane konteksty mogą stano-
wić bardziej lub mniej rozpoznane struktury, a więc konieczna jest wiedza o zależ-
nościach między kontekstami. Należy odkryć charakter kontekstów, który może 
być lokalny, kompatybilny, charakteryzować się hierarchiczną lub płaską strukturą. 
Bez takiej wiedzy wnioskowanie po kontekstach jest niemożliwe. 

4. Reprezentacja pojęcia kontekstowo zależnego 

Celem reprezentacji pojęcia kontekstowo zależnego jest umożliwienie właściwego 
wyboru rozumienia i interpretacji pojęcia w konkretnej sytuacji. Forma reprezenta-
cji wyznaczana jest przez przedmiot, którym może być łączny opis pojęcia kontek-
stowo zależnego lub oddzielny opis pojęcia i jego możliwych kontekstów. 

Tradycyjne propozycje reprezentacji pojęcia zakładają, że pełne znaczenie kon-
tekstów zawarte jest w pojedynczej strukturze. Przyjmuje się, że taka struktura 
obejmuje wszystkie powiązane własności pojęcia i określa jego granice [10; 35; 
44; 45]. Tego rodzaju reprezentacje wynikają z zastosowanych algorytmów ucze-
nia się pojęć, o których można powiedzieć, że stosują pewną formę selekcji atrybu-
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tów kontekstowo zależnych [12]. Należą do nich algorytmy budowy drzew decy-
zyjnych, indukcji reguł i leniwego uczenia. Każda ścieżka w drzewie decyzyjnym, 
reguła w zbiorze reguł oraz każda zasada kwalifikacji dla pojedynczego przykładu 
może być traktowana jako reprezentacja opisu pojęcia w jakimś niezdefiniowanym 
kontekście. W przypadku drzew i zbiorów uporządkowanych reguł mówi się o za-
leżnych opisach kontekstowych o określonej strukturze. 

Niezależne opisy kontekstowe mogą być reprezentowane za pomocą nieupo-
rządkowanego zbioru reguł oraz grafu kontekstowego CxG. Graf kontekstowy jest 
acykliczny i skierowany, z jednym wejściem i jednym wyjściem. Ścieżka od wej-
ścia do wyjścia reprezentuje wariant kontekstowego opisu pojęcia, czyli wiele róż-
nych opisów w różnych kontekstach. Grupuje wszystkie warianty kontekstowych 
opisów pojęcia. Jawna reprezentacja opisów umożliwia radzenie sobie z różnymi 
doświadczeniami zależnymi od kontekstu. Grafy kontekstowe potwierdziły swoją 
przydatność w wielu dziedzinach, np. w obszarze wspomagania decyzji w zarzą-
dzaniu wypadkami w systemie paryskiego metra [6]. Warunkiem powodzenia jest 
sterowanie wyborem właściwego opisu pojęcia. 

Element kontekstowy w tego typu reprezentacjach może być traktowany jako 
czynnik aktywizujący określony fragment wiedzy [5]. Jest to sytuacja, w której po-
jęcie jest widziane w wielu rozłącznych kontekstach. Stąd możliwa jest tylko jedna 
interpretacja w danym momencie. Ten aspekt kontekstu ma charakter lokalny 
oznaczający wykorzystanie tylko części wygenerowanego opisu pojęcia, ale bez 
możliwości nazwania kontekstu. 

Dokładniejszy opis i reprezentacja pojęcia kontekstowego są możliwe, gdy 
konteksty, w jakich występuje pojęcie, są znane i można je oddzielić od opisu pod-
stawowego pojęcia, a konteksty są rozłączne. 

Jednym z pomysłów jest dwuwarstwowa reprezentacja pojęcia (opis bezpo-
średni i pośredni pojęcia) zaproponowana przez R.S. Michalskiego [33]. Pierwsza 
warstwa BCR (Base Concept Representation) opisuje podstawowe charakterystyki 
pojęcia niezależne od kontekstu w postaci zbioru reguł (pojęcia typowe). Druga 
warstwa ICI (Inferential Concepts Interpretation) opisuje możliwe interpretacje 
pojęcia. Warstwa ta może mieć postać nie tylko bazy wiedzy, również lecz także 
innych modeli wiedzy, np. modelu sieci neuronowej [25]. 

Bardziej uniwersalną reprezentację ze względu na możliwość opisania dowol-
nie złożonej struktury kontekstu i pojęcia podstawowego zaproponowali Terziyan i 
Puuronen [46]. Jest to wielopoziomowa reprezentacja pojęcia kontekstowego za 
pomocą semantycznej metasieci. Na poziomie pierwszym najniższym znajduje się 
wiedza o podstawowej dziedzinie pojęcia i jego relacjach. Drugi poziom zawiera 
relacje metakontekstów, a kolejne poziomy metakonteksty wyższego poziomu itd. 
Wiedza na najwyższym poziomie jest prawdziwa we wszystkich kontekstach.  

Semantyczna metasieć jest zbiorem sieci semantycznych ułożonych jedna nad 
drugą, tak że relacjami każdego niższego poziomu są węzły poziomu wyższego. 
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Zadaniem każdej z tych reprezentacji jest wszechstronna obsługa pojęć konteksto-
wo zależnych poprzez dostarczenie: 
– wiedzy zinterpretowanej przez wszystkie znane poziomy jej kontekstu, 
– nieznanej wiedzy, gdy interpretacja w jakimś kontekście i sam kontekst są znane, 
– nieznanej wiedzy o kontekście, gdy wiadomo, jak wiedza jest interpretowana w 

tym kontekście. 
Do realizacji powyższych zadań zastosowano specjalną algebrę umożliwiającą 

przeprowadzenie kontekstowych transformacji. Taka reprezentacja jest możliwa, 
gdy pojęcie występuje w wielu kontekstach charakteryzujących się hierarchiczną 
organizacją, różną granulacją [7] oraz zagnieżdżeniem [47], a konteksty i ich rela-
cje są znane lub możliwe do rozpoznania.  

Oddzielenie kontekstu od podstawowej charakterystyki pojęcia nie zawsze jest 
możliwe lub uzasadnione, a konteksty nie muszą być rozłączne. Oznacza to, że dane 
pojęcie może być postrzegane przez pryzmat wielu kontekstów równocześnie. 
Aspekt ten zwany jest przez Ch. Ghidiniego i F. Giunchigilię kompatybilnością [13]. 
Kompatybilność odnosi się do relacji między kontekstami wspólnego opisu poję-
cia. Ma ona strukturalny wpływ na zmianę zbioru lokalnych modeli definiujących 
każdy kontekst. Kwalifikacja egzemplarza do wygenerowanego opisu pojęcia od-
bywa się przy określonym współudziale kompetentnych klasyfikatorów. W eks-
tremalnym przypadku każde dwa konteksty mają dwa niezależne lub takie same 
spojrzenia na świat.  

5. Podsumowanie 

Przedstawiony przegląd rozwiązań stosowanych w obszarze uczenia się pojęć natu-
ralnych poprzez poszerzenie opisu o możliwe konteksty oraz doświadczenia autor-
ki [18; 19] w tym obszarze badawczym nasuwa kilka spostrzeżeń.  

Najpełniejsze możliwości rozpoznania kontekstów daje uczenie wsadowe, gdyż 
wszystkie konteksty z założenia znajdują się w zbiorze danych. Jest możliwość od-
krycia ich struktury i wzajemnych powiązań. Wydaje się, że może ono stanowić 
podstawę przyrostowego korygowania i uzupełniania kontekstów w procesie ucze-
nia przyrostowego, gdy takie jest konieczne. Nawet w przypadku wymagania upo-
rządkowania danych po czasie, rozpoznanie takie jest możliwe, jak pokazują na 
przykład badania P. Domingosa [12]. W takim podejściu do uczenia przyrostowego 
już na wstępie znane byłyby przynajmniej w zarysie możliwe konteksty oraz ich 
złożoność, co mogłoby ułatwić otrzymanie właściwych opisów pojęcia. Uzasad-
nieniem jest możliwość rozpoznawania wielu kontekstów w uczeniu przyrosto-
wym, gdy są powiązane relacjami hierarchicznymi, a jest to zadanie trudne i nie 
podejmowane. 

Obszarem wartym rozszerzenia jest również specjalizacja kontekstowa, jako 
sposób wykorzystania informacji kontekstowej, której poświęcono niewiele uwagi. 
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Problemem do rozwiązania jest łączenie decyzji klasyfikatorów kontekstowych, 
gdy konteksty danego pojęcia nie są rozłączne, ale zachodzą na siebie. Selekcja 
klasyfikatora dla danego przypadku nie jest wówczas właściwym sposobem wybo-
ru opisu. Każdy przypadek byłby opisany przez grupę klasyfikatorów, które wspól-
nie podejmowałyby decyzję według jakiegoś ustalonego schematu. 

W złożonych problemach społeczno-ekonomicznych trudno liczyć na możli-
wość wyodrębnienia opisu podstawowego i opisu kontekstu. Wydaje się, że dwu-
poziomowa reprezentacja, choć bardzo atrakcyjna ze względów poznawczych, jest 
trudna do uzyskania. Nawet jeśli takie rozwiązanie jest możliwe, to nie ma pew-
ności, że otrzymane rozdzielenie jest poprawne. Bardziej uniwersalnym podej-
ściem będzie zwolnienie założenia o generowaniu dwu poziomowego opisu poję-
cia. Nie oznacza to jednak, że otrzymane opisy pojęcia w różnych kontekstach nie 
będą miały wspólnych fragmentów. 

Pomijanym problemem jest również przyjmowanie założenia o kompletności 
opisów pojęcia kontekstowo zależnego (problem szczególnie dotyczy uczenia wsa-
dowego). Przeszkodą dla takiego założenia są bazy danych, stanowiące podstawę 
uczenia się pojęć. Nie ma gwarancji, że stanowią reprezentacyjną próbkę przykła-
dów analizowanego pojęcia, gdyż były tworzone w innym celu. Nie są wynikiem 
zaplanowanego eksperymentu. Jeśli tak, to przypadki w nich zawarte nie muszą re-
prezentować wszystkich zidentyfikowanych kontekstów w takim samym stopniu. 
Dobrym pomysłem mogłoby być dopuszczenie klasyfikatorów ocenianych nie glo-
balnie, ale według kompetencji dla danej wartości pojęcia. Wówczas zastosowanie 
miałyby tylko kompetentne i adekwatne fragmenty opisu pojęcia. 
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CONTEXT IN CONCEPT LEARNING 

Summary: Growing volumes and complexity, big number of sources and goals of gathering 
data that are different than data analysis tasks are the main reason of failure of concept learning 
algorithms. Simplistic and inadequate to the reality assumptions become significant. They con-
cern accuracy of concepts, contextual independency and possibility to represent concept by a 
single nominal description. This paper presents an overview of ways to unchain those assump-
tions and broadening description of concepts by contextual dependency. 
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