
  PRACE NAUKOWE UNIWERSYTETU EKONOMICZNEGO WE WROCŁAWIU  nr 176 

Taksonomia 18. Klasyfikacja i analiza danych – teoria i zastosowania 2011 

Michał Kukliński 
Uniwersytet Mikołaja Kopernika w Toruniu 

 STUDIUM PORÓWNAWCZE 
WYBRANYCH ALGORYTMÓW 
ANALIZY KOSZYKOWEJ 

Streszczenie: Artykuł zawiera porównanie metod analizy koszykowej na przykładzie trans-
akcyjnej bazy danych. W publikacji przedstawione zostały poszczególne etapy przygotowa-
nia danych oraz analizy za pomocą oprogramowania Statistica i SPSS Clementine. Zesta-
wienie podstawowych charakterystyk metod a priori oraz GRI pozwala na wybór odpo-
wiedniego algorytmu w zależności od typu danych oraz ilości danych wejściowych. 
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1. Wstęp 

Celem artykułu jest ocena efektywności metod badania zjawiska asocjacji w anali-
zie koszykowej. W publikacji zaprezentowano etapy badania asocjacji za pomocą 
różnych technik − algorytmów, z użyciem oprogramowania SPSS Clementine oraz 
Statistica. Odkrywanie reguł asocjacyjnych, w zależności od sposobu przedstawie-
nia danych, wymaga specjalnych zabiegów mających na celu przygotowanie po-
siadanych informacji do obliczeń oraz wybranie odpowiednio efektywnej i sku-
tecznej metody. Badanie zastosowania metod GRI i a priori oraz dokładności 
otrzymanych wyników w możliwie najkrótszym czasie pozwoli na uzyskanie in-
formacji niezbędnych do analiz marketingowych. Umożliwi sformułowanie wska-
zówek, którą metodę należy zastosować w konkretnych badaniach asocjacji w celu 
stworzenia skutecznych strategii marketingowych [Larose 2008]. 

2. Procedura przygotowania danych empirycznych 

Obliczenia reguł asocjacyjnych zostały przeprowadzone na danych empirycznych 
pochodzących ze sklepu z obuwiem, obejmujących dwa pełne lata sprzedaży. Baza 
danych transakcyjnych zawiera 32 245 dokumentów sprzedaży, a w swoim asor-
tymencie posiada 37 grup towarowych. Pierwotna hurtownia danych zawierała 
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78 564 rekordów z informacjami dotyczącymi sprzedaży, tj. numer dokumentu 
sprzedaży, datę i godzinę sprzedaży, kod produktu (zawierający grupę asortymen-
tową), cenę jednostkową, wysokość udzielonego rabatu oraz stawkę podatku VAT. 
Proces obliczeń poprzedzony musi być etapami wstępnej obróbki danych, na które 
składają się: czyszczenie danych, obsługa brakujących danych, identyfikacja błęd-
nych klasyfikacji, graficzne metody identyfikacji punktów oddalonych, numerycz-
ne metody identyfikacji punktów oddalonych oraz przekształcenia danych. 
 

 

Rys. 1. Baza transakcyjna (wersja pierwotna) 

Źródło: baza transakcyjna sklepu z obuwiem za lata 2008 i 2009. 

Na potrzeby badania reguł asocjacyjnych pominięto część informacji, które 
opisywały sprzedaż. Zostało stworzone dodatkowe pole zawierające kolejny numer 
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transakcji, tak aby numery z poszczególnych lat, nadawane co roku od początku, 
nie pokrywały się. W wyniku przekształceń do właściwych obliczeń reguł asocja-
cyjnych zostały użyte 2 pola: numer transakcji oraz towar. W związku z tym, że 
występowanie kilku produktów zawierających się w jednej grupie asortymentowej 
w ramach jednego dokumentu sprzedaży powodowało powtórzenia, należało do-
konać grupowania. Grupowanie miało na celu doprowadzenie danych do postaci, w 
której dana grupa asortymentowa występowała na każdym dokumencie sprzedaży 
najwyżej jeden raz. 

Następnie dokonano obliczeń metodą a priori i GRI, poprzedzając obliczenia 
dodatkowymi zabiegami, mającymi na celu dopasowanie danych do wymagań po-
szczególnych metod.  

3. Metoda a priori 

Zastosowanie metody a priori wymaga wprowadzenia do posiadanej bazy transak-
cyjnej dodatkowego pola o nazwie id_transakcji, aby nadać transakcjom z dwóch 
lat unikatowe indeksy. Jeżeli pozostawilibyśmy tylko pola dzień i paragon, to za-
równo w roku 2008, jak i w 2009 istnieje rekord zawierający na przykład dzień o 
numerze 45 oraz paragon o numerze 1. W pierwszym kroku dni z dwóch lat zostały 
ponumerowane narastająco, następnie powstało nowe pole łączące dzień i paragon 
według następującego algorytmu:  

 id_transakcji = dzień · 1000 + paragon. 

Algorytm a priori odkrywa zestaw reguł z danych, wybierając reguły, które 
mają najwyższą zawartość informacji. Metoda a priori oferuje 5 różnych metod se-
lekcji reguł i wykorzystuje model indeksowania do wydajnego przetwarzania du-
żych baz danych. Metoda a priori wymaga, aby wszystkie dane wejściowe i wyj-
ściowe były jakościowe, ale oferuje lepszą wydajność, ponieważ algorytm został 
zaimplementowany do tego rodzaju danych [Rauch 2005]. Algorytm wykorzystuje 
właściwość a priori, która mówi, że jeżeli zbiór zdarzeń Z nie jest pusty, to dla 
dowolnego elementu A, gdzie Z A , także nie będzie pusty. Oznacza to, że doda-
nie dowolnego towaru do zbioru niepustego nie spowoduje, że zbiór ten stanie się 
pusty. Kolejnym wnioskiem jest, iż żaden nadzbiór niepusty zbioru nie będzie pu-
sty. Oznacza to, że poszukując zbiorów częstych, algorytm najpierw przeanalizuje 
wszystkie jednoelementowe podzbiory i dopiero wśród tych częstych będzie szukał 
kandydatów na częste zbiory dwuelementowe i tak dalej. Mając już wszystkie 
zbiory częste (k) algorytm wyszuka wszystkie podzbiory ( )l  znalezionych zbiorów 

częstych. Następnie zbada występowanie reguły, jeżeli l, to ( 1)k  . Dla podanych 

reguł algorytm wylicza poziom wsparcia i ufności. Od zadanego minimalnego po-
ziomu wsparcia i ufności zależy ilość reguł asocjacyjnych, jakie zaproponuje me-
toda, zakładając, że dane wejściowe są identyczne [Larose 2006].  
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Rys. 2. Baza danych przygotowana do obliczeń metodą a priori 

Źródło: obliczenia własne. 

Tabela 1. Reguły asocjacyjne – metoda a priori 

 
Źródło: obliczenia własne za pomocą Statistica 8.0. 

Zawarte w tab. 1 pojęcia oznaczają: 
Poprzednik − w przypadku zależności: jeżeli A, to B, jest to szukane A. 
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Następnik − w przypadku zależności: jeżeli A, to B, jest to szukane B. 
Wsparcie pokazuje udział rekordów zarówno z odpowiednim poprzednikiem, 

jak i następnikiem w stosunku do ogólnej liczby rekordów. Jest to stosunek rekor-
dów z A i B do wszystkich rekordów wyrażony w procentach. 

Poziom ufności wskazuje, w postaci procentowej, proporcje liczby rekordów 
zarówno z odpowiednim poprzednikiem, jak i jego następnikiem do liczby rekor-
dów z jedynie odpowiednim poprzednikiem. Oznacza to, że poziom ufności jest to 
stosunek rekordów z A i B do wszystkich rekordów z A. 

Wdrażalność jest procentową miarą wystąpienia danych spełniających warunki 
poprzednika, ale niespełniających warunków następnika. W odniesieniu do zakupu 
produktów oznacza to, jaki odsetek klientów posiada (lub zakupiło) poprzednik, ale 
nie zakupiło jeszcze następnika. Statystyka wyrażalności jest określona jako: 

  (liczba rekordów spełniająca warunek poprzednika – 
 liczba rekordów spełniająca regułę)/liczba rekordów,  

gdzie: spełniająca warunek poprzednika oznacza liczbę rekordów, dla których po-
przednik jest prawdziwy, liczba rekordów spełniająca regułę oznacza liczbę rekor-
dów, dla których zarówno poprzednik, jak i następnik są prawdziwe. Innymi słowy 
wdrażalność jest to iloraz różnicy liczby A i liczby rekordów z zarówno A, jak i B 
oraz sumy wszystkich rekordów. 
 

 

Rys. 3. Wykres sieciowy reguł asocjacyjnych – metoda a priori 

Źródło: obliczenia własne za pomocą Statistica 8.0. 

Otrzymane rezultaty poszukiwania reguł asocjacyjnych możemy w oprogra-
mowaniu Statistica 8.0 przedstawić za pomocą wykresów reguł oraz wykresów sie-
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ciowych reguł asocjacyjnych. Zarówno z wykresu reguł, jak i z wykresu sieciowego 
możemy odczytać wszystkie najistotniejsze wskaźniki, jednakże asocjacje są 
przedstawione w sposób bardziej obrazowy na wykresie sieciowym. Z wykresu 
sieciowego możemy z łatwością odczytać zarówno towary wzajemnie powiązane, 
jak i stwierdzić poziom wsparcia reguł. 

4. Metoda uogólnionej indukcji reguł − GRI 

W celu zastosowania metody GRI na danych transakcyjnych wymagane jest prze-
kształcenie bazy danych do formatu macierzowego. Metodę przekształcenia trans-
akcyjnej bazy danych w macierzowy zapis transakcji udostępnia pakiet oprogra-
mowania SPSS Clementine. W wyniku przekształcenia baza danych przyjmuje 
format macierzowy w postaci: jeden rekord przedstawia zapis jednej transakcji 
sprzedaży oraz zawiera pole identyfikujące transakcję (id_transakcji) oraz kolejne 
pola odpowiadające nazwom poszczególnych produktów. W naszym przypadku 
każdy rekord zawiera p + 1 pól, gdzie p oznacza ilość unikalnych produktów w ba-
zie danych. Jeżeli dany produkt wystąpił w koszyku, pole identyfikujące przyjmuje 
wartość PRAWDA (T = TRUE), natomiast jeżeli produkt nie został kupiony, war-
tość pozostaje FAŁSZ (F = FALSE).  

 

 

Rys. 4. Baza danych przygotowana do obliczeń metodą GRI 

Źródło: obliczenia własne za pomocą SPSS Clementine. 



Studium porównawcze wybranych algorytmów analizy koszykowej 609 
 

Metoda GRI wskazuje reguły o najwyższej zawartości informacji oparte na in-
deksie biorącym pod uwagę zarówno uogólnienie, jak i dokładność. GRI może 
wykorzystywać dane ilościowe oraz jakościowe, ale cel musi być jakościowy. Aby 
określić, czy kandydująca reguła jest interesująca, „GRI wykorzystuje J-miarę. 

  ( | ) 1 ( | )
( ) ( | ) ln 1 ( | ) ln

( ) 1 ( )

p B A p B A
J p A p A B p B A

p B p B

 
    

, 

gdzie:  p A  – reprezentuje prawdopodobieństwo lub ufność obserwowanej 

wartości A, jest to miara zakresu poprzednika;  
  p B  − reprezentuje prawdopodobieństwo lub ufność obserwowanej 

wartości B, jest to miara zakresu następnika;  
  |p B A  – reprezentuje prawdopodobieństwo warunkowe lub późniejszą 

ufność zmiennej B dla danego A, które następuje; jest to miara 
prawdopodobieństwa zaobserwowania wartości B pod warun-
kiem, że występuje A.  

Zatem  |p B A  reprezentuje uaktualnione prawdopodobieństwo obserwowa-

nia wartości B po zyskaniu dodatkowej wiedzy o wartości A. W terminologii reguł 
asocjacyjnych  |p B A  jest mierzone bezpośrednio jako ufność reguły. [...] Dla 

reguł z więcej niż jednym poprzednikiem  p A  jest obliczane jako prawdopodo-

bieństwo koniunkcji wartości zmiennych w poprzedniku” [Larose 2006]. 
 

 
Rys. 5. Baza danych przygotowana do obliczeń metodą GRI 

Źródło: obliczenia własne za pomocą SPSS Clementine.  
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W przypadku tego algorytmu badacz określa maksymalną liczbę reguł, które chce 

osiągnąć, ponieważ znajdowanie kolejnych reguł polega na obliczaniu J-miary dla ko-
lejnych przypadków i porównywaniu wartości z najniższą dostępną wartością z tabeli. 
Jeżeli nowa wartość jest większa, to zostaje nadpisana na poprzednią.  

5. Podsumowanie 

Negatywnym zjawiskiem występującym podczas dokonywania obliczeń jest problem 
dużego zestawu danych oraz ilości teoretycznie możliwych reguł asocjacyjnych [Ta-
niar 2008]. Przykładowo, jeżeli posiadamy k-atrybutowy zbiór, to liczba reguł aso-
cjacyjnych jest rzędu 12kk  , zatem jeżeli dysponujemy zbiorem danych transakcyj-
nych małego sklepu, który ma w swojej ofercie tylko 100 artykułów, to liczbę reguł 
asocjacyjnych szacujemy na 99 31100 2 6,4 10   . Należy zwrócić uwagę, że trudno 
znaleźć sklep, który oferuje tylko 100 produktów, obecnie w hipermarketach mamy 
tysiące unikalnych produktów. O ile w metodzie a priori dane nie wymagają specjal-
nie skomplikowanych przekształceń, to w przypadku metody GRI, gdzie bazę należy 
przekształcić na format macierzowy, powstaje problem dużego zbioru danych. Włas-
ne doświadczenia badawcze nad inną bazą transakcyjną, zawierającą 1245 unikal-
nych produktów, metoda GRI nie podołała obliczeniom na tak dużej macierzy.  

Na przedstawionym przykładzie widać, że dokładniejsza okazała się metoda 
a priori, która wskazała znacznie więcej reguł, szczególnie tych z wysokimi warto-
ściami współczynnika wsparcia. Uwagę należy zwrócić również na szybkość obli-
czeń, które w metodzie GRI trwały siedem razy dłużej niż w metodzie a priori. 
W przypadku dużych problemów badawczych algorytm a priori jest szybszy niż 
GRI i ponadto nie ma on odgórnego limitu liczby reguł, które można uzyskać, a 
także może obsługiwać reguły aż do 32 założeń. 

Metoda GRI może wykorzystywać dane ilościowe oraz jakościowe, ale cel mu-
si być jakościowy. W przypadku algorytmu a priori wszystkie dane muszą mieć 
charakter jakościowy, natomiast dane ilościowe można dyskretyzować lub zasto-
sować wspomniany algorytm GRI [Agrawal i in. 1993]. 
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COMPARATIVE STUDY OF SELECTED METHODS 
OF MARKET BASKET ANALYSIS 

Summary: The article presents the comparison of methods of market basket analysis on the 
example of transactional database. The publication presents various stages of data prepara-
tion and analysis using the Statistica software and SPSS Clementine. The combination of 
basic characteristics of a’priori and GRI methods allows to choose the appropriate algo-
rithm, depending on the type and amount of input data. 
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