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Streszczenie: Metoda wiazania modeli (bundling) zostata zaproponowana przez Hothorna
jako modyfikacja metody bagging. Polega ona na wykorzystaniu dodatkowych modeli, in-
nych klas niz drzewa klasyfikacyjne, budowanych na podstawie zbioru OOB (out-of-bag),
zawierajacego obserwacje spoza aktualnej proby bootstrapowej. Na podstawie tych modeli
dokonuje sie predykcji dla obserwacji w prébie bootstrapowej, a nastepnie wyniki predykcji
traktuje si¢ jako dodatkowe zmienne objasniajace przy budowie drzewa klasyfikacyjnego.
W artykule przedstawiono wyniki wykorzystania metody wiazania modeli do poprawy do-
ktadnosci klasyfikacji pacjentéw z pojedynczym cieniem okragtym ptuca.

Stowa kluczowe: drzewa klasyfikacyjne, modele zagregowane, bagging, bundling, diagno-
styka medyczna

1. Wstep

W pracy Szlachcinskiej, Witaszczyk i Misztal [2009] analizowano dane dotyczace
pacjentéw poddanych leczeniu operacyjnemu z powodu pojedynczego cienia okrag-
tego ptuca, uwidocznionego w badaniu tomograficznym klatki piersiowej. Celem
prowadzonych wéwczas badan byta identyfikacja czynnikéw (wynikéw badan la-
boratoryjnych, wielkosci i umiejscowienia zmian uwidocznionych na zdjgciach
tomograficznych), na podstawie ktérych mozna sadzié, jeszcze przed badaniem hi-
stopatologicznym, ze wystepujaca zmiana jest nowotworem ztosliwym.

Przeprowadzone analizy potwierdzity przydatnos¢ metody rekurencyjnego podzia-
tu w procesie identyfikacji rodzaju zmian u pacjentéw. Uzyskane w wyniku zastoso-
wania algorytmu CART reguty Klasyfikacji pacjentéw do wyrdznionych grup (nowo-
twor ztosliwy, nowotwor tagodny) prowadzity do nizszych bteddw klasyfikacji niz sto-
sowane zwykle w diagnostyce medycznej modele regresji logistycznej.
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Pamicta¢ jednak nalezy o podstawowej wadzie drzew klasyfikacyjnych, jaka jest
brak stabilnosci. Oznacza to, ze mata zmiana wartosci cech obiektow w zbiorze uczacym
moze prowadzi¢ do powstania zupetnie innego modelu, z innym bigdem klasyfikacji.

Poniewaz umiejetnos¢ rozpoznania typu nowotworu przed podjeciem leczenia
operacyjnego moze wptywaé¢ na sposéb leczenia oraz poprawi¢ komfort zycia pa-
cjentdw, konieczne staje si¢ znalezienie metody pozwalajacej klasyfikowa¢ pacjen-
téw do wyrdznionych grup ryzyka z mozliwie najnizszym btedem klasyfikacji.

Poprawe stabilnosci oraz doktadnosci predykcji mozna uzyskaé¢, budujac mo-
dele ztozone (zagregowane lub hybrydowe).

Model zagregowany jest zbiorem pojedynczych klasyfikatoréw, ktérych odpowie-
dzi sa zagregowane do jednej odpowiedzi catego systemu, zwykle z wykorzystaniem
zasady majoryzacji. Najczesciej stosowane metody agregacji to bagging [Breiman
1996], boosting [Freund i Schapire 1997] i Random Forests [Breiman 2001].

Model hybrydowy natomiast integruje w fazie uczenia przynajmniej dwa rézne
modele (np. drzewo klasyfikacyjne i regresje logistyczng czy liniowe funkcje dys-
kryminacyjne). Uzasadnieniem budowy takich modeli jest twierdzenie NFL (No
Free Lunch [Wolpert i Macready 1997]), z ktérego wynika, ze dla kazdego algo-
rytmu uczacego istnieje pewna klasa probleméw, dla ktérych jest skuteczny. Dla
pozostatych probleméw algorytm moze by¢ mniej skuteczny od innych algoryt-
mow (por. [Stefanowski 2001]).

Metoda taczaca elementy modelu zagregowanego i hybrydowego jest zapropo-
nowana przez Hothorna [2003] metoda wiazania modeli (bundling).

W pracy przedstawiono wyniki zastosowania metody wiazania modeli do po-
prawy doktadnosci klasyfikacji pacjentéw z pojedynczym cieniem okragtym ptuca.

2. Metoda wigzania modeli

Metoda wiazania modeli (bundling) zostata zaproponowana przez Hothorna [2003]
jako rozszerzenie metody agregacji bootstrapowej (bagging).
Zat6zmy, ze rozwazamy pewien zbidr obiektow U (zbidr uczacy). Kazdy ele-
ment tego zbioru jest scharakteryzowany przez wektor p + 1 cech: [x, y], gdzie
X = [X1, X200y Xo] -
W metodzie bagging dokonuje si¢ losowania ze zwracaniem obiektéw ze zbio-

ru uczacego do N-elementowych prob uczacych U;,..., Uy, przy czym waga kazde-
) o i 1
go obiektu jest jednakowa i rowna w;, = N

Prawdopodobienstwo znalezienia sie obserwacji w probie bootstrapowej wyno-

Si: 1—l ~ 0,632 . Zatem okoto 37% obserwacji ze zbioru uczacego U nie znajdzie
e

sie w zadnej probie uczacej. Obserwacje te tworza tzw. zbiér OOB (Out-Of-Bag),
ktory czesto wykorzystuje sie jako zbidr testowy.
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Inne zastosowanie zbioru OOB zaproponowali w 2003 roku Hothorn i Lausen.
Zbiér OOB jest wykorzystywany do budowy K dodatkowych modeli: D, ,..., Dx ,
innych niz drzewa klasyfikacyjne. Na podstawie tych modeli dokonuje sie predyk-
cji dla obserwacji w prébie bootstrapowej, a wyniki predykcji (przewidywane Kla-
sy, prawdopodobienstwa warunkowe lub wartosci funkcji dyskryminacyjnych)
traktowane sa jako dodatkowe zmienne objasniajace przy budowie drzewa klasyfi-
kacyjnego: X;',..., Xk .

Zatem drzewo klasyfikacyjne budowane jest z wykorzystaniem rozszerzonej
préby uczacej, w ktorej obiekty scharakteryzowane sa przez wektor p + K + 1 cech
[x", y], gdzie

X = [X1, X2y oey Xpy Xt ooey X 1T

Metoda rekurencyjnego podziatu wybiera najlepsze zmienne sposrdd zestawu
zmiennych objasniajacych i dodatkowych zmiennych. W tym sensie drzewo klasy-
fikacyjne ,,wiaze” dodatkowe modele klasyfikacyjne.

Procedure powtarza sie V razy, a wyniki predykcji dla obserwacji sa oparte na
gtosowaniu wigkszosciowym.

W pierwszej wersji Hothorn i Lausen [2003] zaproponowali taczenie drzewa
klasyfikacyjnego CART oraz liniowego modelu dyskryminacyjnego LDA (tzw.
metoda double — bagging). Zbiér OOB byt wykorzystywany do szacowania warto-
sci wspotczynnikdéw liniowej funkcji dyskryminacyjnej. Nastepnie, wartosci
zmiennych dyskryminacyjnych dla obserwacji w probie bootstrapowej uzupetniaty
zbi6r zmiennych objasniajacych.

Propozycja Hothorna [2003] rozszerza mozliwosci taczenia modeli (inne mo-
dele dodatkowe niz LDA — np. regresja logistyczna, metoda k-NN czy metoda
wektorow nosnych SVM, wigksza liczba modeli dodatkowych itp).

Algorytm metody wiazania modeli mozna opisa¢ w nastepujacy sposéb [Gat-
nar 2008]:

I. Okresli¢ liczbe modeli bazowych V oraz liczbe modeli dodatkowych K.

II.Dlav=1,2,..,V:

1. Wylosowa¢ N-elementowa probg bootstrapowa U, ze zbioru uczacego U.

2. Zbudowa¢ dodatkowe modele Dy, ..., Dk dla zbioru OOB,= U\ U,.

3. Dokonaé predykcji modelu D (k = 1, 2, ..., K) dla obserwacji {1, ..., Xx} Z
préby uczacej U,, uzyskujac w ten sposob realizacje dodatkowej zmiennej objas-
niajacej Xy .

4. Doda¢ wyniki predykcji do proby uczacej, tworzac zbior p + K zmiennych ob-
jasniajacych. Kazdy obiekt jest teraz opisany przez wektor cech [Xy, ..., Xp, X1 ooy Xk 1

5. Zbudowa¢ model bazowy D, w postaci drzewa klasyfikacyjnego.

I11. Dokona¢ predykcji modelu zagregowanego dla obserwacji x; z wykorzysta-
niem modeli bazowych Dy, ..., Dy, stosujac gtosowanie wiekszosciowe.
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3. Materiatl i metody

Zebrane dane dotycza 75 pacjentéw zakwalifikowanych do leczenia operacyjnego
z powodu pojedynczego cienia okragtego ptuca.

W przeprowadzonym po zabiegu badaniu histopatologicznym nowotwér fa-
godny stwierdzono u 39 pacjentdw, a zmiany o charakterze ztosliwym u 36 0sdb.
Zmienna zalezna jest zatem wynik badania histopatologicznego.

Zmiennymi niezaleznymi sa:

- pleg;

— wiek;

— wyniki badan laboratoryjnych: OB, LDH, fibrynogen;

— laboratoryjne markery procesu nowotworowego: SCC, NSE, Ca 19-9, Ca 15-3,

CEA, Cyfra 21-1;

— CT lung — wielko$¢ cienia szacowana na podstawie skanu ptucnego tomografii
komputerowej klatki piersiowej;

— CT mediastinum — wielkos¢ cienia szacowana na podstawie skanu $rédpier-
siowego tomografii komputerowej klatki piersiowej;

— lokalizacja zmiany w ptacie gérnym lub ptucu prawym.

Drzewa klasyfikacyjne nie wymagaja przeprowadzenia wstepnej selekcji
zmiennych objasniajacych, bo sa one dobierane jednoczesnie z budowa drzewa.

Dla analizowanego zbioru danych zbudowano:

1) drzewo klasyfikacyjne CART,;

2) modele zagregowane: bagging, boosting, Random forests;

3) modele wiazane (drzewo klasyfikacyjne + jeden model dodatkowy: liniowy
model dyskryminacyjny (LDA), stabilny liniowy model dyskryminacyjny (SLDA),
model regresji logistycznej (LR), metoda wektoréw nosnych (SVM) oraz drzewo
klasyfikacyjne + kilka modeli dodatkowych jednoczesnie).

Obliczenia wykonano w srodowisku R z wykorzystaniem pakietow: rpart,
ipred, ada, randomForest, e1071.

Ze wzgledu na zbyt mata liczbg obserwacji, nie ma mozliwosci wyodregbnienia
préby testowej, dlatego tez do oceny btedu klasyfikacji wykorzystano 10-cze$-
ciowy sprawdzian krzyzowy (10-fold-CV).

Dodatkowo, dla kazdego z uzyskanych modeli obliczono czutos¢, swoistosé,
dodatnia zdolnos¢ predykcyjna (PPV), ujemna zdolnos$¢ predykcyjna (NPV) oraz
wskaznik J Youdena.

Czutos¢ to odsetek pacjentow z nowotworem ztosliwym, ktorzy zostali prawi-
dtowo rozpoznani przez klasyfikator. Swoisto$¢ to odsetek pacjentéw ze zmiana
tagodna, ktorzy zostali prawidtowo zidentyfikowani przez klasyfikator.

Dodatnia wartos¢ predykcyjna to odsetek pacjentéw zaklasyfikowanych przez
model do grupy zagrozonej nowotworem ztosliwym, u Kktorych rzeczywiscie
stwierdzono zmiane ztosliwa, a ujemna wartos¢ predykcyjna to odsetek pacjentow
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zaklasyfikowanych przez model do grupy ze zmiana tagodna, u ktorych faktycznie
zdiagnozowano nowotwor tagodny.

Wskaznik J Youdena, obliczany jako J = czutos¢ + swoistos¢ — 1, jest miara
efektywnosci reguty decyzyjnej.

4. Wyniki i wnioski

W spos6b najbardziej ogolny jakosé¢ regut decyzyjnych, uzyskanych w wyniku za-
stosowania analizowanych metod, mozna oceni¢, podajac wartosci wskaznika J
Youdena oraz odsetek poprawnych klasyfikaciji.

Whyniki uzyskane z wykorzystaniem metody sprawdzania krzyzowego (10-CV)
przedstawiono w tab. 1. Metody uporzadkowano wedtug wartosci wskaznika J Youdena.

Tabela 1. Ranking metod klasyfikacji pacjentow wedtug wskaznika J Youdena
oraz odsetka poprawnych klasyfikacji

L Odsetek
Metoda J\A\/fgﬁgg:; poprawnych
klasyfikacji

Bundling LDA + SVM
(model wiazany: drzewo klasyfikacyjne + liniowy model dyskryminacyjny + 0,438 72,0
metoda wektoréw nosnych)
Bundling LDA 0436 720
(model wiazany: drzewo klasyfikacyjne + liniowy model dyskryminacyjny) ' '
Bundling LR 0417 707

(model wigzany: drzewo klasyfikacyjne + regresja logistyczna)
Bundling LDA+LR

(model wiazany: drzewo klasyfikacyjne + liniowy model dyskryminacyjny + 0,333 66,7
regresja logistyczna)
Bundling LDA+ SVM +LR

(model wiazany: drzewo klasyfikacyjne + liniowy model dyskryminacyjny + 0,333 66,7
metoda wektordw nosnych + regresja logistyczna)

Boosting

(wzmacnianie doktadnosci predykcji modelu zagregowanego) 0,331 66,7
Bundling sLDA

(model wiazany: drzewo klasyfikacyjne + stabilny liniowy model 0,329 66,7
dyskryminacyjny)

Random forests (lasy losowe) 0,327 66,7
Bagging (agregacja bootstrapowa) 0,276 64,0
Bundling SVM 0.252 627
(model wiazany: drzewo klasyfikacyjne + metoda wektoréw nosnych) ' '
CART (pojedyncze drzewo Klasyfikacyjne) 0,192 60,0

Zr6dto: obliczenia wiasne.

W diagnostyce medycznej istotna jest rowniez poprawna klasyfikacja pacjentow do
kazdej z wyr6znionych grup ryzyka. Do oceny jakosci badanych metod klasyfikacji wy-
korzysta¢ mozna czutos¢, swoistos¢ oraz dodatnia i ujemna zdolnosé predykcyjna. Uzy-
skane wyniki przedstawiono w tab. 2. Metody uporzadkowano wedtug ich czutosci.
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Tabela. 2. Ocena metod Kklasyfikacji pacjentow wedtug miar jakosci regut predykcyjnych (w %)

Metoda Czutos¢ | Swoistosé ZdOInOSC predykcyjna
dodatnia | ujemna

Bundling LR
(model wiazany: drzewo Klasyfikacyjne + regresja
logistyczna) 75,0 66,7 67,5 25,7
Bundling LDA+SVM
(model wiazany: drzewo klasyfikacyjne + liniowy model
dyskryminacyjny + metoda wektorow nosnych) 69,4 74,4 71,4 275
Bundling LDA
(model wiazany: drzewo klasyfikacyjne + liniowy model
dyskryminacyjny) 66,7 76,9 72,7 28,6
Bundling LDA+LR
(model wiazany: drzewo klasyfikacyjne + liniowy model
dyskryminacyjny + regresja logistyczna) 66,7 66,7 64,9 31,6
Bundling LDA+SVM+LR
(model wiazany: drzewo klasyfikacyjne + liniowy model
dyskryminacyjny + metoda wektorow nosnych + regresja
logistyczna) 66,7 66,7 64,9 31,6
Boosting
(wzmacnianie doktadnosci predykcji modelu
zagregowanego) 63,9 69,2 65,7 32,5
Bundling sSLDA
(model wiazany: drzewo Kklasyfikacyjne + stabilny
liniowy model dyskryminacyjny) 61,1 71,8 66,7 33,3
Bundling SVM
(model wiazany: drzewo Klasyfikacyjne + metoda
wektoréw nosnych) 61,1 64,1 61,1 35,9
Random forests (lasy losowe) 58,3 74,4 67,7 34,1
Bagging (agregacja bootstrapowa) 58,3 69,2 63,6 35,7
CART (pojedyncze drzewo klasyfikacyjne) 50,0 69,2 60,0 40,0

Zr6dto: obliczenia wiasne.

Analizujac wartosci wskaznika J Youdena oraz odsetki poprawnych klasyfika-
Cji przedstawione w tabeli 1, stwierdzamy poprawe doktadnosci predykcji po za-
stosowaniu metody wiazania modeli zardbwno w poréwnaniu z pojedynczym drze-
wem, jak i dwomaz metodami agregacji — Random forests i bagging. Najlepsze
wyniki daja modele wiazane, uwzgledniajace liniowy model dyskryminacyjny
(LDA) (takze w potaczeniu z metoda wektoréw nosnych).

Pacjentow z nowotworem ztosliwym najlepiej klasyfikuje reguta decyzyjna
oparta na modelu wigzanym z jednym modelem dodatkowym — funkcja regresji lo-
gistycznej — czutos¢ jest tutaj najwyzsza i wynosi 75%. Niestety, reguta ta charak-

teryzuje sie nizsza swoistoscia.
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Pacjentow z nowotworem tagodnym najlepiej rozpoznaje reguta oparta na mo-
delu wiagzanym uwzgledniajacym dwa modele dodatkowe — liniowy model dys-
kryminacyjny oraz metode wektoréw nosnych — swoisto$¢ wynosi 74,4%.

Wszystkie metody maja dos¢ wysoka dodatnia zdolnos¢ predykcyjna (najwyz-
sza — 72,7% obserwujemy w przypadku modelu wiazanego z liniowa funkcja dys-
kryminacyjna).Z drugiej strony w kazdym przypadku wystepuje bardzo niska
ujemna zdolnos¢ predykcyjna, co jest zjawiskiem niekorzystnym.

Za wade modeli wiazanych nalezy uzna¢ brak mozliwosci zapisu regut klasyfi-
kacyjnych, kazdy model to swego rodzaju czarna skrzynka, ktéra mozna wykorzy-
sta¢ wytacznie do klasyfikacji obiektéw. Kolejna wada jest diugi czas obliczen
przy wigkszych zbiorach danych.

Last but not least, budujac modele wiazane nalezy pamigtac¢ o twierdzeniu NFL —
nie ma sprecyzowanych zasad, co wybra¢ jako model dodatkowy; w zaleznosci od ba-
danego problemu najlepszym modelem moze by¢ liniowa funkcja dyskryminacyjna,
regresja logistyczna, metoda wektoréw nosnych czy kombinacja kilku metod.
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ON THE USE OF BUNDLING TO IMPROVE ACCURACY
OF CLASSIFICATION OF PATIENTS
WITH SOLITARY PULMONARY NODULES

Summary: Bundling was proposed by Hothorn as modification of bagging. The main idea
is to use the out-of-bag (OOB) observations of a bootstrap sample to build classifiers of ar-
bitrary type (i.e. LDA or SVM). The predictions of those classifiers are computed for the
observations in the bootstrap sample and are used as predictors offered to a classification
tree in addition to the original predictors. In the study bundling was applied to improve ac-
curacy of classification of patients with solitary pulmonary nodules.
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